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Περίληψη

Η Παραγωγική Μοντελοποίηση αποτελεί τον κλάδο της Μηχανικής Μάθησης ο οποίος
επικεντρώνεται στην παραγωγή νέων ρεαλιστικών δεδοµένων και ο οποίος αποτελο-
ύσε παραδοσιακά το ανώφλι των δυνατοτήτων των µοντέλων Μηχανικής και Βαθιάς
Μάθησης. Το σκηνικό έχει αλλάξει τα τελευταία χρόνια, κυρίως από το 2014, όταν ο I.
Goodfellow παρουσίασε την ιδέα του για ένα παραγωγικό µοντέλο αποτελούµενο από δύο
αντιµαχόµενα νευρωνικά δίκτυα, το οποίο ονοµάστηκε Generative Adversarial Network.
Ακολούθως, προέκυψε πληθώρα µοντέλων βασιζόµενα σε αυτό, µε εντυπωσιακά αποτε-
λέσµατα που, ειδικά στο πλαίσια της παραγωγής εικόνων, εκπλήσσουνε ακόµα και ένα
έµπειρο ανθρώπινο σύστηµα όρασης.

Ταυτόχρονα, τις τελευταίες δεκαετίες, γίνεται όλο και περισσότερη έρευνα γύρωαπό την
ανάπτυξη τεχνικών κατανόησης της έννοιας της µόδας και της τάσης αυτής, είτε για συν-
δροµή κατά τη φάση σχεδίασης ρούχων ή για καλύτερες και πιο στοχευµένες αγορές ή για
άλλους σκοπούς. Στην προσπάθειά µας να εφαρµόσουµε σύγχρονες τεχνικές µηχανικής
µάθησης για αυτοµατοποιηµένη παραγωγή και επεξεργασία εικόνων µόδας, στην παρούσα
εργασία, χρησιµοποιούµε Generative Adversarial Networks. Συγκεκριµένα, σχεδιάζουµε
και υλοποιούµε ένα πολυ-εργαλείο αυτοµατοποιηµένης επεξεργασίας εικόνων µόδας το
οποίο οπλίζουµε µε τέσσερις (4) βασικές λειτουργίες: αλλαγή πόζας, εξαγωγή ρούχου,
ταίριασµα στιλ και παραγωγή ρεαλιστικών εικόνων κατ΄ απαίτηση.

Στην προσπάθειά µας αυτή, εκπαιδεύουµε ισάριθµα µοντέλα τύπου Generative Adversarial
Network σε σύνολα δεδοµένων αποτελούµενα από εικόνες µόδας (ενν. ρούχων και µο-
ντέλων που τα διαφηµίζουν), παραθέτοντας στο τέλος σχετικά αποτελέσµατα. Αποτελεί
βαθιά πεποίθησή µας ότι εξελίξεις παρόµοιων µοντέλων θα κατέχουν κεντρικό ρόλο
στη σχεδίαση ρούχων και κυρίως στη διάθεσή τους µέσω συστηµάτων ηλεκτρονικού
εµπορίου στο εγγύς µέλλον, κάτι που µας έκανε να προσηλωθούµε µε ζήλο στην υλοπο-
ίηση ενός αποτελεσµατικού νοήµονος εργαλείου για επεξεργασία εικόνων µόδας στην
παρούσα εργασία.

Λέξεις κλειδιά— Παραγωγική Μοντελοποίηση, Νοήµονα συστήµατα µόδας, Generative
Adversarial Networks, Παραγωγή εικόνων από θόρυβο, Μετατροπή εικόνας-σε-εικόνα,
DeepFashion, StyleGAN, CycleGAN, Μηχανική Όραση, Τεχνητά Νευρωνικά ∆ίκτυα





Abstract

Generative Modelling, a branch of Machine Learning that focuses on generating realistic-
looking samples, has traditionally constituted the upper bound of what Machine and Deep
Learningmodels can achieve. This regime has completely changed the past years, especially
after 2014, when I. Goodfellow presented his idea for a generative model comprising two
competing neural networks: the Generative Adversarial Network of GAN for short. Subse-
quently, a plethora of models based on GAN have been proposed with impressive results,
some of which, principally in the context of image generation, surprise even an experienced
human vision system.

Concurrently, more and more research is devoted during the last decades around the
development of techniques for demystifying the notion of fashion and fashion trends. Among
its purposes, is creating artificial intelligence systems that provide help in the process of
designing new garments as well as in the process of conducting better and more well-
targeted purchases. In an endeavour to apply modern machine learning techniques to
automate generation and editing of fashion images, in this project we employ Generative
Adversarial Networks. In particular, we design and utilize a multi-tool for automatic editing
of fashion images, equipped with four (4) fundamental operations: pose change, cloth
extraction, style matching and on-demand realistic fashion images generation.

In order to achieve our goals, we train four models based on the Generative Adversarial
Network in fashion image (i.e. images of garments as well as human models advertising
them) datasets, giving the corresponding outcomes at the end. It is our firm belief that further
developments of such models will play a central role in fashion design and especially in
clothes distribution through e-commerce systems in the near future, which has made us
focus zealously on implementing an effective intelligent tool for fashion image editing in
this work.

Keywords— Generative Modelling, Intelligent fashion systems, Generative Adversarial Net-
works, Noise-to-image generation, Image-to-image translation, DeepFashion, StyleGAN, Cy-
cleGAN, Computer Vision, Artificial Neural Networks
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Κεφάλαιο 1

Σχετικά µε τη ∆ιπλωµατική Εργασία

Αντικείµενο και Σκοπός

Στην παρούσα διπλωµατική εργασία ασχολούµαστε µε Παραγωγική Μοντελοποίηση ει-
κόνων, δηλαδή προσπαθούµε να εκπαιδεύσουµε µοντέλα Μηχανικής/Βαθιάς Μάθησης
ώστε να παράγουν ρεαλιστικές εικόνες. Για να το πετύχουµε αυτό, σχεδιάζουµε τα
µοντέλα µε τέτοιο τρόπο ώστε να µπορούν να αφοµοιώσουν τα βασικά χαρακτηριστικά
και τη δοµή των εικόνων ενός συνόλου δεδοµένων εκπαίδευσης. Στα πλαίσια αυτά,
χρησιµοποιούµε ΒαθιάΠαραγωγικάΜοντέλα τύπουGenerative Adversarial Network (GAN),
τα οποία αποτελούνται από δύο νευρωνικά δίκτυα και εκπαιδεύονται αντιπαραθετικά:
όσο το ένα δίκτυο γίνεται καλύτερο τόσο το άλλο µεταβάλλει τις παραµέτρους του για
να ανακτήσει την κυριαρχία.

Έτσι, σχεδιάσαµε και υλοποιήσαµε µοντέλα GAN, τα οποία εκπαιδεύσαµε σε σύνολα δεδο-
µένων αποτελούµενα από εικόνες µόδας. Σε µία γενική εικόνα, αυτό που προσπαθήσαµε
να υλοποιήσουµε στα πλαίσια της παρούσας διπλωµατικής εργασίας είναι ένα πολυ-
εργαλείο µηχανικής µάθησης µε δυνατότητες παραγωγής ρεαλιστικών εικόνων µόδας αλλά
και εφαρµογής ρεαλιστικών µετασχηµατισµών στις εικόνες αυτές. Το εργαλείο αυτό το
οπλίσαµε µε τις ακόλουθες δυνατότητες:

1. Αλλαγή Πόζας: δοθείσης µίας εικόνας εισόδου και µιας πόζας της εικόνας εξόδου,
το αντίστοιχο µοντέλο του εργαλείου µας προσπαθεί να παράξει µία ρεαλιστική
εικόνα που να µοιάζει όσο το δυνατόν περισσότερο στην πραγµατική εικόνα εξόδου
(ενν. µε τη νέα πόζα)
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2. ΕξαγωγήΡούχου: δοθείσης µιας εικόνας ενός ανθρώπου (σε αυθαίρετοπαρασκήνιο),
το αντίστοιχο µοντέλο του εργαλείου µας προσπαθεί να παράξει µία εικόνα στην
οποία να απεικονίζεται µόνο το ρούχο του ανθρώπου σε ουδέτερο παρασκήνιο

3. Ταίριασµα Στιλ: δοθείσης µίας εικόνας υποδήµατος (ή αντίστροφα µίας τσάντας
χεριού), το αντίστοιχο µοντέλο του εργαλείου µας προσπαθεί να παράξει µία εικόνα
τσάντα (ή αντίστροφα υποδήµατος) η οποία να ταιριάζει στιλιστικά (π.χ. στο χρώµα
ή στην επισηµότητα) στην αρχική εικόνα

4. Παραγωγή ρεαλιστικών εικόνων µόδας: τέλος, οπλίσαµε το πολυ-εργαλείο µας
µε ένα από τα πλέον εξελιγµένα µοντέλα GAN, το StyleGAN, µε σκοπό αυτό να
έχει τη δυνατότητα παραγωγής ρεαλιστικών εικόνων µόδας όπου απεικονίζονται
άνθρωποι-µοντέλα σε διάφορες πόζες και φορώντας διάφορα σύνολα ρούχων, ενώ
σε µελλοντική επέκταση θα είναι δυνατή η ελεγχόµενη µείξη µεταξύ των παραγόµε-
νων εικόνων για αλλαγή στιλ/ρούχων/πόζας κ.ο.κ.

∆ιάρθρωση

Η εργασία διαρθρώθηκε σε πέντε κεφάλαια (κεφάλαια 2-6) πλην του παρόντος και του
τελευταίου κεφαλαίου µε µελλοντικές προεκτάσεις. Σε κάθε ένα από τα κεφάλαια αυτά
περιλαµβάνονται τα εξής:

• Κεφάλαιο 2: στο κεφάλαιο αυτό περιλαµβάνονται γενικές βιβλιογραφικές αναφο-
ρές σχετικές αναλύσεις που εισάγουν τον αναγνώστη στην Παραγωγική Μοντελο-
ποίηση εικόνων και στα Generative Adversarial Networks (GANs) που αποτελούν και
τον πυρήνα της παρούσας εργασίας.

• Κεφάλαιο 3: ακολουθεί ένα κεφάλαιο που εστιάζει στα GANs, σε ότι αφορά τη δόµή
και τον τρόπο εκπαίδευσής τους ενώ περιλαµβάνει και τις κατεξοχήν µετρικές για
αξιολόγησης της απόδοσής τους.

• Κεφάλαιο 4: κατόπιν περνάµε στις εφαρµογές των GANs καθώς και σε αρχιτε-
κτονικές τέτοιων µοντέλων που έχουν προταθεί στη βιβλιογραφία και έχουν χρη-
σιµοποιηθεί στη πράξη στα πλαίσια Παραγωγικής Μοντελοποίησης εικόνων. Εκεί
περιγράφουµε και τα µοντέλα στα οποία βασιστήκαµε για την υλοποίηση του πολυ-
εργαλείου µας δίνοντας αντίστοιχα αποτελέσµατα από τη σχετική βιβλιογραφία.
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• Κεφάλαιο 5: αυτό και το επόµενο κεφάλαιο αποτελούν το επίκεντρο της υλοποίησής
µας µε το κεφάλαιο 5 να περιλαµβάνει πληροφορίες για τα σύνολα δεδοµένων που
χρησιµοποιήθηκαν, τη µεθοδολογία που ακολουθήθηκε για την προ-επεξεργασία
αυτών, τα µοντέλα που σχεδιάστηκαν και υλοποιήθηκαν καθώς και παραµέτρους
εκπαίδευσης των µοντέλων αυτών.

• Κεφάλαιο 6: στο κεφάλαιο 6 προχωρούµε στην παράθεση µετρικών κατά την εκ-
παίδευση των µοντέλων µας καθώς και παράθεση µετρικών και αποτελεσµάτων
αφότου αυτή έχει ολοκληρωθεί.

• Κεφάλαιο 7: στο σύντοµο αυτό κεφάλαιο δίνουµε σειρά µελλοντικών προεκτάσεων
που τόσο ο εκπονητής όσο και ο ενδιαφερόµενος αναγνώστης µπορούν να χρησιµο-
ποιήσουν για τη συνέχιση της παρούσας διπλωµατικής εργασίας.

Πριν προχωρήσουµε, αναφέρουµε στο σηµείο αυτό πως η όλη ανάπτυξη και εκπαίδευση
των µοντέλων έγινε στην προγραµµατιστική γλώσσα Python (ελάχ. εκδ. 3.7), ενώ χρησι-
µοποιήθηκε το σύνολο βιβλιοθηκών PyTorch (ελαχ. εκδ. 1.7.2). Ο κώδικας της παρούσας
διπλωµατικής εργασίας, ο οποίος ξεπερνάει τις 15.5K LoC, δίνεται ανοιχτά αλλά χωρίς
ευθύνη στο ακόλουθο αποθετήριο κώδικα του GitHub:

github.com/achariso/gans-thesis
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Κεφάλαιο 2

Εισαγωγή στα Generative Adversarial
Networks (GANs) και στην Παραγωγική
Μοντελοποίηση

Σύµφωνα µε τον ορισµό της Μηχανικής Ευφυΐας που δόθηκε από τον Alan M. Turing στο
άρθρο του Computing Machinery and Intelligence [3], αυτή µπορεί να στοιχειοθετηθεί για
µια µηχανή όταν οι αποκρίσεις της είναι δύσκολο να διακριθούν από αυτές ενός ανθρώπου
(και έτσι η µηχανή θα περνούσε από το τεστ γνωστό ως imitation game). Παρόλο που
σε κάποιους τοµείς της Μηχανικής Μάθησης όπως η Αλληλεπίδραση Φυσικής Γλώσσας
(Conversational AI) υπάρχει ακόµα σηµαντική απόσταση µέχρι οι µηχανές να αποκρίνονται
µε ρεαλιστικό και ανθρώπινο τρόπο, σε άλλους τοµείς όπως η Αναγνώριση Προτύπων και
κατ΄ επέκταση η Ταξινόµηση ή Πρόβλεψη, οι υπολογιστικές µηχανές επιδεικνύουν ακόµη
και υπεροχή σε σύγκριση µε τους ανθρώπους.

Στην παρούσα διπλωµατική εργασία επικεντρωνόµαστε στη µελέτη τεχνικών και αλγο-
ρίθµων ΠαραγωγικήςΜοντελοποίησης (Generative Modeling) στα πλαίσια της Μηχανικής
Όρασης (Computer Vision), δηλαδή Παραγωγική Μοντελοποίηση εικόνων. Η Παραγωγική
Μοντελοποίηση, εστιάζοντας στην παραγωγή τεχνητών πολυµεσικών δεδοµένων που
παρουσιάζουν ποικιλοµορφία και ρεαλισµό, παραδοσιακά αποτελούσε την «Αχίλλειο
πτέρνα» της Τεχνητής Νοηµοσύνης. Πρόσφατες εξελίξεις, ωστόσο, στον τοµέα της
Βαθιάς Μάθησης (Deep Learning), σε συνδυασµό µε τη συνεχή βελτίωση του υλικού
(hardware) των υπολογιστών, έχουν οδηγήσει την ερευνητική κοινότητα στην αναζήτηση
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νέων µεθόδων Παραγωγικής Μοντελοποίησης, ιδιαίτερα σε ότι αφορά τη δηµιουργία
ρεαλιστικών δισδιάστατων και τρισδιάστατων απεικονίσεων. Αρχικά, η Παραγωγική
Μοντελοποίηση για Μηχανική Όραση βασίζονταν στους Αυτόµατους Κωδικοποιητές
(Autoencoders), η εφαρµογή των οποίων ως ενδιάµεσες στρώσεις (layers) εξαγωγής
χαρακτηριστικών σε Βαθιά Νευρωνικά ∆ίκτυα (όπως στο [18]), οδήγησε στην παραγωγή
των πρώτων αξιόλογων και αρκετά ρεαλιστικών εικόνων στις αρχές του αιώνα.

Σχήµα 1: Ποικιλία (diversity) από δείγµατα χειρόγραφων ψηφίων που έχουν παραχθεί από ∆ίκτυο

Stacked Denoising Autoencoder (SDAE) µε τρεις (3) κρυφές στρώσεις.

Πηγή: «Stacked Denoising Autoencoders: Learning Useful Representations in a Deep Network with a

Local Denoising Criterion», Pascal Vincent et al., 2010 [18]

Ίσως η πιο αξιοσηµείωτη προσθήκη στις τεχνικές Παραγωγικής Μοντελοποίησης ει-
κόνων ήρθε το 2014 όταν ο Ian Goodfellow, κατά τη διάρκεια της διδακτορικής του δια-
τριβής στο Πανεπιστήµιο του Montreal, εφηύρε τα Παραγωγικά Αντιπαραθετικά ∆ίκτυα
ή Generative Adversarial Networks (GANs). Η τεχνική αυτή βασιζόµενη στην ταυτόχρονη
εκπαίδευση δύο (2) ξεχωριστών Βαθιών Νευρωνικών ∆ικτύων (DNNs), οδήγησε στην
παραγωγή εικόνων ο βαθµός ποιότητας και ρεαλισµού των οποίων διέκρινε αµέσως την
τεχνική αυτή από όλες τις προηγούµενες. Για παράδειγµα, η χρήση των GANs επέτρε-
ψε την εκτέλεση εργασιών που έως τότε θεωρούνταν αδύνατες, όπως την παραγωγή
τεχνητών (fake) εικόνων µε ποιότητα εφάµιλλη εικόνων του πραγµατικού κόσµου, τη
µετατροπή ενός σκίτσου σε µια εικόνα σηµαντικά όµοια µε φυσικές εικόνες, ή τη µετα-
τροπή ενός βίντεο όπου εικονίζεται ένα άλογο σε ένα άλλο βίντεο, όπου το άλογο έχει
αντικατασταθεί µε ζέβρα— και όλα αυτά χωρίς την ανάγκη ύπαρξης τεράστιων σετ από ε-
πιµελώς επισηµασµένα (annotated) δεδοµένα εκπαίδευσης. Στο σχήµα 2 που παρατίθεται
ακολούθως, φαίνεται αφενός η ικανότητα των GANs να παράγουν ρεαλιστικές εικόνες
και αφετέρου ο ραγδαίος ρυθµός µε τον οποίο προχωράει και αναπτύσσεται η ερεύνα
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2.1. ΠΑΡΑΓΩΓΙΚΗ ΜΟΝΤΕΛΟΠΟΙΗΣΗ

γύρω από αυτή την επαναστατική τεχνική Παραγωγικής Μοντελοποίησης. Αυτή πρόοδος
αφενός επιβεβαιώνει την εστίαση της ερευνητικής κοινότητας τα τελευταία χρόνια στην
υιοθέτηση και ανάπτυξη GANs ενώ αφετέρου αποτελεί πειστήριο της υπεροχής τους
µεταξύ των τεχνικών Παραγωγικής Μοντελοποίησης.

Σχήµα 2: Πρόοδος στην παραγωγή τεχνητών εικόνων µε πρόσωπα ανθρώπων χρησιµοποιώντας

Generative Adversarial Networks (GANs): από ασπρόµαυρες εικόνες το 2014 σε έγχρωµες φωτορε-

αλιστκές εικόνες το 2018.

Πηγή: «Generative Adversarial Networks (GANs): An Overview of Theoretical Model, Evaluation

Metrics, and Recent Developments», Salehi et al., 2020 [114]

Πριν προχωρήσουµε, ωστόσο, στην παρουσίαση της βασικής δοµής και χαρακτηριστικών
των GANs, θεωρούµε σκόπιµο να ορίσουµε σαφώς την Παραγωγική Μοντελοποίηση
για Μηχανική Όραση χρησιµοποιώντας τεχνικές Βαθιάς Μάθησης, να συγκρίνουµε τα
∆ιακριτικά µε τα ΠαραγωγικάΜοντέλα, καθώς και να αναφερθούµε σε κοµβικές τεχνικές
Παραγωγικής Μοντελοποίησης, όπως τα Αυτοπαλινδρονούµενα Παραγωγικά Μοντέλα
και οι Μεταβλητοί Αυτόµατοι Κωδικοποιητές (Variational Autoencoders). Οι Variational
Autoencoders (VAEs), συγκεκριµένα, ουσιαστικά αποτελούν άµεσο πρόγονο των GANs
και µοιράζονται πολλά κοινά στον τρόπο κατασκευής και εκπαίδευσης µε αυτά, µε
την πιο σηµαντική διαφοροποίηση τους να εντοπίζεται στο σχηµατισµό της συνάρτηση
κόστους.

2.1 Παραγωγική Μοντελοποίηση

Σε επέκταση της διαδεδοµένης ρήσης του Αµερικανού φυσικού Richard Feynman, "What
I cannot create, I do not understand", θα µπορούσαµε να κινητροδοτήσουµε τη δηµιουργία
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τεχνικών Παραγωγικής Μοντελοποίησης µε τη φράση "What I understand, I can create"
[100]. Μια ερµηνεία αυτής στα πλαίσια της Μηχανικής Όρασης θα µπορούσε να είναι ότι
εφόσον η λανθάνουσα «δοµή» ή πιθανοτική κατανοµή ενός συνόλου πραγµατικών εικόνων
µπορεί επαρκώς να «αιχµαλωτιστεί» από κάποιο µοντέλο ΠαραγωγικήςΜοντελοποίησης
µε Μηχανική/Βαθιά Μάθηση, τότε το µοντέλο αυτό θα πρέπει να είναι ικανό να παράγει
νέες εικόνες ή δείγµατα, µη-διακρίσιµα από τις εικόνες ή δείγµατα που προέρχονται από
το σύνολο δεδοµένων εκπαίδευσης.

Στην παρούσα εργασία, επικεντρωνόµαστε σε µοντέλα Στατιστικής ΠαραγωγικήςΜοντε-
λοποίησης (Statistical Generative Modeling) µε ∆ίκτυα Βαθιάς Μάθησης, τα οποία και ανα-
λύονται ακολούθως. Υπάρχουν αρκετοί τύποι τέτοιων µοντέλων που έχουν αναπτυχθεί
στη βιβλιογραφία αλλά και στη πράξη. Ένας από αυτούς είναι και τα GANs, ωστόσο πριν
φτάσουµε στην ανάλυση της δοµής και λειτουργίας τους, θα γίνει αναφορά και σε άλλους
τύπους τεχνικών και µοντέλων Στατιστικής Παραγωγικής Μοντελοποίησης µε ∆ίκτυα
Βαθιάς Μάθησης.

Στατιστική Παραγωγική Μοντελοποίηση

Τα µοντέλα Στατιστικής Παραγωγικής Μοντελοποίησης ή Στατιστικά Παραγωγικά Μο-
ντέλα (Statistical Generative Models), είναι εκπαιδεύσιµα µοντέλα τα οποία βασίζονται
στην ύπαρξη µεγάλων συνόλων δεδοµένων προκειµένου να «αιχµαλωτίσουν» ρητά ή
έµµεσα µια πιθανοτική κατανοµή (P(X ) εάν πρόκειται για παραγωγή χωρίς συνθήκη,
P(X |Y ) για υπο-συνθήκη παραγωγή/κατανοµή - κάτι που αναλύεται εκτενώς παρακάτω).
Τα εκπαιδευµένα στατιστικά αυτά µοντέλα καλούνται εν συνεχεία να παράγουν δείγµατα
που ακολουθούν την ίδια πιθανοτική κατανοµή, όπου ως X νοούνται τα παρατηρήσιµα
δεδοµένα (π.χ. µια εικόνα του συνόλου δεδοµένων εκπαίδευσης), ενώ ως Y νοείται
η κλάση ή τάξη στην οποία ανήκει το κάθε ένα από τα δεδοµένα εκπαίδευσης και
η οποία χρησιµοποιείται από το εκπαιδευµένο µοντέλο για την παραγωγή δειγµάτων
της αντίστοιχης κλάσης ή τάξης (εάν πρόκειται για µη-επιβλεπόµενη εκπαίδευση το Y
συνήθως παραλείπεται οπότε και µιλάµε για παραγωγή/κατανοµή χωρίς συνθήκη).

Στη γενική περίπτωση, µας δίνεται ένα σύνολο δεδοµένων ~xi που ακολουθεί κάποια
κατανοµή pdata(~x) και στόχος της Στατιστικής Παραγωγικής Μοντελοποίησης είναι η
εύρεση ενός µοντέλου (δηλ. αρχικά µιας οικογένειας µοντέλων και στη συνέχεια βελτι-
στοποίηση για εύρεση των βέλτιστων παραµέτρων) του οποίου η προσέγγιση της pdata(~x),
pmodel;~θ(~x) µε παραµέτρους τις ~θ θα έχει τη µικρότερη δυνατή «απόσταση» από αυτή. Εάν
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σαν µέτρο της απόστασης κατανοµών χρησιµοποιηθεί η KL Divergence [4], τότε προκύπτει
ο διαδεδοµένος στόχος εκπαίδευσης Στατιστικών Παραγωγικών Μοντέλων: εύρεση του
µοντέλου που µεγιστοποιεί τη λογαριθµική πιθανοφάνεια (log-likelihood) που ανατίθεται
στα δεδοµένα του συνόλου εκπαίδευσης.

Εποµένως, µπορούµε να θεωρήσουµε ένα Στατιστικό ΠαραγωγικόΜοντέλοως µια εκπαι-
δεύσιµη συνάρτηση κατανοµής πιθανότητας για την εκπαίδευση της οποίας απαιτούνται
αφενός δεδοµένα (data) και αφετέρου πρότερη γνώση (prior knowledge) η οποία υπει-
σέρχεται στο µοντέλο είτε ως η µορφή της συνάρτησης κατανοµής (π.χ. Gaussian), είτε
ως η συνάρτηση κόστους για την εύρεση της βέλτιστης λύσης (π.χ. maximum likelihood
- cross entropy), είτε ως ο αλγόριθµος βελτιστοποίησης που θα χρησιµοποιηθεί (π.χ.
stochastic gradient descent) ή ως κάτι άλλο. Η ανάγκη ύπαρξης πρότερης γνώσης έρχεται
ως άµεση συνέπεια του γνωστού θεωρήµατος No Free Lunch Theorem στα πλαίσια της
βελτιστοποίησης και της βαθιάς µάθησης [21][75].

Σύγκριση ∆ιακριτικών και Παραγωγικών Μοντέλων

Στα πλαίσια της Μηχανικής και Βαθιάς Μάθησης, ως συµµετρικά των Παραγωγικών
Μοντέλων νοούνται τα ∆ιακριτικά Μοντέλα (Discriminative Models), τα οποία είναι αυτά
που παραδοσιακά χρησιµοποιούνται σε εφαρµογές όπως η Ταξινόµηση (Classification) ή
η Οµαδοποίηση (Clustering). Τα Στατιστικά ∆ιακριτικά Μοντέλα (Statistical Discriminative
Models) εκπαιδεύονται σε σύνολα δεδοµένων µε σκοπό να µπορούν να διαχωρίζουν τα
εκάστοτε δεδοµένα εισόδου σε διάφορες τάξεις (classes) ή οµάδες (clusters).
Εποµένως, λαµβάνοντας δεδοµένα εισόδου, X , αλλά και εξόδου (εφόσον υπάρχουν), Y ,
καλούνται να «µάθουν» τη συνάρτηση κατανοµής πιθανότητας P(Y |X ). Αυτό δικαιολογεί
τη χρησιµοποίηση του όρου «συµµετρικά» ως προς τα Παραγωγικά Μοντέλα, τα οποία
«µαθαίνουν» την P(X |Y ), κάτι που φαίνεται και στον πίνακα που ακολουθεί.
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Πίνακας 1: Οµοιότητες και διαφορές ανάµεσα στα Παραγωγικά και στα ∆ιακριτικά Μο-
ντέλα Μηχανικής Μάθησης στο πλαίσιο της Αναγνώρισης Προτύπων.
Πηγή: Supervised Learning Cheatsheet - Stanford CS 229 (Machine Learning) [124]

∆ιακριτικά Μοντέλα Παραγωγικά Μοντέλα

Στόχος
Εκπαίδευσης

΄Αµεση (ρητή) εκτίµηση της
P(Y |X )

΄Αµεση ή έµµεση εκτίµηση της
P(X |Y )

Αποτέλεσµα
Εκπαίδευσης

Το Όριο Απόφασης (decision
boundary)

Η (υπό-συνθήκη) συνάρτηση
πυκνότητας πιθανότητας των

δεδοµένων εκπαίδευσης

Οπτικοποίηση

Παραδείγµατα
Αρχιτεκτονικών

Support Vector Machines [9],
Conditional Random Fields [12]

Gaussian Discriminant Analysis
(GDA) [2], Naive Bayes Classifier

Στα πλαίσια της Μηχανικής Όρασης µε Βαθιά Μάθηση, έχουν αναπτυχθεί αρκετά και-
νοτόµες και αποδοτικές αρχιτεκτονικές ∆ιακριτικών Μοντέλων. Συγκεκριµένα, έχουν
χρησιµοποιηθεί εκτενώς µοντέλα µε Βαθιά Συνελικτικά Νευρωνικά ∆ίκτυα (Deep Convo-
lutional Neural Networks - Deep CNNs) σε εφαρµογές όπως:

• Ταξινόµηση Εικόνας (Image Classification)

• Αναγνώριση Αντικειµένων σε Εικόνα (Object Detection)

• Απόδοση Ετικέτας σε κάθε εικονοστοιχείο µιας Εικόνας (Instance Segmentation)

• Ανάλυση - Ταξινόµηση Βίντεο (Video Analysis - Classification)

Πολλές από τις καινοτοµίες και αρχιτεκτονικές δικτύων που επινοήθηκαν στα∆ιακριτικά
Μοντέλα κατά την εφαρµογή τους στις παραπάνω κατηγορίες µε κύρια την ταξινόµηση
εικόνων, υιοθετήθηκαν και καθιερώθηκαν και στα Βαθιά Παραγωγικά Μοντέλα, όπως
αναλύεται σε επόµενη υποενότητα. Παρακάτω, αναφέρουµε παραδειγµατικά δύο ευρέως
γνωστές και επιτυχηµένες αρχιτεκτονικές ∆ιακριτικών Μοντέλων µε Βαθιά Συνελικτι-
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κά Νευρωνικά ∆ίκτυα, αφενός για να τονίσουµε χαρακτηριστικά τους τα οποία έχουν
καθιερωθεί και σε αρχιτεκτονικές Βαθιών Παραγωγικών Μοντέλων και αφετέρου γιατί
κάνουµε χρήση αµφοτέρων αυτών των µοντέλων για την αξιολόγηση των εικόνων που
έχουν παραχθεί από GANs.

∆ιακριτικά Μοντέλα µε Συνελικτικά Νευρωνικά ∆ίκτυα

Ξεκινώντας από το LeNet-5 [11], τα Συνελικτικά Νευρωνικά ∆ίκτυα (CNN) έχουν λίγο
πολύ µια καθιερωµένη δοµή: στοιβαγµένες συνελικτικές στρώσεις ακολουθούµενες
από στρώσεις κανονικοποίησης και οµαδοποίησης και στο τέλος ακολουθούµενες από
µία ή περισσότερες πλήρως συνδεδεµένες στρώσεις. Παραλλαγές αυτού του βασικού
σχεδιασµού είναι αρκετά διαδεδοµένες στη βιβλιογραφία για ταξινόµηση εικόνων και
έχουν σηµειώσει τα καλύτερα αποτελέσµατα µέχρι σήµερα στα ευρέως γνωστά σύνολα
δεδοµένων εικόνων, όπως στο MNIST [10], στο CIFAR [23] και κυρίως στο ImageNET
[16] και στην πρόκληση ταξινόµησης εικόνων ImageNet Large-Scale Visual Recognition
Challenge (ILSVRC) [33], [78]. Σκοπός της τελευταίας ήταν η εκπαίδευση ενός µοντέλου σε
∼1 εκατοµµύριο εικόνες το οποίο θα µπορεί σωστά να ταξινοµήσει 100.000 άλλες εικόνες
σε 1.000 τάξεις. Για τα µεγάλα σύνολα δεδοµένων, όπως το ImageNET, η πρόσφατη
τάση ήταν η αύξηση του αριθµού και του µεγέθους των στρώσεων (ενν. του αριθµού
συνελικτικών φίλτρων ανά στρώση), ενώ γίνονταν χρήση της τεχνικής Dropout [35] για
την αντιµετώπιση του overfitting που προκαλούνταν από την αύξηση της χωρητικότητας
(capacity) του µοντέλου. Παρακάτω φαίνεται ένα διάγραµµα µε την εξέλιξη των αρχι-
τεκτονικών Συνελικτικών Νευρωνικών ∆ικτύων στο ImageNET, το οποίο επιβεβαιώνει
το παραπάνω. Όλες αυτές είναι αρχιτεκτονικές µε Συνελικτικά Νευρωνικά ∆ίκτυα. Στο
σχήµα φαίνεται η τάση για αύξηση του αριθµού των στρώσεων, ειδικά µετά τη χρήση
των residual connections το 2015 [41]. Επίσης φαίνεται η απότοµη πτώση του error rate
(αριστερός κάθετος άξονας) το 2014 µε την παρουσίαση των µοντέλων VGGNet και
Inception που αναλύονται παρακάτω.

∆ύο αξιοσηµείωτες αρχιτεκτονικές ή µοντέλα για ταξινόµηση εικόνων µε Συνελικτικά
Νευρωνικά ∆ίκτυα, τα οποία εφαρµόζουµε και στη παρούσα εργασία για εξαγωγή χαρα-
κτηριστικών (feature extraction) των εικόνων µε σκοπό τη σύγκρισή τους, είναι τα VGGNet
και Inception. Ακολουθεί µία σύντοµη περιγραφή των µοντέλων αυτών εστιάζοντας σε
στοιχεία της αρχιτεκτονικής τους που τα έχουν καθιερώσει ως τα πιο δηµοφιλή µο-
ντέλα για ταξινόµηση εικόνων και εξαγωγή χαρακτηριστικών µε Συνελικτικά Νευρωνικά
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Σχήµα 3: Νικήτριες αρχιτεκτονικές µε Συνελικτικά Νευρωνικά ∆ίκτυα της πρόκλησης ταξινόµη-

σης εικόνων από το σύνολο δεδοµένων ImageNET.

Πηγή: CS231n: Convolutional Neural Networks for Visual Recognition, Fei-Fei Li, Standford University,

2018 [94]

∆ίκτυα.

Μελέτη περίπτωσης: VGGNet

Το VGGNet [34] είναι ένα µοντέλο για ταξινόµηση εικόνων χρησιµοποιώντας Συνελικτικά
Νευρωνικά ∆ίκτυα, το οποίο επινοήθηκε το 2014 από τους Simonyan και Zisserman
στο Visual Geometry Group του Πανεπιστηµίου της Οξφόρδης. Μαζί µε το GoogleNet
που αναλύεται στη συνέχεια αποτέλεσαν τους νικητές του ImageNet Large-Scale Visual
Recognition Challenge το 2014, πετυχαίνοντας error rate 7.3% και 6.7% αντίστοιχα στην
ταξινόµηση εικόνων, σηµειώνοντας σηµαντική µείωση σε σχέση µε τον προηγούµενο
νικητή.

Βασικά στοιχεία που διαφοροποιούν την αρχιτεκτονική του VGGNet από τις προηγούµε-
νες είναι τα εξής:

• Χρησιµοποίηση µικρών συνελικτικών φίλτρων, διάστασης 3×3. Αυτό επέτρεψε την
αύξηση του «βάθους» του µοντέλου, αλλά και της σηµάντικής βελτίωσης της ποιότη-
τας των εξαγόµενων χαρακτηριστικών στις ενδιάµεσες στρώσεις. Αυτό οφείλεται
στο ότι τρία (3) φίλτρα διάστασης 3×3 (το ένα µετά το άλλο) έχουν το ίδιο δεκτικό
πεδίο (receptive field) µε ένα φίλτρο 7×7, σαν αυτά που χρησιµοποιούνταν στο
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AlexNet [24] για παράδειγµα, περιέχοντας όµως σχεδόν τις µισές εκπαιδεύσιµες
παραµέτρους.

• Σηµαντικά µεγαλύτερος αριθµός συνελικτικών στρώσεων. Στις δύο παραλλαγές
του VGGNet που χρησιµοποιούνται ευρέως ο αριθµός αυτός είναι δεκαέξι (16) για
το VGG16 και δεκαεννέα (19) για το VGG19. Για σύγκριση στο µοντέλο AlexNet του
2012 ο αριθµός αυτός ήταν µόλις οχτώ (8).

Στο σχήµα 4, παρακάτω, παρατίθενται σχηµατικά οι αρχιτεκτονικές των µοντέλων VGG16
και VGG19 για οπτικοποίηση της δοµής τους. Το VGG16 (αριστερά) έχει 16 συνελικτικές
στρώσεις και στρώσεις οµαδοποίησης (pooling) πριν τις fully-connected (FC) στρώσεις,
όλες µε φίλτρα διαστάσεων 3×3. Αντίστοιχα, το VGG19 (δεξιά) έχει 19. Επίσης, όσο
κοντινότερα προς την έξοδο βρισκόµαστε, τόσο αυξάνεται ο αριθµός των φίλτρων κάθε
συνελικτικής στρώσης, ενώ µειώνεται των µήκος και πλάτος της εισόδου της στρώσης.
Οι στρώσεις µε την ετικέτα «ΠΣ» είναι πλήρως-συνδεδεµένες (fully-connected) στρώσεις,
αυτές µε την ένδειξη «συνελ» είναι συνελικτικά φίλτρα των αναγραφόµενων διαστάσεων
(αριστερά της ετικέτας) και του αναγραφόµενου αριθµού (δεξιά), ενώ οι στρώσεις µε την
ετικέτα «Οµαδοποίηση» εφαρµόζουν µείωση στο ήµισυ πλάτους και µήκους κρατώντας
το µέγιστο από κάθε διακριτή τετράδα εικονοστοιχείων (max-pooling).

Μελέτη περίπτωσης: Inception

Το µοντέλο Inception ή InceptionNet παρουσιάστηκε την ίδια χρονιά µε το VGGNet,
δηλαδή στο ImageNet Large-Scale Visual Recognition Challenge του 2014. Αρχικά, είχε
ονοµαστεί GoogleNet [36] καθώς οι επτά (7) από τους εννέα (9) δηµιουργοί του ήταν
από την Google. Η λογική των δηµιουργών ήταν να ξεφύγουν από την τάση συνεχούς
αύξησης του βάθους των συνλεκτικών µοντέλων και να εστιάσουν σε αποδοτικές τοπικές
τοπολογίες δικτύων. Έτσι, βασικό δοµικό στοιχειών των µοντέλων τύπου Inception είναι
ένα υποδίκτυο αποτελούµενο από παράλληλες συνελικτικές στρώσεις (µε διαφορετικά
µεγέθη φίλτρων) και στρώσεις οµαδοποίησης, το Inception Module, το οποίο φαίνεται
στο σχήµα 5 που ακολουθεί. Πρόκειται για µία network-in-network τοπολογία που επι-
τρέπει σε κάθε module να εξάγει ακόµα καλύτερα και πιο ακριβή χαρακτηριστικά των
εικόνων εισόδου. Στην απλή (naive) εκδοχή τους, τα InceptionModules κάνουν παράλληλα
συνελικτικά φιλτραρίσµατα µε φίλτρα διαστάσεων 1×1, 3×3 και 5×5, ενώ στην κανονική
εκδοχή τους (που χρησιµοποιήθηκε και στο GoogleNet) γίνεται µείωση των καναλιών
(channels) της εισόδου µε εκπαιδεύσιµα συνελικτικά φίλτρα 1×1 πριν αυτή «εισέλθει»
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Σχήµα 4: Αρχιτεκτονικές των µοντέλων VGG16 και VGG19 που αναδείχθηκαν νικήτριες στη

πρόκληση εντοπισµού και ταξινόµησης, αντίστοιχα, εικόνων από το σύνολο δεδοµένων ImageNET

το 2014.

Πηγή: Ανακατασκευή από «Very Deep Convolutional Networks for Large-Scale Image Recognition»,

Karen Simonyan and Andrew Zisserman, 2014 [34]

στα συνελικτικά φίλτρα διαστάσεων 3×3 και 5×5. Αυτό είχε ως αποτέλεσµα σηµαντική
µείωση του υπολογιστικού κόστους του κάθε εµπρόσθιου περάσµατος (forward pass) του
µοντέλου και έκανε δυνατή την εκπαίδευσή του.
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Σχήµα 5: Inception Modules: Βασικά δοµικά στοιχεία του Inception.

Πηγή: Ανακατασκευή από «Going Deeper with Convolutions», Szegedy et al., 2014 [36]

Αυτό που επιτυγχάνεται µε τη χρησιµοποίηση των InceptionModules είναι ότι το κάθε ένα
από αυτά «βλέπει» την έξοδο του προηγούµενου µε διαφορετικά δεκτικά πεδία (receptive
fields), µε αποτέλεσµα οι πράξεις εσωτερικά του καθενός να γίνονται µε µεγαλύτερη
αποδοτικότητα.

Μια άλλη σηµαντική καινοτοµία του GoogleNet και των µοντέλων τύπου Inception είναι η
µη-χρησιµοποίηση πλήρως-συνδεδεµένων στρώσεων πριν την έξοδο, πλην µίας µεγέθους
ίδιου µε του αριθµού των τάξεων εξόδου προκειµένου να µπορεί να εφαρµοστεί η στρώση
εξαγωγής πιθανοτήτων, Softmax [17]. Βασιζόµενοι στην παρατήρηση ότι η συντριπτική
πλειοψηφία των παραµέτρων εντοπίζονται στις πλήρως-συνδεδεµένες στρώσεις πριν
την έξοδο αντίστοιχων µοντέλων, οι δηµιουργοί του GoogleNet αφαίρεσαν αυτές τις
στρώσεις, κάτι που τους επέτρεψε να φτιάξουν αρκετά πιο σύνθετες δοµές εξαγωγής
χαρακτηριστικών, δηλαδή τα Inception Modules.

Τέλος, οι δηµιουργοί του GoogleNet έχουν προσθέσει δύο ακόµα «βοηθητικούς» ταξι-
νοµητές (τους «ταξινοµητής 0» και «ταξινοµητής 1» που φαίνονται στο σχήµα 6). Οι
βοηθητικοί ταξινοµητές έχουν ίδια µορφή εξόδου µε τον βασικό ταξινοµητή, χρησιµοποι-
ήθηκαν προκειµένου να σταθεροποιήσουν και να κάνουν πιο αποδοτική την εκπαίδευση
του δικτύου, ενώ δεν χρησιµοποιούνται κατά τη φάση δοκιµής (evaluation). Στο σχήµα
6 παρακάτω, παρατίθεται σχηµατικά η βασική δοµή του GoogleNet. Εκεί, φαίνονται τα
στοιβαγµένα (stacked) Inception Modules καθώς και οι βοηθητικοί ταξινοµητές. Αυτή
είναι µια περιγραφή σε υψηλό επίπεδο. Για πιο λεπτοµερή περιγραφή ο αναγνώστης
καλείται να συµβουλευτεί το άρθρο που παρατίθεται στην πηγή του σχήµατος.
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Η αρχιτεκτονική του GoogleNet (ή Inception v1) πέρασε από µια σειρά επαναληπτικών
βελτιώσεων από τους δηµιουργούς του. Έτσι, σταδιακά παρουσιάστηκαν τα µοντέλα Ince-
ption v2 και Inception v3 [46], µε έµφαση στην αύξηση της απόδοσης στο εσωτερικό του
κάθε InceptionModule και της αξιοπιστίας τωνβοηθητικών ταξινοµητών. Επίσης, το 2016,
παρουσιάστηκαν τα Inception v4 και Inception-ResNet [60], µε περαιτέρω βελτιώσεις της
αποδοτικότητας των Inception Modules καθώς, εισαγωγή residual connections (Inception-
ResNet v1) και hyperparameter tuning (Inception-ResNet v2).

Βαθιά Παραγωγικά Μοντέλα

Επανερχόµενοι στην Παραγωγική Μοντελοποίηση, µετά τη σύντοµη αντιπαραβολή των
∆ιακριτικώνΜοντέλων και την παράθεση δύο (2) ευρέως διαδεδοµένων αρχιτεκτονικών
αυτών µε ∆ίκτυα Βαθιάς Μάθησης, στην παρούσα υποενότητα θα γίνει µια εισαγωγή
στα Παραγωγικά Μοντέλα µε ∆ίκτυα Βαθιάς Μάθησης ή Βαθιά Παραγωγικά Μοντέλα
(ΒΠΜ) (Deep GenerativeModels). Τα ΒΠΜανήκουν στα µοντέλα Στατιστικής Παραγωγικής
Μοντελοποίησης και ουσιαστικά είναι Τεχνητά Νευρωνικά ∆ίκτυα (ΤΝ∆) µε µία ή περισ-
σότερες (συνήθως πολλές) κρυφές στρώσεις, τα οποία εκπαιδεύονται χρησιµοποιώντας
µεγάλα σύνολα δεδοµένων προκειµένου να εκτιµήσουν ή να προσεγγίσουν σύνθετες
κατανοµές πιθανότητας µε υψηλή διαστασιµότητα. Ένα επιτυχώς εκπαιδευµένο ΒΠΜ
χρησιµοποιείται στη συνέχεια είτε για παραγωγή νέων σηµείων (δηλ. δεδοµένων) από
το χώρο εισόδου, τα οποία ακολουθούν την ίδια κατανοµή πιθανότητας µε αυτή των
δεδοµένων εκπαίδευσης, ή για την εκτίµηση της πιθανοφάνειας (likelihood) της κάθε
παρατήρησης.

Οι εφαρµογές των ΒΠΜ είναι πολλές και ποικίλες, µε κάποιες όπως τα λεγόµενα «Deep
Fakes» [105], [110] να έχουν προσελκύσει δηµοσιότητα λόγω του κινδύνου που ελλοχεύει ο
ρεαλισµός των παραγόµενων τεχνητών εικόνων και βίντεο. Σειρά µεθόδων εµφανίζονται
στη βιβλιογραφία, ωστόσο, και σε επιστηµονικούς τοµείς εφαρµογών, όπου η µηχανική
µάθηση θεωρούνταν παραδοσιακά ανίκανη να εισέλθει, όπως η αύξηση της ανάλυσης
εικόνων (Image Super-Resolution) µε GANs [54], ή η δειγµατοληψία καταστάσεων του
Σηµείου Ισορροπίας σε συστήµατα πολλών σωµάτων [106] στη φυσική και η δηµιουργία
παραµετρικών συνθετικών προσοµοιώσεων [92] στη µηχανική ρευστών.

Ίσως την πιο επαναστατική εφαρµογή ΒΠΜ έως σήµερα αποτελεί η πρόσφατη παρουσία-
ση από την NVIDIA ενός συστήµατος που χρησιµοποιεί GANs για συµπίεση βίντεο σε πε-
ριβάλλον ζωντανής µετάδοσης, το οποίο παρατίθεται στο σχήµα 7 παρακάτω. Πρόκειται
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Σχήµα 6: Μοντέλο GoogleNet ή Inception v1 όπως αλλιώς ονοµάστηκε.

Πηγή: Ανακατασκευή από «Going deeper with convolutions», Szegedy et al., 2014 [36]
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για τον AI Video Codec του συστήµατος NVIDIAMaxine®, όπου ο ποµπός στέλνει το αρχικό
frame ως εικόνα και για κάθε επόµενο στέλνει τις θέσεις 126 σηµείων (keypoints) στα
όρια των χαρακτηριστικών του προσώπου του οµιλούντα. Ο δέκτης λαµβάνει την αρχική
εικόνα και για κάθε επόµενη λαµβάνει τα keypoints τα οποία τα µετασχηµατίζει σε δισ-
διάστατες εικόνες. Κατόπιν, στη µεριά του δέκτη χρησιµοποιείται ένα προ-εκπαιδευµένο
GAN για µετασχηµατισµό της εικόνας των keypoints, µε συνθήκη την αρχική εικόνα, στο
τρέχον frame του βίντεο. Όπως αναλύεται στο άρθρο στην ιστοσελίδα της εταιρείας, αυτό
οδηγεί σε δραστική µείωση του απαιτούµενου εύρους ζώνης µετάδοσης δεδοµένων για
ίδια τελική ποιότητα βίντεο, στην αναβάθµιση της ποιότητας του παραγόµενου βίντεο για
ίδιο ρυθµό µετάδοσης και στη δυνατότητα δηµιουργίας πλειάδας τεχνητών εφέ βίντεο
απλώς αλλάζοντας την αρχική εικόνα - συνθήκη.

Σχήµα 7: AI Video Codec του συστήµατος Maxine® της NVIDIA.

Πηγή: «NVIDIA MAXINE: Accelerated SDK with state-of-the-art AI features for building virtual collabo-

ration and content creation applications», NVIDIA (https://developer.nvidia.com/maxine)

Στις ενότητες που καταλαµβάνουν το υπόλοιπο αυτού του κεφαλαίου, θα γίνει µια
παρουσίαση διαφόρων τύπων ΒΠΜ που έχουν κατά καιρούς παρουσιαστεί στη βιβλιο-
γραφία και έχουν εφαρµοστεί στη πράξη. Έτσι, θα αναφέρουµε τους τρεις πλέον ευρέως
χρησιµοποιούµενους τύπους ΒΠΜ: τα Αυτοπαλινδρονούµενα Παραγωγικά Μοντέλα, τους
Αυτόµατους Κωδικοποιητές και φυσικά των Generative Adversarial Networks που αποτε-
λούν και τον πυρήνα της παρούσας εργασίας. Για κάθε έναν από αυτούς, θα γίνει παράθεση
σχετικών µοντέλων και τεχνικών που αναπτυχθεί καθώς και αποτελεσµάτων από τη
χρήση τους.
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2.2 Αυτοπαλινδρονούµενα Βαθιά Παραγωγικά Μοντέλα

Τα Αυτοπαλινδρονούµενα (autoregressive) Παραγωγικά Μοντέλα αποτελούν µία από τις
πρώτες τεχνικές για Παραγωγική Μοντελοποίηση. Η βασική ιδέα που κινητροδότησε
τη δηµιουργία αυτών των µεθόδων είναι ο κανόνας της αλυσίδας στη Θεωρία Πιθανο-
τήτων:

p(~x) = p(x1) ∗ p(x2|x1) ∗ ... ∗ p(xn |x1, ..., xn−1)

όπου για τη προσέγγιση των δεσµευµένων πιθανοτήτων έχουν προταθεί ποίκιλλες τε-
χνικές, µε κύριες τη χρήση Παλινδρόµησης που είχε αρχικά δοκιµαστεί [20], [39]) και τη
χρήση Βαθιών Νευρωνικών ∆ίκτυων που δοκιµάστηκαν αργότερα µε µεγάλη επιτυχία,
όπως αναλύεται και σε επόµενη υποενότητα.

Στη περίπτωση Παραγωγικής Μοντελοποίησης εικόνων, η εικόνα θεωρείται ως µια δια-
τεταγµένη ακολουθία, ~x , τυχαίων µεταβλητών (ΤΜ), όπου η κάθε ΤΜ αντιπροσωπεύει τη
πιθανότητα το αντίστοιχο εικονοστοιχείο να πάρει τιµή 1/0 (ασπρόµαυρες εικόνες - δυα-
δικές ΤΜ) ή µία από τις 256 τιµές (0=µαύρο έως 255=άσπρο για εικόνες σε διαβαθµίσεις
του γκρι). Η διάταξη των ΤΜ αρχικά γίνονταν όπως και σε ένα σαρωτή εικόνων (raster
scan order), δηλαδή γραµµή-γραµµή και από αριστερά προς δεξιά σε κάθε γραµµή. Έτσι,
και σύµφωνα µε την παραπάνω εξίσωση, x1 θα είναι το επάνω-αριστερά εικονοστοιχείο
µιας εικόνας, xn το κάτω δεξιά και το n θα ισούται µε W ∗ H (W: πλάτος εικόνας σε
εικονοστοιχεία, H: ύψος εικόνας - αρχικά θεωρούνταν µόνο ασπρόµαυρες εικόνες και
εικόνες σε διαβαθµίσεις του γκρι, άρα ο αριθµός των καναλιών είναι ένα).

Οι τεχνικές Παραγωγικής Μοντελοποίησης εικόνων µε Αυτοπαλινδρονούµενα Παραγω-
γικά Μοντέλα µπορούν να χωρισθούν σε δυο βασικές οικογένειες, αυτές στις οποίες για
την προσέγγιση κατανοµών χρησιµοποιείται η Λογιστική Παλινδρόµηση (Logistic Regres-
sion) και σε αυτές στις οποίες χρησιµοποιούνται Επαναλαµβανόµενα Νευρωνικά ∆ίκτυα
(Recurrent Neural Networks) για τον ίδιο σκοπό. Ακολουθεί µια σύντοµη επισκόπηση
αµφοτέρων αυτών των οικογενειών µε παράθεση αντιπροσωπευτικών παραδειγµάτων
από τη βιβλιογραφία.

Μοντελοποίηση βασισµένη στη Λογιστική Παλινδρόµηση

Το µοντέλο Fully-Visible Sigmoid Belief Network (FVSBN) [39], για παράδειγµα, χρησιµο-
ποιούσε Logistic Regression για υπολογισµό των υπο-συνθήκη πιθανοτήτων σε ασπρόµαυ-
ρες εικόνες µε τη σειρά διάταξης των εικονοστοιχείων όπως του σκάνερ. Έτσι, ο κάθε

σελίδα 19 από 246



ΚΕΦΑΛΑΙΟ 2. ΕΙΣΑΓΩΓΗ ΣΤΑ GENERATIVE
ADVERSARIAL NETWORKS (GANS) ΚΑΙ
ΣΤΗΝ ΠΑΡΑΓΩΓΙΚΗ ΜΟΝΤΕΛΟΠΟΙΗΣΗ

2.2. ΑΥΤΟΠΑΛΙΝ∆ΡΟΝΟΥΜΕΝΑ
ΒΑΘΙΑ ΠΑΡΑΓΩΓΙΚΑ ΜΟΝΤΕΛΑ

όρος του γινοµένου του κανόνα αλυσίδας (πλην των πρώτων δύο που είναι τετριµµένες
περιπτώσεις) θα είναι:

p(Xi = 1|x1, ..., xi−1; ~αi) = σ(αi0 +
∑i−1
j=1 α

i
jxj)

όπου το διάνυσµα ~αi = [α0, ..., αi−1] είναι οι (i) παράµετροι της Logistic Regression και {xτ}
είναι οι τιµές που έλαβαν οι προηγούµενες (i − 1) ΤΜ. Επειδή πρόκειται για ασπρόµαυρες
εικόνες, στην ουσία η έξοδος του αθροίσµατος της Λογιστικής Παλινδρόµησης αποτελεί
εκτίµηση της παραµέτρου p της Bernoulli κατανοµής που ακολουθεί η εκάστοτε ΤΜ.
Αντίστοιχα, το µοντέλο Neural Autoregressive Distribution Estimator (NADE) [20] χρησι-
µοποιεί ένα ΤΝ∆ και εν συνεχεία µια Logistic Regression αντί για µόνο την τελευταία
για την εκτίµηση της κάθε δεσµευµένης πιθανότητας. Το κέρδος από τη χρήση του ΤΝ∆
είναι η εκµάθηση µιας µη γραµµικής σχέσης των µεταβλητών εισόδου και το πέρασµα του
αποτελέσµατος αυτής στη παλινδρόµηση.

Όπως φαίνεται και στο σχήµα 8, ο υπολογισµός της πιθανοφάνειας νέων εικόνων µε
παραγωγικά µοντέλα τύπου FVSBN ή NADE ξεκινάει από το πρώτο αριστερά εικονοστοι-
χείο και συνχίζει προς το κάτω δεξιά, µε κάθε επόµενο εικονοστοιχείο να χρησιµοποιεί
σαν είσοδο στο αντίστοιχο ΤΝ∆ τις τιµές όλων των προηγούµενων εικονοστοιχείων της
εικόνας. Οι συνδέσεις µε µπλε στο µοντέλο NADE του σχήµατος δηλώνουν διαµοιρασµό
των βαρών που αντιστοιχίζονται σε κάθε παρατήρηση πριν την είσοδό της στα ΤΝ∆. Για
τον τελικό υπολογισµό της p(~v), αν π.χ. ~v = [1,0,0,1], τότε p(~v) = v̂1 ∗ (1 − v̂2) ∗ (1 − v̂3) ∗ v̂4,
αφού το v̂i = p(Vi = 1|v1, ..., vi−1; ~αi) (όπου στη περίπτωση του NADE οι παράµετροι ~αi

περιλαµβάνουν και τις παραµέτρους του ΤΝ∆ εκτός από αυτές της Logistic Regression).
Στο σχήµα 9 φαίνονται παραγωγές εικόνων από το NADE εκπαιδευµένο στο σύνολο
δεδοµένων MNIST digits. Αυτό που εικονίζεται στα δεξιά είναι δείγµατα από τα v̂i ’s για
i = 1, ...,282 (στην ουσία είναι οι παράµετροι της κατανοµής Bernoulli). Τέλος, είναι
σκόπιµο να αναφερθεί ότι µία βελτίωση του τελευταίου, αποτελεί το µοντέλο Masked
Autoregressive Density Estimator (MADE) [40], το οποίο χρησιµοποιεί µια παραλλαγή ενός
αυτόµατου κωδικοποιητή για το µετασχηµατισµό των µεταβλητών εισόδου και µάσκες
βαρών για να εξασφαλιστεί ότι κάθε έξοδος επηρεάζεται µόνο από τις προηγούµενες
εισόδους, και άρα ότι ο αυτόµατος κωδικοποιητής λειτουργεί ως ένα αυτοπαλινδρονο-
ύµενο παραγωγικό µοντέλο, αρκετά όµως πιο αποδοτικά (παράλληλος υπολογισµός των
εξόδων).
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Σχήµα8: Απεικόνιση της διαδικασίας υπολογισµούπιθανοφάνειας (αντίστοιχη χρησιµοποιείται και

για παραγωγή) Bernoulli ακολουθίας µε τέσσερα (4) στοιχεία από µοντέλα τύπου FVSBN (αριστερά)

και NADE (δεξιά).

Πηγή: «CS236: Deep Generative Models», Standford (https://deepgenerativemodels.

github.io)

Σχήµα 9: ∆είγµατα εικόνων (δεξιά) που έχουν παραχθεί από το αυτοπαλινδρονούµενο µοντέλο NA-

DE το οποίο εκπαιδεύτηκε σε χειρόγραφαψηφία από το σύνολο δεδοµένων τουMNIST (αριστερά).

Πηγή: «The Neural Autoregressive Distribution Estimator», Larochelle et. al, 2015 [20]

Μοντελοποίηση µε Επαναλαµβανόµενα Νευρωνικά ∆ίκτυα

Ορµώµενοι από την ιδέα ότι τα Επαναλαµβανόµενα Νευρωνικά ∆ίκτυα (ΕΝΝ) έχουν
σχεδιαστεί για και χρησιµοποιηθεί ευρέως σε ακολουθιακές εισόδους µε «µακρές» εξαρ-
τήσεις µεταξύ των δειγµάτων τους, πολλοί ερευνητές στράφηκαν σε αυτά προκειµένου
να µοντελοποιήσουν της δεσµευµένες κατανοµές σε εφαρµογές Παραγωγικής Μοντελο-
ποίησης µεγάλων ακολουθιών, όπως είναι µια εικόνα ή ένα ηχητικό σήµα. Για µία µεγάλη
ακολουθία εισόδου µε µακρινές εξαρτήσεις, δεν είναι υπολογιστικά εφικτό (tractable) να
σχεδιαστεί µοντέλο που «θυµάται» όλες τις προηγούµενες εισόδους. Για το λόγο αυτό
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τα ΕΝΝ διατηρούν µια εσωτερική κατάσταση (στην οποία θεωρητικά έχουν συγκρατηθεί
βασικά χαρακτηριστικά των δειγµάτων) την οποία και ανανεώνουν καθώς δέχονται όλο
και νεότερα δείγµατα στην είσοδο.

Μια απλή µορφή ενός ΕΝΝ φαίνεται στο σχήµα 10 παρακάτω. Η εσωτερική κατάσταση,
ht , διατηρεί µία «περίληψη» των εισόδων έως τη χρονική στιγµή t , ενώ η έξοδος για
τη περίπτωση των ΑΠΜ χρησιµοποιείται για να παραµετροποιήσει κάποια υπο-συνθήκη
κατανοµή, p(xt |x1:t−1). Το δίκτυο εκπαιδεύεται για να βελτιστοποιήσει τις τιµές των
παραµέτρων του,Wxh ,Whh καιWho , ώστε µέσω αυτών το µοντέλο να αναθέτει τη µέγιστη
πιθανοφάνεια στα δεδοµένα εκπαίδευσης. Έτσι, µε την πάροδο του χρόνου το δίκτυο
µεταβάλλει την εσωτερική του κατάσταση καθώς και τα βάρη µε τα οποία υπολογίζονται
οι έξοδοι από την κατάσταση αυτή. Οι έξοδοι µε τη σειρά τους, για την περίπτωση
Παραγωγικών Μοντέλων, µπορούν να θεωρηθούν ότι προσεγγίζουν τις δεσµευµένες
κατανοµές πιθανότητας, p(xt |x1:t−1).

 

=h

xt

ot

x0

o1

x1

o2

x2

o3

xn

on

h1 h2h0 hn
Whh

Who Who Who Who

WhhWhh

Wxh Wxh Wxh Wxh

Σχήµα 10: Απλό ΕΝΝ µίας εισόδου και µίας εξόδου (φαίνεται και «ξεδιπλωµένο» για να φανούν τα

χρονικά βήµατα που απαιτούνται για τον υπολογισµό των εξόδων).

Πηγή: Ανακατασκευή απόWikimedia Commons: «A diagram for a one-unit recurrent neural network»,

fdeloche, 2017

Στα πλαίσια ΠαραγωγικήςΜοντελοποίησης εικόνων µε Αυτοπαλινδρονούµενα ΕΝΝ, ίσως
η πιο αντιπροσωπευτική δουλειά που έχει παρουσιαστεί στη βιβλιογραφία είναι το
µοντέλο PixelRNN του van den Oord το 2016 [63]. Εκεί, για την παραγωγή εικόνων αλλά
και την ανάθεση πιθανοφάνειας σε αυτές χρησιµοποιούνταν η σειρά του σαρωτή, ενώ
το µοντέλο σχεδιάστηκε για έγχρωµες εικόνες (RGB). Αυτό σηµαίνει πως η δεσµευµένη
κατανοµή για κάθε εικονοστοιχείο απαιτεί τον ορισµό τριών χρωµάτων, ο οποίος επι-
λέχθηκε να γίνει επίσης ακολουθιακά (πρώτα το κόκκινο, µετά πράσινο και τέλος το
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µπλε):

p(xt |x1:t−1) = p(x redt |x1:t−1) ∗ p(xgreent |x1:t−1, x redt ) ∗ p(xbluet |x1:t−1, x redt , xgreent )

ενώηκάθε επιµέρουςδεσµευµένη κατανοµή είναι κατηγορική (multinoulli) µε 256πιθανές
τιµές.

Μια βελτίωση του παραπάνω βασιζόµενη στην αντίληψη ότι η τιµή ενός εικονοστοιχείου
επηρεάζεται πρωτίστως από τις τιµές των γειτονικών εικονοστοιχείων που έχουν ήδη
παραχθεί, ήταν το Αυτοπαλινδρονούµενο Παραγωγικό Μοντέλο PixelCNN [64] στο οποίο
χρησιµοποιήθηκαν Συνελικτικές Στρώσεις αντί για ΒΝ∆. Αποτέλεσµα αυτού, ήταν η
πολύ ταχύτερη και πιο αποτελεσµατική εκπαίδευση του µοντέλου για ίδιας «ποιότητας»
παραγόµενα αποτελέσµατα σε σχέση µε τον προκάτοχό του. Στο σχήµα 11 παρουσιάζεται
γραφικά η διαδικασία παραγωγής εικόνων από αυτά τα µοντέλα.

Τέλος, για λόγους πληρότητας, σκόπιµο είναι να αναφερθεί ότι παρόµοιας λογικής
Αυτοπαλινδρονούµενα Παραγωγικά Μοντέλα µε ΕΝΝ έχουν εφαρµοστεί µε επιτυχία και
σε εφαρµογής Παραγωγικής Μοντελοποίησης ήχου. Το µοντέλο WaveNet [62] αποτελεί
έως σήµερα ίσως το πιο αποτελεσµατικό µοντέλο για µετατροπή κειµένου σε οµιλία
(Text-to-Speech) ή παραγωγή µουσικής (Music Generation), ενώ υπάρχει από το 2018 στις
περισσότερες κινητές συσκευές µε λειτουργικό Android.

x1

xi

xn

xn2xn2

(α) Παραγωγή
εικόνας pixel-by-pixel
(PixelRNN)

R G B

R G B

R G B
Mask A

Mask B

Context

(β) Χρήση µασκών σε
δίκτυα τύπου LSTM

0 255

(γ) Εφαρµογή συνελικτι-
κών δικτύων για ταχύτητα
(PixelCNN)

(δ) Χρήση µα-
σκών στα συνε-
λικτικά φίλτρα

Σχήµα 11: Απεικόνιση της διαδικασίας παραγωγής εικόνων από παραγωγικά µοντέλα µε ΕΝΝ,

PixelRNN (αριστερά) και PixelCNN (δεξιά).

Πηγή: «Pixel Recurrent Neural Networks» και «Conditional Image Generation with PixelCNN Deco-

ders», van den Oord et al., 2016 [63], [64]
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2.3 Παραγωγική Μοντελοποίηση µε Αυτόµατους Κωδικο-

ποιητές

Στη παρούσα υποενότητα θα παρουσιάσουµε τους Αυτόµατους Κωδικοποιητές (ΑΚ) και
κυρίως µια ειδική εκδοχή τους, τους Μεταβλητούς Αυτόµατους Κωδικοποιητές (ΜΑΚ)
(Variational Autoencoders - VAEs), οι οποίοι χρησιµοποιούνται συχνά για Παραγωγική
Μοντελοποίηση. Αυτή η παρουσίαση, όπως αναφέρθηκε και προηγούµενα, γίνεται διότι
πρώτον χρησιµοποιούνται συχνά παραλλαγές τωνΜΑΚως δοµικά στοιχεία Παραγωγικών
Μοντέλων µε ΠΑ∆ και δεύτερον γιατί οι ΜΑΚ αποτελέσαν τις πρώτες προσπάθειες
Παραγωγικής Μοντελοποίησης υψηλής-ανάλυσης εικόνων µε αξιόλογα αποτελέσµατα.
Επιπρόσθετα, οι ΑΚ είναι µία από τις τεχνικές και ιδέες που αποτελούν αντικείµενο
έρευνας εδώ και δεκατίες στο τοµέα της Μηχανικής Μάθησης µε ΤΝ∆ [5], [6], [8].

Αυτόµατοι Κωδικοποιητές

Όπως περιγράφεται και στο όνοµά τους, οι Αυτόµατοι Κωδικοποιητές είναι ένας τύπος
ΤΝ∆ που µας βοηθάει να κωδικοποιήσουµε δεδοµένα «αυτόµατα», δηλ. να βρούµε αποδο-
τικούς κώδικες για ένα σύνολο δεδοµένων χωρίς επίβλεψη (unsupervised learning). Όπως
φαίνεται και στο σχήµα 12 παρακάτω, αποτελούνται από δύο µέρη: τον κωδικοποιητή
(encoder) που «µαθαίνει» µία συνάρτηση ~z = f (~x) για να µετασχηµατίζει την έισοδο ~x σε
ένα διάνυσµα ~z, που ονοµάζεται και ενδιάµεση αναπαράσταση και τον αποκωδικοποιητή
(decoder) που «µαθαίνει» την αντίστροφη συνάρτηση ~x∗ = g(~z) = g(f (~x)) για να ανακατα-
σκευάσει την αρχική είσοδο. Έτσι, η εικόνα εισόδου αρχικά περνάει από τονΚωδικοποιητή
(encoder) και µετασχηµατίζεται σε ένα διάνυσµα στον λανθάνοντα χώρο σηµαντικά µι-
κρότερης διάστασης. Ακολούθως, ο Αποκωδικοποιητής (decoder) λαµβάνει το διάνυσµα
αυτό και το µετασχηµατίζει σε µία εικόνα ίδιας διάστασης µε την αρχική. Τέλος, οι δύο
εικόνες συγκρίνονται, προκύπτει το κόστοςκαι οι παράµετροι τωνδικτύωνανανεώνονται
µε σκοπό τη µείωση αυτού σύµφωνα µε κάποιον αλγόριθµο βελτιστοποίησης.

Ο σκοπός και η κύρια χρήση των ΑΚ είναι η εκµάθηση αυτής της κωδικοποίησης προ-
κειµένου να «συµπιέσουµε» αποδοτικά τα δεδοµένα µειώνοντας τη διαστασιµότητά τους
(dimensionality reduction) ή να µάθουµε βασικά τους χαρακτηριστικά (feature learning).
Οι ΑΚ εκπαιδεύονται µειώνοντας το σφάλµα ανακατασκευής (reconstruction loss), ενώ
για τη βελτίωση των παραµέτρων τους συνήθως χρησιµοποιείται ο αλγρόριθµος back-
propagation για εύρεση της κατεύθυνσης βελτιώσης σε συνδυασµό µε κάποιο αλγρόριθµο
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βελτιστοποίησης (όπως οι Stochastic Gradient Descent, RMSProp κ.α.).

x z x*

x
εικόνα ως
διάνυσμα
μεγέθους y

x*
έξοδος ως
διάνυσμα
μεγέθους y

encoder
δίκτυο κωδικοποίησης 

ή "συμπίεσης"

(1ο βήμα)

decoder
δίκτυο  αποκωδικοποίησης 

ή "επανακατασκευής"

(3ο βήμα)

z
διάνυσμα στον
λανθάνοντα

χώρο μήκους z
(2ο βήμα)

Σχήµα 12: Σχηµατική αναπαράσταση της λειτουργίας ενός Αυτόµατου Κωδικοποιητή (ΑΚ).

Πηγή: Ανακατασκευή από «GANs in action: deep learning with generative adversarial networks»,

Langr et al., 2019 [104]

Πολλές παραλλαγές των απλών ΑΚ που παραουσιάστηκαν προηγουµένως έχουν εµφα-
νιστεί στη βιβλιογραφεία. Σηµαντικότερες όµως από αυτές και πιο διαδεδοµένες είναι
οι Κανονισµένοι Αυτόµατοι Κωδικοποιητές (ΚΑΚ) (Regularized Autoencoders - RAEs) και
οι Μεταβλητοί Αυτόµατοι Κωδικοποιητές (ΜΑΚ). Ακολούθως, αναλύεται η κάθε µία από
αυτές τις παραλλαγές µε αντίστοιχα παραδείγµατα µοντέλων και επιτυχηµένων αρχι-
τεκτονικών, ενώ στο τέλος αυτής της υποενότητας γίνεται παράθεση παραδειγµάτων
χρήσης ΜΑΚ σε Παραγωγική Μοντελοποίηση εικόνων.

Κανονισµένοι Αυτόµατοι Κωδικοποιητές (ΚΑΚ)

Για την ευσταθή εκπαίδευση µοντέλων µε ΑΚ (ιδιαίτερα στις περιπτώσεις όπου η δι-
άσταση του λανθάνοντος διανύσµατος ~z επιτρέπεται να είναι µεγαλύτερη από αυτή της
εισόδου) θα πρέπει η χωρητικότητες των δύο επιµέρους δικτύων (του κωδικοποιητή και
αποκωδικοποιητή αντίστοιχα) καθώς και η διάσταση του διανύσµατος ~z να επιλέγονται
µε βάση τη πολυπλοκότητα της κατανοµής των δεδοµένων εκπαίδευσης. Μοντέλα µε µε-
γάλη χωρητικότητα (δηλ. δίκτυα µε πολλές στρώσεις και µεγάλο αριθµό εκπαιδεύσιµων
παραµέτρων) όταν καλούνται να µάθουν µία συνάρτηση ανακτασκευής για σχετικά απλό
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ή µικρό σύνολο δεδοµένων, µπορεί εύκολα να οδηγηθούν στην προσέγγιση της g(f (~x)) µε
τη µοναδιαία συνάρτηση.

Με αφορµή αυτά τα ευρήµατα, πολλές ερευνητικές εργασίες οδηγήθηκαν στη χρήση
Κανονισµένων (Regularized) ΑΚ προκειµένου να ξεφύγουν από απλά µοντέλα ΤΝ∆ µε
λίγες στρώσεις και να µπορέσουν να εκπαιδεύσουν επιτυχώς βαθιά ΤΝ∆ και µοντέλα
µε µεγάλης διαστσης λανθάνοντες χώρους, χωρίς αυτά απλώς να µαθαίνουν µοναδιαίες
συναρτήσεις. Αυτό που ουσιαστικά διαφοροποιεί τους ΚΑΚ από τους απλούς ΑΚ είναι ότι
πλέον στη συνατηση κόστους εκτός από τον όρο που µετρά το σφάλµα ανακατασκευής
προστίθενται ένας ή περισσότεροι όροι που ενθαρρύνουν το µοντέλο να έχει κι άλλες
χρήσιµες ιδιότητες εκτός της µεταφοράς της εισόδου στην εξόδο. Τέτοιες ιδιότητες
είναι για παράδειγµα η ενδιάµεση αναπαράσταση να έχει αραιή (sparse) µορφή, το µοντέλο
να µπορεί να µειώνει το θόρυβο (denoising) της εισόδου ή να ανέχεται µεταβολές
αυτής «συστέλλοντας» (contracting) τις παραµέτρους του. Οι πιο διαδεδοµένοι τύποι ΚΑΚ
αναλύονται στις παραγράφους που ακολουθούν.

Αραιοί Αυτόµατοι Κωδικοποιητές

Οι Αραιοί Αυτόµατοι Κωδικοποιητές (Sparse Autoencoders) [14], [15] είναι ίδιοι µε τους
απλούς ΑΚ µε τη προσθήκη ενός όρου στη συνάρτηση κόστους. Έτσι, η συνάρτηση κόσους
δεν περιέχει πλέον µόνο το σφάλµα ανακατασκευής, L(~x, g(f (~x)), αλλά και µία ποινή
«αραιότητας» της ενδιάµεσης αναπαράστασης ~z, Ω(~z). Εποµένως, το κόστος για κάθε
είσοδο στους Αραιούς Αυτόµατους Κωδικοποιητές θα είναι:

L(~x; {~θf , ~θg}) = ReconLoss(~x, g(f (~x; ~θf ); ~θg)) + λω ∗Ω(~z = f (~x; ~θf ))

όπου ~θf , ~θg είναι οι εκπαιδεύσιµες παράµετροι του δικτύου κωδικοποιήσης και αποκω-
δικοποίησης αντίστοιχα, ReconLoss είναι µια συνάρτηση απόστασης µεταξύ της εισόδου
και της ανακατασκευής της (π.χ. L1/Manhattan, L2/Ευκλείδια κ.α.) και λω ο συντελεστής
βαρύτητας του δεύτερου όρου. Στη περίπτωση που η συνάρτηση ποινής της αραιότητας
είναι η L1 (ή Manhattan), τότε ο δεύτερος όρος της παραπάνω εξίσωσης γίνεται:

Ω(~z) = λω ∗
∑
i |zi |

Η παραπάνω συνάρτηση απόστασης ενθαρύνει το µοντέλο να αναθέτει µικρές τιµές στα
στοιχεία του ενδιάµεσου διανύσµατος. ΟGlorot et al. χρησιµοποίησανRectified Linear Units
(ReLUs) ως συναρτήσεις ενεργοποίησης σε µοντέλα Αραιών Αυτόµατων Κωδικοποιητών
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[19] µε αποτελέσµα να ανατίθονται ακριβώς µηδενικές τιµές σε στοιχεία του ~z για
διάφορες εισόδους.

Βασικές εφαρµογές των Αραιών ΑΚ είναι η αραιή κωδικοποίηση (sparse coding) [82]
καθώς και η εξαγωγή χαρακτηριστικών από το σύνολο δεδοµένων [28] τα οποία µπορούν
να χρησιµοποιηθούν εν συνεχεία από κάποιο αλγρόριθµο ταξινόµηση ή αναγνώρισης ανω-
µαλιών (anomaly detection). Περαιτέρω µαθηµατική ανάλυση της εκπαίδευσης Αραιών
ΑΚ έχει δείξει πως αυτή είναι ισοδύναµη µε την εκπαίδευση µέγιστης-πιθανοφάνειας
(maximum-likelihood) ενός παραγωγικού µοντέλου που έχει λανθάνουσες τυχαίες µε-
ταβλητές προκειµένου να µάθει την aposteriori συνάρτηση κατανοµής πιθανότητας,
pmodel(~x |~z) [70].

Denoising Αυτόµατοι Κωδικοποιητές

Σε αντίθεση µε τους Αραιούς ΑΚ που προσθέτουν ένα δεύτερο όρο στη συνάρτηση
κόστους, οι Denoising απλώς αλλάζουν τον τρόπο υπολογισµόυ του σφάλµατος ανακα-
τασκευής προκειµένου να «µάθουν» καλές αναπαραστάσεις. Σε αυτή την παραλλαγή των
απλών ΑΚ, λοιπόν, ο κωδικοποιητής δεν δέχεται την εικόναως προς την οποία υπολογίζε-
ται το σφάλµα ανακατασκευής, αλλά µια ενθόρυβη εδκοχή της (εικόνα + θόρυβος). Έτσι,
όπωςαπεικονίζεται και στο σχήµα 13παρακάτω, το δίκτυο καλείται να αποθορυβοποιήσει
την εικόνα εισόδου προκειµένου να µειωθεί το σφάλµα ανακατασκευήςως προς την αρχι-
κή (χωρίς θόρυβο εικόνα). Εποµένως, η νέα συνάρτηση κόστους την οποία εκπαιδεύεται
για να ελαχιστοποιήσει ένας Denoising ΑΚ είναι:

L(~x; {~θf , ~θg}) = ReconLoss(~x, g(f (~x + noise; ~θf ); ~θg))

Σύµφωνα µε τα παραπάνω, οι Denoising ΑΚ πρέπει να αναιρέσουν τη διάβρωση της ει-
κόνας από το θόρυβο και όχι απλώς να µεταφέρουν την είσοδο στην έξοδο. Η εκπαίδευση
ΑΚ µε αυτόν τον τρόπο πιέζει τις f και g έµµεσα να µάθουν τη δοµή της κατανοµής των
δεδοµένων του συνόλου εκπαίδευσης και άρα µπορούν να λειτουργήσουν επιτυχώς σαν
ΠαραγωγικάΜοντέλα [27], κάτι που είχε αρχικά επεικονιστεί στο σχήµα 1 παραπάνω.

Συστολικοί (Contractive) Αυτόµατοι Κωδικοποιητές

Μία άλλος µέθοδος για κανονικοποίηση της συνάρτησης κόστους που θα αναφέρουµε
για λόγους πληρότητας είναι παρόµοια µε αυτή των Αραιών ΑΚ, δηλ. η πρόσθεση ενός
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z
x

θορυβώδης
εικόνα

x*
εικόνα χωρίς

(ή με λίγο)
θόρυβο

+ =

 σφάλμα ανακατασκευής

Σχήµα 13: Σχηµατική απεικόνιση της λειτουργίας των Denoising Αυτόµατων Κωδικοποιητών.

Πηγή: Ανακατασκευή από «Reconstruct corrupted data using Denoising Autoencoder» (Medium

Post), Garima Nishad, 2020, (https://medium.com/@analytics-vidhya/aeaff4b0958e)

όρου στη συνάρτηση αυτή. Στην περίπτωση των Συστολικών ΑΚ, εστιάζουµε στο πόσο
µεταβάλλεται η ενδιάµεση αναπαράσταση όταν µεταβληθεί η είσοδος, µε τη λογική ότι
όταν το δίκτυο του κωδικοποιητή (µέσω της εκπαίδευσης συνολικά του Συστολικού ΑΚ)
«µάθει» τα βασικά χαρακτηριστικά και τη δοµή της κατανοοµής των δεδοµένων, δεν θα
πρέπει η κωδικοποίηση της εισόδου να µεταβάλλεται σηµαντικά µε την είσοδο. Έτσι, ο
πρόσθετος όρος της συνάρτησης κόστους σύµφωνα µε τον Rifai et al. [22], θα είναι:

Ω(~z, ~x) = λω ∗
∑
i

∥∥∥∇~xz2
i

∥∥∥2

F

Εποµένωςησυνάρτηση κόστους για τη βελτιστοποίηση τωνΣυστολικώνΑΚθα είναι:

L(~x; {~θf , ~θg}) = ReconLoss(~x, g(f (~x; ~θf ); ~θg)) + λω ∗
∑
i

∥∥∥∇~xz2
i

∥∥∥2

F

κάτι που ενθαρύνει το µοντέλο να µάθει µια συνάρτηση που δεν αλλάζει πολύ για για
µικρές αλλαγές της εισόδου (ισοδύναµο µε την ενθάρρυνση του µοντέλου να µάθει τη
δοµή της πιθανοτικής κατανοµής εισόδου) αλλά επίσης να µπορεί να ανακτασκευάσει
την είσοδο. Στη θεωρία γραµµικών τελεστών, ένας γραµµικός τελεστής λέγεται «συ-
στολικός» εάν όταν εφαρµόζεται σε είσοδο µοναδιαίας νόρµας, δίνει έξοδο µε νόρµα
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µικρότερης ή ίσης της µονάδας [70]. Έτσι, προσθέντοντας τον όρο ποινής της Frobenius
νόρµας του Jacobian πίνακα της της συνάρτης του κωδικοποιητή, z = f (x)|x=x , τιµωρούµε
το µοντέλο όταν έχει µεγάλες τιµές στον Jacobian για κάθε µία από τις εισόδους, δηλ.
όταν η τοπική προσέγγιση κατά Taylor της f (x) παίρνει µεγάλες τιµές για κάποια είσοδο.
Αυτό µε τη σειρά του πιέζει τους επιµέρους τοπικούς γραµµικούς τελεστές του δικτύου
να γίνουν συστολικοί, εξού και η ονοµασία αυτής της οικογένειας ΑΚ.

Μεταβλητοί Αυτόµατοι Κωδικοποιητές (ΜΑΚ)

Ίσως η πιο αξιοσήµειωτη ιδεά στους ΑΚ, η οποία έχει χρησιµοποιηθεί εκτενώς και
για Παραγωγική Μοντελοποίηση είναι οι Μεταβλητοί Αυτόµατοι Κωδικοποιητές (ΜΑΚ)
(Variational Autoencoders - VAEs), η δοµή και οι εφαρµογές των οποίων αναλύονται
σε αυτήν και την επόµενη υποενότητα. Συνοπτικά, οι ΜΑΚ είναι ΑΚ στους οποίους η
κατανοµή πιθανότητας των ενδιάµεσων αναπαραστάσεων χρησιµοποιείται στη κανονικο-
ποίηση (regularization) της συνάρτησης κόστους µε στόχο οι αναπαράστασεις αυτές (στον
λανθάνονταπιθανοχώροτουµοντέλου) να εκπαιδευθούν αποκτώντας χρήσιµες ιδιότητες
πουµπορούν κατ΄ επέκταση να χρησιµοποιηθούν για την παραγωγή νέωνδεδοµένων.

ΟιΜΑΚ ανήκουν σε µια ευρύτερη οικογένεια πιθανοτικών µοντέλων, αυτή τωνΜοντέλων
Λανθάνοντων Μεταβλητών (Latent Variable Models). Στα µοντέλα αυτά, µια σύνθετη
πιθανοτική κατανοµή µοντελοποιείται µέσω ενός συνόλου λανθάνουσων µεταβλητών
(latent variables), µε τις οποίες τα δεδοµένα εισόδου µετασχήµατιζονται ουσιαστικά σε
ένα συνεχή διανυσµατικό χώρο µικρότερης διάστασης από τον αρχικό. Συγκεκριµένα,
δεδοµένα, X τα οποία ακολουθούν µια κατανοµή pdata(~x), αντιστοιχίζονται σε λανθάνουσες
µεταβλητές Z οι οποίες µε τη σειρά τους ακολουθούν µια κατανοµή, p(~z). Η µορφή της
τελευταίας ορίζεται από πριν και γι΄ αυτό η p(~z) ονοµάζεται πρότερη (prior) κατανοµή,
σε αντιδιαστολή µε την posterior κατανοµή pmodel(~z|~x) την οποία προσεγγίζουµε στους
ΜΑΚ εκπαιδεύοντας το ΤΝ∆ του κωδικοποιητή. Τέλος, το δίκτυο του αποκωδικοποιητή
εκπαιδεύεται για να αντιστοιχίζει τις λανθάνουσες µεταβλητές πίσω στον αρχικό χώρο,
προσεγγίζοντας δηλαδή την κατανοµή pmodel(~x |~z).

Στους ΜΑΚ, τα στοιχεία του διανύσµατος της ενδιάµεσης αναπαράστασης, ~z, αποτελούν
τις λανθάνοντες µεταβλητές. Η ελπίδα είναι ότι εφόσον ο κωδικοποιητής έχει καταφέρει
να µάθει έναν µετασχηµατισµό σε λανθάνοντα χώρο στον οποίο οι λανθάνουσες µεταβλη-
τές αντισοιχούν σε συγκεκρίµενα χαρακτηριστικά ή παράγοντες διαφοροποίησης (factors
of variation) των παρατηρίσιµων µεταβλητών (π.χ. των τιµών των εικονοστοιχείων για
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είσοδο εικόνα), τότε θεωρητικά «κινούµενοι» στον χώρο αυτόν (δηλ. κάνοντας τυχαίες
δειγµατοληψείες από τη prior κατανοµή p(~z)) θα παράγουµε δείγµατα στην έξοδο του
αποκωδικοποιητή τα οποία ανήκουν στην κατανοµή των δεδοµένων εκπαίδευσης. Προ-
κειµένου να επιτευχθεί αυτός ο σκοπός, πρέπει κατά την εκπαίδευση των δύο δικτύων
να γίνει η προαναφερθείσα κανονικοποίηση ως προς το λανθάνοντα χώρο. ΣτουςΜΑΚ για
να γίνει αυτό αρχικά αντιστοιχίζουµε κάθε είσοδο σε µία κατανοµή στο λανθάνοντα χώρο
και όχι απλώς σε ένα σηµείο. Έτσι, το ενδιάµεσο διάνυσµα ~z σε ένα ΜΑΚ περιέχει τις
παραµέτρους αυτής της κατανοµής για την εκάστοτε είσοδο, η οποία συνήθως ορίζεται
να είναι Κανονική Ισοτροπική (δηλ. µε διαγώνιο πίνακα συµµεταβλητότητας). Κατόπιν,
δειγµατοληπτόυµε από αυτήν την πιθανοτική κατανοµή, λαµβάνουµε ένα διάνυσµα ~z = z

και το ζητάµε από τον αποκωδικοποιητή να ανακατασκευάσει την αρχική είσοδο από
αυτό το δείγµα στο λανθάνοντα χώρο, κάτι που απεικονίζεται γραφικά στο σχήµα 14 που
ακολουθεί.

Όπωςφαίνεται στο σχήµα, η αρχική εικόνα περνάει µέσα από το δίκτυο του κωδικοποιητή
η έξοδος του οποίου είναι οι παράµετροι µιας Πολυδιάστατης Ισοτροπικής Κανονικής
κατανοµής. Ακολούθως αρχικοποιείται µια τέτοια κατανοµή και γίνεται δειγµατοληψία
από αυτή για τη παραγωγή της εισόδου του αποκωδικοποιητή. Ο αποκωδικοποιητής κα-
λείται από αυτό το δείγµα να ανακατασκευάσει µε το ελάχιστο σφάλµα την αρχική εικόνα
εισόδου. Ο κωδικοποιητής από την άλλη καλείται να µάθει τους βασικούς παράγοντες
διαφοροποίησης της κατανοµής των δεδοµένων µε σκοπό να η έξοδός του να έχει τα
βασικά στοιχεία της εισόδου. Παραγωγικά µοντέλα που χρησιµοποιούν τους (απλούς)
ΜΑΚ τείνουν να παράγουν θολές εξόδους λόγω της θεώρησης Κανονικής κατανοµής ως
πρότερης.

Η συνάρτηση κόστους εποµένως τωνΜΑΚ θα περιέχει εκτός από τον όρο του σφάλµατος
ανακατασκευής και εναν πρόσθετο όρο, την απόσταση Kullback–Leibler µεταξύ της κατα-
νοµής που αρχικοποιείται από την έξοδο του κωδικοποιητή και προσεγγίζει την posterior
και της ίδιας της posterior κανονικής κατανοµής (που εδώ για λόγους απλότητας δίνεται
να έχει µέση τιµή 0 και µοναδιαίο πίνακα συµµεταβλητότητας):

L
(
~x; ~θf , ~θg

)
= ReconLoss

(
~x, g

(
Sample

[
f (~x; ~θf )

]
; ~θg

))
+ λ ∗ KL

[
N ( ~µx , ~σx) ||N

(~0, ~1)]
όπου KL[] είναι η απόσταση Kullback–Leibler η οποία για τη περίπτωση απόστασης µεταξύ
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Σχήµα 14: Απεικόνιση του τρόπου λειτουργίας και συγκερκιµένα του εµπρόσθιου περάσµατος ενός

Μεταβλητού Αυτόµατου Κωδικοποιητή.

Πηγή: Ανακατασκευή από «Detecting Respiratory Pathologies Using Convolutional Neural Networks

and Variational Autoencoders for Unbalancing Data», Teresa et al., 2020 [111]

κανονικών κατανοµών έχει κλειστή µορφή [25]:
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]
.

όπου d η διάσταση του διανύσµατος ενδιάµεση αναπαράστασης.

Αυτό που ουσιαστικά επιτυγχάνεται µε τη επιβολή µιας συγκεκριµένης δοµής για τη
κατανοµή των ενδιάµεσων αναπαράστεσων (ενν. κανονική πρότερη κατανοµή) και µε
τη χρήση του πρόσθετου όρου κανονικοποίησης αυτής της δοµής είναι αφενός το ότι
«κοντινές» σηµασιολογικά είσοδοι «πιέζονται» να αντιστοιχηθούν σε κοντινά σηµεία
στον λανθάνοντα χώρο. Έτσι το µοντέλο πιέζεται να µάθει βασικά χαρακτηριστικά των
εισόδων και όχι απλώς να αντιγράφει την είσοδο στην έξοδο, ενώ ταυτόχρονα µπορούν
να γίνουν παραµβολές µεταξύ σηµείων του λανθάνοντα χώρου και αυτές να απεικονιστούν
στην έξοδο ως οµαλές παραµβολές µεταξύ των εισόδων. Αφετέρου, ο λόγος για τον
οποίο χρησιµοποιούνται κανονικές κατανοµές σαν priors είναι για να είναι υπολογίσιµη
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(tractable) η posterior, p (~z|~x), κάτι που αλλιώς δεν θα ίσχυε µιας και έχουµε συνεχείς
µεταβλητές για την p (~x) και p (~z|~x) = p (~x |~z) p (~z) /p (~x).

Παραγωγική Μοντελοποίηση µε ΜΑΚ

Πριν ολοκληρώσουµε την παρουσιάση των ΑΚ, θεωρούµε σκόπιµο για λόγους πληρότη-
τας αλλά και για καλύτερη σύνδεση µε τα Παραγωγικά Μοντέλα που αποτελούν το
αντικείµενο της παρούσας εργασίας, να παραθέσουµε ίσως το πιο αντιπροσωπευτικό
παραγωγικό µοντέλο το οποίο χρησιµοποιεί ΜΑΚ. Πρόκειται για το µοντέλο Vector-
Quantized Variational Autoencoder (VQ-VAE) που παρουσιάστηκε από τον van den Oord et
al. το 2017 [83] και βασίζεται στη χρήση ΜΑΚ των οποίων όµως η προτερη κατανοµή
δεν είναι σταθερή αλλά παραµετρική και εκπαιδεύσιµη. Επίσης, ο κωδικοποιητής δεν
βγάζει συνεχείς τιµές αλλά διακριτές (δηλ. ο λανθάνοντας χώρος δεν είναι συνεχής αλλά
αποτελείται από µεµονοµένα σηµέια), µία έµπνευση που προήλθε από τη θεωρία της
διανυσµατικής κβάντισης (vector quantization) [7].

Το µοντέλο VQ-VAE επεκτείνει τον τυπικό ΑΚ προσθέτωντας ένα διακριτό λεξικό κω-
δικών codebook στο δίκτυο. Το λεξικό αυτό είνα µια λίστα διανυσµάτων µε αντιστοιχι-
σµένους δείκτες και χρησιµοποιείται για κβάντιση του διανύσµατος ενδιάµεσης αναπα-
ράστασης στην έξοδο του δικτύου κωδικοποίησης. Έτσι, η έξοδος αυτή συγκρίνεται µε
όλα τα διανύσµατα του λεξικού και σαν είσοδο στο δίκτυο αποκωδικοποίσηςη επιλέγεται
εκείνο µε τη µικρότερη ευκλείδια απόσταση:

zq (~x) = argmin
i
‖ze (~x) − ~ei‖2

όπου ze (~x) είναι η έξοδος του κωδικοποιητή για είσοδο ~x , ~ei είναι το i-οστό διάνυσµα
του λεξικού και zq (~x) είναι το κβαντισµένο διάνυσµα το οποίο περνάει στην είσοδο του
αποκωδικοποιητή (βλ. σχήµα 15).

Ο κωδικοποιητής δεν βγάζει ένα µόνο διάνυσµα στην έξοδό του αλλά ένα σύνολο τέτοιων
διανυσµάτων στοιχισµένα π.χ. για εφαρµογή σε είσοδο εικόνων σε ένα πλαίσιο 32×32,
καθένα από τα οποία κβαντίζεται ανεξάρτητα. Έτσι δεν τίθεται θέµα ποικολότητας
(ή κατάρρευσης της κατανοµής - mode collapse - όπως αλλιώς ονοµάζεται) καθώς ο
αποκωδικοποιητής έχει |L |B∗B πιθανές εισόδους, όπου L το µέγεθος του λεξικού και B
το µέγεθος του πλαισίου.

Τα διανύσµατα του λεξικού είναι και τα ίδια εκπαιδεύσιµες παράµετροι του µοντέλου.
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Σχήµα 15: Σχηµατική απεικόνιση της λειτουργίας του µοντέλου VQ-VAE.

Πηγή: Ανακατασκευή από «Detecting Respiratory Pathologies Using Convolutional Neural Networks

and Variational Autoencoders for Unbalancing Data», Teresa et al., 2020 [111]

Επίσης η πρότερη κατανοµή αυτών των διανυσµάτων είναι και ίδια εκπαιδεύσιµη. Για
την εκπαίδευση του µοντέλου, η συνάρτηση κόστους περιέχει έναν όρο µε το σφάλµα
ανακτασκευσής και δύο ακόµη όρους για σωστή αντιστοίχιση των εξόδων του κωδι-
κοποιητή στο λεξικό και την κατά το δυνατό καλύτερη συνεισφορά του κωδικοποιητή
στην ανανέωση του λεξικού. Ακόµη, για την εκπαίδευση της πρότερης κατανοµής οι
δηµιουργοί δοκίµασαν Αυτοπαλινδρονούµενα µοντέλα και συγκεκριµένα το PixelCNN µε
αρκετά εντυπωσιακά αποτελέσµατα.

(α) Εικόνες από το ImageNET 128×128 (β) Ανακατασκευή από VQ-VAE µε L=512 και B=32

Σχήµα 16: Εφαρµογή µοντέλου VQ-VAE σε εικόνες από το σύνολο δεδοµένων ImageNET. Ο

ρεαλισµός και η ποικιλία των παραγόµενων εικόνων είναι πραγµατικά αξιοσηµείωτα.

Πηγή: «Neural Discrete Representation Learning», van den Oord et al., 2017 [83]

Τέλος, η παρουσιάση δεν θα ήταν πλήρης εάν δεν αναφέραµε ότι µια εξέλιξη του VQ-VAE η
οπόια χρησιµοποιεί ΕΝΝ για εκπαίδευση της prior (ενν. αφού πρώτα έχει χρησιµοποιηθεί
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µια σταθερή για την εκπαίδευση του µοντέλου), είναι το µοντέλο DALL-E που παρουσι-
άστηκε το 2021 απόRamesh et al. τηςOpenAI [121] και αποτελεί τοπιο εξελιγµένο µοντέλο
µετατροπής κειµένου σε εικόνα έως σήµερα (Ιούνιος 2021). Στο σχήµα 17 που ακολουθεί
φαίνονται παραγωγές του µοντέλου που επιδεικνύουν την απόλυτη υπεροχή του.

Σχήµα 17: Παραγωγές του µοντέλου DALL-E της OpenAI για είσοδο τη φράση «an armchair in the

shape of an avocado». Οι εικόνες δεν χρειάζονται περαιτέρω σχολιασµό.

Πηγή: «DALL-E: Creating Images from Text» (OpenAI Blog), Ramesh et al., 2021 [120]

2.4 Παραγωγική Μοντελοποίηση µε Generative Adversarial

Networks

Μετά από την εισαγωγή σε άλλες µορφές µοντέλων και τεχνικών για Παραγωγική Μο-
ντελοποίηση, επανερχόµαστε στο τέλος του 1ου κεφαλαίου σε µια σύντοµη εισαγωγή της
δοµής και λειτουργίας των Παραγωγικών Αντιπαραθετικών ∆ικτύων Generative Adversa-
rial Networks (GANs) - θα τα ονοµάζουµε GANs για συντοµία - στα οποία επικεντρωνόµστε
έως το τέλος της παρούσας εργασίας. Τα GANs όπως προαναφέρθηκε, παρουσιάστηκαν
από τον Ian Goodfellow et al. το 2014 [29] µια περίοδο που η Παραγωγική Μοντελοποίηση
εικόνων (µε την οποία ασχολήθηκαν οι δηµιουργοί τους) γινόνταν κυρίως µε Αυτοπαλιν-
δρονούµενα µοντέλα ή µοντέλα ΑΚ. Αφορµή της αναζήτησης νέων τεχνικών αποτέλεσε
το γεγονός ότι η παραγωγική δυνατότητα εξαρτούνταν έντονα στα Αυτοπαλινδρονούµενα
µοντέλα από τη σειρά παραγωγής των εικονοστοιχείων, ενώ στους ΑΚ από τη υπόθεση
πρότερης κατανοµής και τη δοµή αυτής. Πηγή έµπνευσης, επίσης, αποτέλεσαν οι µελέτες
και προσπάθειες για αντιπαραθετική εκπαίδευση (adversarial training) ΤΝ∆, καθώς είχε
βρεθεί πως η υπερβολική χρήση γραµµικών συνάρτησεων οδηγεί ένα µοντέλο µε ΤΝ∆
να έχει ευαισθησία σε µεταβολές της εισόδου (ενώ σε αντίθεση θα ήταν επιθυµητό να
υπάρχει σχετικά σταθερή συµπεριφορά του µοντέλου γύρω από τα δείγµατα του συνόλου
εκπαίδευσης) [30].

Βασικό στοιχείο της δόµης των GANs, το οποίο τα διαφοροποιεί από τα προηγούµενα
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ΒΠΜ, είναι η ύπαρξη και ταυτόχρονη εκπαίδευση δύο δικτύων: του Generator που δη-
µιουργεί δείγµατα κατά το δυνατό κοντινότερα σε αυτά του συνόλου εκπαίδευσης και του
Discriminator που εκπαιδεύεται να ξεχωρίζει ποια δείγµατα προέρχονται από το σύνολο
εκπαίδευσης (δηλ. είναι τα πραγµατικά - real) και ποια από τον Generator (δηλ. είναι τα
τεχνητά ή ψεύτικα - fake). Συγκεκριµένα, σε κάθε βήµα εκπαίδευσης (δηλ. στο εσωτερικό
του βρόγχου εκπαίδευσης - σχήµα 18) ο Discriminator, που ανήκει στη κατηγορία των
∆ιακριτικών Μοντέλων (βλ. ενότητα 2.1), δέχεται δείγµατα από το σύνολο δεδεµένων
εκπαίδευσης και δείγµατα που έχουν παραχθεί από τον Generator και εκπαιδεύεται να
βγάζει πιθανότητα κοντά στο 1 για τα πρώτα και κοντά στα 0 για τα δεύτερα, ενώ ο
Generator που ανήκει στη κατηγορία των Παραγωγικών Μοντέλων εκπαιδεύεται ώστε
από είσοδο θόρυβο να βγάζει εικόνες στην έξοδό αρκετά ρεαλιστικέςώστε να µπορέσουν
να «ξεγελάσουν» τον Discriminator.

Εµβαθύνοντας λίγο στην ανάλυση του τρόπου εκπαίδευσης των GANs, µπορούµε να
πούµε ότι τόσο ο Generator όσο και ο Discriminator αντιπροσωπεύονται από (συνεχώς)
διαφορίσιµες συναρτήσεις µε εκπαιδεύσιµες παραµέτρους, όπως είναι τα ΤΝ∆, κάθε µία
µε τη δική της συνάρτηση κόστους. Τα δύο δίκτυα εκπαιδεύονται µέσω back-propagation
χρησιµοποιώντας αµφότερα τη συνάρτηση κόστους του Discriminator, αλλά µε διαφορε-
τικό στόχο. Ο Discriminator προσπαθεί να µειώσει τη συνάρτηση κόστους τόσο για τα
πραγµατικά όσο και για τα τεχνητά δείγµατα, ενώ ο Generator προσπαθεί να αυξήσει τη
συνάρτηση κόστους του Discriminator για τα τεχνητά δείγµατα που παράγει. Αξιοσηµει-
ώτο είναι, επιπρόσθετα, ότι το σύνολο δεδοµένων εκπαίδευσης και µόνο αυτό καθορίζει
το είδος των δειγµάτων που ο Generator µαθαίνει να παράγει. Έτσι, εάν για παράδειγµα
επιθυµούµε ένα παραγωγικό µοντέλο τύπου GAN να παράγει ρεαλιστικές εικόνες από
τοπία (π.χ. για εφαρµογές αναβάθµισης ρεαλισµού των frames ενός παιχνιδιού - βλ. NVI-
DIA DLSS® [109] και AMD FidelityFX® [118]), θα πρέπει το σύνολο δεδοµένων εκπαίδευσης
να αποτελείται από ζεύγη χαµηλής-υψηλής ανάλυσης εικόνων τέτοιων τοπίων. Αυτό
ελοχεύει ένα σηµαντικό κίνδυνο: µη-λεπτοµερώς κατασκευασµένα σύνολα δεδοµένων
εκπαίδευσης µπορεί να οδηγήσουν ΒΠΜ τύπου GAN να παρουσιάζουν έντονη µεροληψία,
κάτι που τελικά µειώνει την αξιοπιστία και χρησιµότητά τους [80], [101].
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Discriminator σφάλματα
ταξινόμησης

Generator

λευκός θόρυβος
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x*

Discriminator σφάλματα
ταξινόμησης

Generator

λευκός θόρυβος

x

x*

Εκπαίδευση του Generator2

Εκπαίδευση του Discriminator1

Σχήµα 18: Γραφική αναπαράσταση του εσωτερικού βρόγχου εκπαίδευσης ενός GAN. Ο Discrimina-

tor λαµβάνει είτε πραγµατικές εικόνες από το σύνολο εκπαίδευσης ή εικόνες που έχουν παραχθεί

από τον Generator και βγάζει ένα σκορ «ρεαλιστικότητας» για κάθε µία. Τα σκόρ χρησιµοποιούνται

ακολουθιακά από κάθε δίχτυο για ανανέωση των εκάστοτε παραµέτρων.

Πηγή: Ανακατασκευή από «GANs in action: deep learning with generative adversarial networks»,

Langr et al., 2019 [104]
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Πριν την ολοκλήρωση του παρόντος κεφαλαίου, θεωρούµε σκόπιµο να αναφέρουµε
επιγραµµατικά µερικές περιπτώσεις όπου τα GANs εφαρµόστηκαν ή θεωρούµε πως
θα εφαρµοστούν µε επιτυχία. Αρχικά, η µοντελοποίηση χαρακτηριστικών ανθρώπινων
προσώπων εκτοξεύθηκε µε τη χρήση GANs κάτι που απεικονίζεται στο σχήµα 2 στην αρχή
του κεφαλαίου. Για τη µοντελοποίηση αυτήως επί το πλείστο χρησηµιοποείται το σύνολο
δεδοµένων Flickr-Faces-HQ Dataset (FFHQ) το οποίο παρουσιάστηκε µαζί µε το state-of-
the-art µοντέλο StyleGAN [99], [101]. ΄Αλλο εντυπωσιακό παράδειγµα είναι η µετατροπή
ενός σκίτσου σε µία φωτορεαλιστική απεικόνιση και µάλιστα σε πραγµατικό χρόνο, µε το
µοντέλο GauGAN που αναλύεται στην ενότητα 4.2.2 παρακάτω. Αρκετές προσπάθειες,
ακόµη, γίνονται και από την εταιρεία Adobe, µε το τµήτα έρευνας αυτής να σχεδιάζει
την επόµενη γενιά του Photoshop® µε ενσωµάτωση GANs για διόρθωση [93] ή σύνθεση
εικόνων [95], ενώ, στα πλαίσια της µοντελοποίησης εικόνων µόδας, από το ίδιο τµήµα
έχει παρουσιαστεί ίσως το πιο αποδοτικό µοντέλο για εικονικό δοκιµαστήριο (virtual
try-on), το SieveNet [112], παράδειγµα εφαρµογής του οποίου φαίνεται στο σχήµα 19 που
ακολουθεί.

(α) Αρχική εικόνα (β) Ρούχο για δοκιµή (γ) Έξοδος µοντέλου δοκιµής

Σχήµα 19: Παραγωγή του µοντέλου SieveNet της Adobe για είσοδο την αρχική εικόνα του «δοκι-

µαστή» (αριστερά), καθώς και του ρούχου προς δοκιµή (κέντρο) και έξοδο την εικόνα στα µε το

δοκιµαστή να φοράει το ρούχο-στόχο (δεξιά). Το SieveNet θεωρείται το πιο καινοτόµο µοντέλο για

virtual try-on, ενώ χρησιµοποιεί και GANs.

Πηγή: «SieveNet: A Unified Framework for Robust Image-Based Virtual Try-On», Jandial et al., 2020

[112]
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Κεφάλαιο 3

Εκπαιδευση των GANs

Στο κεφάλαιο αυτό θα εµβαθύνουµε την ανάλυσή µας σχετικά µε τον τρόπο δόµησης
και εκπαίδευσης ΒΠΜ τύπου GAN, θα αναφερθούµε στα διάφορα στησίµατα (setups)
που έχουν παρουσιαστεί για την αποτελεσµατικότερη εκπαίδευση τέτοιων µοντέλων,
ενώ στο τέλος θα εστιάσουµε στην αξιολόγηση των παραγωγών από GANs - όλα στα
πλαίσια Παραγωγικής Μοντελοποίησης εικόνων. Όπως αναφέρθηκε και στην ανάλυση
που προηγήθηκε, τα GANs αποτελούνται τυπικά από δύο (διακριτά) νευρωνικά δίκτυα,
καθένα µε τη δική του συνάρτηση κόστους για βελτιστοποίηση των δικών του εκπαιδε-
ύσιµων παραµέτρων (βαρών, πολώσεων, τρεχόντων στατιστικών κλπ). Αυτό, όπως θα
αναλυθεί στις παρακάτω ενότητες, δυσκολεύει σηµαντικά την ευσταθή και επιτυχηµένη
εκπαίδευση ενός GAN, ωστόσο αποτελεί ίσως το κυριότερο χαρακτηριστικό για την
επιτυχία και δηµοφιλία τους.

Στις ακόλουθες ενότητες θα αναλύσουµε τον τρόπο εκπαίδευσης των GANs, ξεκινώντας
από µία σύγκριση αυτού µε τον τρόπο εκπαίδευσης των άµεσων προγόνων τους, των
ΑΚ. Στη συνέχεια θα παρουσιάσουµε τις διάφορες µορφές σχηµατισµού της συνάρτησης
κόστους και εκπαίδευσης των GANs, ενώ στο τέλος του κεφαλαίου θα αναφερθούµε
σε τεχνικές αξιολόγησης των παραγόµενων εικόνων από αυτά. Πρωτού συνεχίσουµε,
ωστόσο, θεωρούµε σκόπιµο για λόγους πληρότητας να περιγράψουµε και εδώ τα βασικά
δοµικά στοιχεία ενός GAN: το δίκτυο διάκρισης ή Discriminator και το δίκτυο παραγωγής
ή Generator. Σηµειώνουµε στο σηµείο αυτό πως για το υπόλοιπο της παρούσας εργασίας
θα αναφερόµαστε στα δίκτυα αυτά µε του αγγλικούς όρους για λόγους απλότητας και
ευκολότερης ανάγνωσης.
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Σχήµα 20: Discriminator του DCGAN (βλ. 4.1.1)

Πηγή: «Semantic Image Inpaintingwith Perceptual

and Contextual Losses», Yeh et al., 2016 [65]

Το πρώτο δοµικό µέρος ενός GAN είναι
το δίκτυο διάκρισης ή Discriminator δίκτυο
όπως ονοµάζεται. Αυτό είναι ένα τυπικό
δίκτυο ταξινοµητή όπως αυτά που παρου-
σιάστηκαν στα διακριτικά µοντέλα (βλ. ε-
νότητα 2.1). Στα πλαίσια της Παραγωγι-
κής Μοντελοποίησης εικόνων οι Discrimi-
nators αποτελούνται από Συνελικτικά Νευ-
ρωνικά ∆ίκτυα, όπως π.χ. ο Discriminator
του µοντέλου DCGAN που φαίνεται δεξι-
ά και οποίος αποτελείται από συνελικτικές στρώσεις η µια µετά την άλλη και µια
πλήρως συνδεδεµένη στρώση πριν την έξοδο για εξαγωγή της πιθανότητας ρεαλισµού
της εισόδου, p(real|~x). Πρόκειται, εποµένως, για δίκτυα δυαδικών ταξινοµητών εικόνας.
Γενικά, επειδή το έργο των Discriminators στα GANs είναι αρκετά πιο απλό σε σχέση
µε αυτό των ταξινοµητών εικόνων (για παράδειγµα του ImageNET) που αναφέρθηκαν
στο προηγούµενο κεφάλαιο, οι πρώτοι τείνουν να είναι πιο απλά δίκτυα µε σηµαντικά
λιγότερες εκπαιδεύσιµες παραµέτρους από τα τελευταία.

∆ίκτυο Παραγωγής, Generator
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Σχήµα 21: Generator του DCGAN (βλ. 4.1.1)

Πηγή: «Unsupervised Representation Learning w-

ith Deep Convolutional Generative Adversarial Ne-

tworks», Radford et al., 2016 [44]

Το δεύτερο δοµικό µέρος ενός GAN είναι
το δίκτυο παραγωγής, ή Generator δίκτυο
όπως ονοµάζεται. Στην περίπτωση αυτή,
το δίκτυο εκτελεί έργο αντίστροφο από
αυτό του Discriminator, καθώς ο στόχος
εδώ είναι η έξοδος να είναι εικόνα και
µάλιστα µία που παρουσιάζει ρεαλισµό και
ποικιλοµορφία µεταξύ των υπόλοιπων ει-
κόνων που παράγονται. Στην απλή του µορ-
φή, ως είσοδο στον Generator δίνεται ένα
διάνυσµα λευκού θορύβου (συνήθως γκαουσιανού), το οποίο περνάει µέσα από µια ακο-
λουθία ανεστραµµένων συνελικτικών στρώσεων (transposed convolutions). Παράδειγµα
τέτοιου Generator φαίνεται επάνω δεξιά από το µοντέλο DCGAN, το οποίο ήταν και

σελίδα 40 από 246



ΚΕΦΑΛΑΙΟ 3. ΕΚΠΑΙ∆ΕΥΣΗ ΤΩΝ GANS 3.1. ΣΥΝΑΡΤΗΣΕΙΣ ΚΟΣΤΟΥΣ ΚΑΙ ΠΑΙΓΝΙΑ

το πρώτο που χρησιµοποιούσε τέτοιες στρώσεις για τον Generator - δοµή που πλέον
θεωρείται επικρατούσα. Στόχος, εποµένως της εκπαίδευσης του Generator είναι να µάθει
έµµεσα την κατανοµή πιθανότητας των εικόνων (ενν. την πολυδιάστατη κατανοµή µε
διαστάσεις τα εικονοστοιχεία της εικόνας εξόδου) του συνόλου δεδοµένων, p(~x), ή τη
δεσµευµένη έκδοση αυτής στη περίπτωση που στην είσοδο του Generator υπάρχει και
κάποια συνθήκη, p(~x |y) (βλ. 3.2).

3.1 Συναρτήσεις Κόστους και Παίγνια

Σύγκριση GANs µε Αυτόµατους Κωδικοποιητές

Η αντιπαραβολή των GANs µε τους ΑΚ έρχεται φυσικά. Κι αυτό διότι, όπως φαίνεται
και στο σχήµα 22 παρακάτω, ο Generator κάνει παρόµοια δουλειά µε αυτήν του δικτύου
αποκωδικοποίησης στους ΑΚ: λαµβάνοντας στην είσοδό του ένα διάνυσµα, προσπαθεί να
παράξει δεδοµένα τα οποία δεν ξεχωρίζουν από αυτά του συνόλου εκπαίδευσης. Επίσης,
ο Discriminator λαµβάνει εικόνα στην είσοδό του, όπως αντίστοιχα γίνεται και στο δίκτυο
κωδικοποίησης ενός ΑΚ.

Ωστόσο, παρουσιάζουν σηµαντικές διαφορές, µε τη σηµαντικότερη να εντοπίζεται στον
τρόπο υπολογισµού της συνάρτησης κόστους για βελτιστοποίηση των παραµέτρων του
εκάστοτε µοντέλου. Έτσι, ενώ στους ΑΚ αυτή συνήθως «µετράει» το σφάλµα ανακατα-
σκευής µιας αρχικής εικόνας από την ενδιάµεση αναπαράσταση ~z, στα GANs χρησιµο-
ποιείται ένα πρόσθετο νευρωνικό δίκτυο που εκπαιδεύεται να διαχωρίζει τα αληθινά
από τα τεχνητά δεδοµένα, σχηµατίζοντας έτσι και τη συνάρτηση κόστους του Generator
που µετράει το βαθµό ρεαλισµού των δειγµάτων που παράγει. Έτσι, όπως φαίνεται
και στο παρακάτω σχήµα, στους ΜΑΚ, έργο του αποκωδικοποιητή (decoder) είναι να
ανακατασκευάσει την είσοδο του κωδικοποιητή (encoder) από δείγµα µια εκπαιδεύσιµης
κατανοµής, κάτι άµεσα µετρήσιµο από το αντίστοιχο σφάλµα. Στα GANs, ο Generator
πρέπει να µάθει να κατασκευάζει εικόνες µη διακρίσιµες από αυτές του συνόλου εκ-
παίδευσης κάνοντας χρήση όµως ενός άλλου νευρωνικού δικτύου, του Discriminator,
για µέτρηση της αποτελεσµατικότητάς του, δηλαδή µαθαίνοντας έµµεσα πόσο καλά τα
πηγαίνει. Τέλος, σταGANs τα δύο δίκτυα αντιµάχονται, το ένα για να µειώσει τα σφάλµατα
ταξινόµησης ως προς το ρεαλισµό (Discriminator) και το άλλο για να τα αυξήσει στις
εικόνες που παράγει (Generator).
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Μια ακόµη διαφοροποίηση των δύο τεχνικών, έγκειται στο γεγονός ότι οι ΑΚ είναι αντι-
στρέψιµα δίκτυα, µε την έννοια ότι για δεδοµένη εικόνα εξόδου του αποκωδικοποιητή,
ο κωδικοποιητής θα µας δώσει την ενδιάµεση αναπαράσταση από την οποία προέκυψε
(ακόµα κι αν πρόκειται για παραµέτρους κατανοµής, όπως στουςΜΑΚ). Στα GANsωστόσο
κάτι τέτοιο δεν είναι άµεσα εφικτό, καθώς συνήθως γίνεται µια τυχαία δειγµατοληψία
(noise-to-image) ή κάποιος µη αντιστρέψιµος µετασχηµατισµός (image-to-image) στην
είσοδο. Τέλος, µια λιγότερο καίρια διαφορά είναι ότι ο Discriminator σε ένα GAN πα-
ίρνει εικόνα και βγάζει (τουλάχιστον στη µορφή που προτάθηκαν αρχικά) έναν αριθµό
που σχετίζεται µε το βαθµό ρεαλισµού της εισόδου, ενώ το δίκτυο του Κωδικοποιητή
(decoder) ενός ΑΚ για είσοδο εικόνα επιστρέφει ένα διάνυσµα στον λανθάνοντα χώρο του
µοντέλου.

z
encoder

q   (z|x)θf

decoder

p   (x|z)θg

x x*

z
Discriminator

D(x)

Generator

G(z)
x x*x* 0/1

GANs: Minimax του κόστους από τα σφάλματα ταξινόμησης (ρεαλισμού)

VAEs: Μεγιστοποίηση του κόστους ανακατασκευής από δείγμα της
πρότερης κατανομής

Σχήµα 22: Σύγκριση της δοµής και του τρόπου εκπαίδευσης ενός GAN µε ένα µοντέλο ΜΑΚ (VAE).

Πηγή: Ανακατασκευή από «Flow-based Deep Generative Models», Lilian Weng, 2018 [98]

Σχηµατισµός της συνάρτησης κόστους ενός GAN

Η συνάρτηση κόστους του καθενός από τα επιµέρους δίκτυα ενός GAN, σε αντίθεση µε
άλλα ΒΠΝ και ∆ιακριτικά Μοντέλα µε ΤΝ∆, δεν έχει ως παραµέτρους µόνο αυτές του
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αυτού δικτύου, αλλά και του άλλου. Συγκεκριµένα, ακολουθώντας την τυπική ονοµατοδο-
σία, έστω ~θG οι εκπαιδεύσιµες παράµετροι τουGenerator δικτύου και ~θD του Discriminator.
Αντίστοιχα, η συνάρτηση κόστους θα είναι JG για τον Generator και JD για τον Discriminator,
µε κάθε δίκτυο να προσπαθεί να βελτιώσει τη δική του (πιθανόν και µε διαφορετικούς
αλγορίθµους βελτιστοποίησης). Εποµένως, περιφραστικά οι συναρτήσεις κόστους των
δικτύων ενός GAN θα είναι [50]:

JD
(
~θG, ~θD

)
= ελαχιστοποίηση του σφάλµατος ταξινόµησης σε πραγµατικά

και τεχνητά δεδοµένα

JG
(
~θD, ~θG

)
= µεγιστοποίηση του σφάλµατος ταξινόµησης του Discriminator

στα παραγόµενα δεδοµένα

Παρότι, όµως, η κάθε συνάρτηση κόστους εµπλέκει και παραµέτρους του άλλου δικτύου,
χρησιµοποιείται για να ανανεώσει µόνο αυτές του δικού της. Έτσι, ο αλγόριθµος βελτιστο-
ποίησης του Discriminator, για παράδειγµα, χρησιµοποιεί την JD

(
~θD, ~θG

)
και της µερικές

παραγώγους αυτής ως προς τις παραµέτρους του Discriminator για την εκπαίδευση των
παραµέτρων του Discriminator, ~θD , χωρίς να µπορεί να επηρεάσει τις παραµέτρους του
Generator (ή τις µερικές παραγώγους αυτών). Αντίστοιχα για το δίκτυο του Generator
και τον αλγόριθµο βελτιστοποίησης αυτού. ∆ηλαδή σε κάθε ένα από τα δύο στάδια του
εσωτερικού βρόγχου εκπαίδευσης ενός GAN που απεικονίζεται στο σχήµα 18, το ένα από
τα δύο δίκτυα παραµένει «παγωµένο» (frozen).

Όπως γίνεται εµφανές από τα παραπάνω τα δύο δίκτυα «αντιµάχονται» το ένα το άλλο,
κάτι που ανήκει στην ευρύτερη οικογένεια τεχνικών αντιπαραθετικής εκπαίδευσης (a-
dversarial training). Στο τέλος, τα τεχνητά δείγµατα που παράγονται από τον Generator
φαίνονται τόσο αληθινά στον Discriminator που το καλύτερο που έχει να κάνει είναι
να µαντέψει στη τύχη σε ποια οµάδα δειγµάτων ανήκουν. Τότε, λέµε ότι η εκπαίδευση
έχει ολοκληρωθεί επιτυχώς και πλέον µπορούµε να χρησιµοποιήσουµε τον εκπαιδευ-
µένο Generator για να παράγουµε ρεαλιστικά δεδοµένα παρόµοια µε αυτά του συνόλου
εκπαίδευσης. Ωστόσο, για να φτάσουµε στο σηµείο αυτό, πρέπει να ρυθµίσουµε τον τρόπο
υπολογισµού της συνάρτησης κόστους για κάθε δίκτυο και πως αυτές υπολογίζονται από
τα αποτελέσµατα της ταξινόµησης στην έξοδο του Discriminator, κάτι που αναλύεται στις
παραγράφους που ακολουθούν.
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Παίγνιο Μηδενικού Αθροίσµατος - Binary Cross-Entropy

Επειδή ο Generator και ο Discriminator µπορούν να βελτιώσουν µόνο τις δικές του παρα-
µέτρους όχι ο ένας του άλλου, η εκπαίδευση ενός GAN µπορεί καλύτερα να περιγραφεί
ως ένα παίγνιο. Οι παίκτες αυτού του παιγνίου είναι τα δύο νευρωνικά δίκτυα και όσο το
ένα γίνεται καλύτερο, τόσο το άλλο χειροτερεύει και προσπαθεί εκ΄ νέου να βελτιωθεί
ώστε να προσπεράσει το πρώτο. Στα πλαίσια της Θεωρίας Παιγνίων, ένα τέτοιο στήσιµο
(setup) είναι γνωστό ως παίγνιο µηδενικού αθροίσµατος δύο παικτών (two-player zero-
sum game), όπου τα κέρδη του ενός παίκτη ισούνται µε τις απώλειες του άλλου ή,
αντίστοιχα, η βελτίωση ενός παίκτη κατά ένα ποσοστό ισοδυναµεί µε χειροτέρευση του
άλλου κατά το ίδιο ποσοστό.

Σε όλα τα παίγνια µηδενικού αθροίσµατος υπάρχει ένα σηµείο ισορροπίας (ή µιαminimax1

λύση όπως λέγεται), γνωστό ως Nash equilibrium, ενός σηµείου στο οποίο κανένας
παίκτης δεν µπορεί να βελτιώσει την κατάστασή ή τις αποδόσεις του αλλάζοντας τις
ενέργειές του. Αυτό συµβαίνει στα GANs, όταν όπως αναφέρθηκε και προηγούµενα, ο
Generator παράγει ρεαλιστικές εικόνες µη-διακρίσιµες από αυτές του συνόλου εκπαίδευ-
σης και ο Discriminator στην καλύτερη µπορεί να µαντέψει τυχαία εάν ένα παράδειγµα
δεδοµένων στην είσοδό του προέρχεται από το πραγµατικό σύνολο δεδοµένων ή έχει
παραχθεί από τον Generator [50]. Τότε λέγεται ότι το GAN έχει συγκλίνει και η εκπαίδευσή
του ολοκληρώνεται, κάτι που στην πράξη είναι πολύ δύσκολο να επιτευχθεί, χωρίς όµως
αυτό να εµποδίζει την επιτυχή εφαρµογή τέτοιων µοντέλων στην πράξη [104].

Από µία πιο µαθηµατική σκοπιά, το Nash equilibrium στα GANs επιτυγχάνεται όταν η
συνάρτηση κόστους του Generator, JG

(
~θG, ~θD

)
έχει ελαχιστοποιηθεί ως προς τις δικές του

εκπαιδεύσιµες παραµέτρους, ~θG και ταυτόχρονα η συνάρτηση κόστους του Discriminator,
JD

(
~θD, ~θG

)
έχει ελαχιστοποιηθεί ως προς τις δικές του εκπαιδεύσιµες παραµέτρους, ~θD ,

κάτι που απεικονίζεται γραφικά στο σχήµα 23 παρακάτω: ο παίκτης 1 (Discriminator)
προσπαθεί να µειώσει τη συνάρτηση κόστους, V , βελτιστοποιώντας τις παραµέτρους του,
θ1, ενώ ο παίκτης 2 προσπαθεί να µειώσει τη δική του συνάρτηση κόστους, −V (δηλ.
να µεγιστοποιήσει τη V ) βελτιστοποιώντας τις δικές του παραµέτρους, θ2. Η συνολική
συνάρτηση κόστους φαίνεται στο πλεγµατοειδές σχήµα δεξιά του χώρου των συνολικών
παραµέτρων των δύο δικτύων. Επίσης σε αυτό το σχήµα, φαίνεται (µαύρη γραµµή µε

1Στη Θεωρία Παιγνίων, minimax τιµή ενός παίκτη είναι η µικρότερη τιµή που οι άλλοι παίκτες µπορούν
να αναγκάσουν τον παίκτη να λάβει, χωρίς να γνωρίζουν τις ενέργειές του, ή ισοδύναµα, είναι η µεγαλύτερη
εξασφαλισµένη αξία που µπορεί να πάρει ο παίκτης όταν ξέρει τις ενέργειες των άλλων παικτών.
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τελείες) το µονοπάτι σύγκλισης στο Nash equilibrium περίπου στο κέντρο αυτού, στο
διάσελο (saddle-point)

Στην αρχική έκδοση των GANs [29], ως συνάρτηση υπολογισµού του κόστους για κάθε
δίκτυο είχε προταθεί η ∆υαδική ∆ιασταυρούµενη Εντροπία (Binary Cross-Entropy - BCE),
η οποία και εφαρµόζεται σε εργασίες ταξινόµησης όπου υπάρχουν δύο κατηγορίες, όπως
η εργασία που κάνει ο Discriminator. Όπως αναλύεται στη συνέχεια, αυτός δεν είναι ο
µόνος τρόπος υπολογισµού του κόστους του κάθε δικτύου και µάλιστα ο ίσως λιγότερο
χρησιµοποιούµενος λόγω του κορεσµού (saturation) και κατ΄ επέκταση η εξαφάνιση των
παραγώγων (vanishing gradients) που προκαλεί η χρήση λογαρίθµων.
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Σχήµα 23: Σχηµατική απεικόνιση της εκπαίδευσης ενός GAN ως ένα παίγνιο µηδενικού αθροίσµα-

τος.

Πηγή: Ανακατασκευή από Goodfellow, 2019, https://www.iangoodfellow.com/slides/

2019-05-07.pdf

Η συνάρτηση κόστους Binary Cross-Entropy

Ησυνάρτηση κόστους Binary Cross-Entropy για ένα σύνολοm δειγµάτων ανά οµάδα (batch)
έχει ως εξής:

Jm
(
~θ
)

= −
1
m

m∑
i=1

[
y(i)log

(
h

(
x (i);~θ

))
+

(
1 − y(i)

)
log

(
1 − h

(
x (i);~θ

))]
(3.1)

όπου το αρχικό άθροισµα και η διαίρεση µε τον αριθµό των δειγµάτων προσεγγίζει τον
τελεστή µέσης τιµής, x (i) είναι το i-οστό δείγµα, y(i) είναι η ετικέτα του i-οστού δείγµατος
και ~θ το διάνυσµα των εκπαιδεύσιµων παραµέτρων του µοντέλου. Κατά την εκπαίδευση
του Discriminator ενός GAN οι ετικέτες θα είναι 1 για τα πραγµατικά δείγµατα και 0 για τα
τεχνητά, ενώ για την εκπαίδευση του Generator ισχύει το αντίστροφο, δηλαδή µαζί µε τα
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τεχνητά δείγµατα θα δίνεται η ετικέτα 1 προκειµένου να υπολογίσει το κατά πόσο µπορεί
να «ξεγελάσει» τον Discriminator.

Εστιάζοντας στο σχηµατισµό της συνάρτησης κόστους και στις τιµές που αυτή λαµβάνει
για τις ετικέτες 0/1 που δίνονται κατά την εκπαίδευση ενός GAN, βλέπουµε ότι όταν η
ετικέτα είναι 1 δρα µόνο ο πρώτος όρος του αθροίσµατος, οποίος παίρνει τιµές από το 0
(όταν η h

(
x (i);~θ

)
βγάζει τιµές κοντά στο 1) έως το −∞ (όταν η h

(
x (i);~θ

)
βγάζει τιµές κοντά

στο 0). Αντίστοιχα, για ετικέτα 0, δρα µόνο ο δεύτερος όρος του αθροίσµατος, οποίος
παίρνει τιµές από το 0 (όταν η h

(
x (i);~θ

)
βγάζει τιµές κοντά στο 0) έως το −∞ (όταν η

h
(
x (i);~θ

)
βγάζει τιµές κοντά στο 1). Λαµβάνοντας, τέλος, υπόψη και το αρνητικό πρόσηµο

στην αρχή της 3.1, βλέπουµε ότι η παραπάνω προσέγγιση της Binary Cross-Entropy για ένα
batch παίρνει τιµές από 0 έως +∞ όταν η συνάρτηση ταξινόµησης, h(x) µε παραµέτρους
τις θ παίρνει τιµές από το 0 έως το 1. Επιλογικά, η συνάρτηση κόστους Binary Cross-
Entropy, έχει δύο µέρη (ένα για κάθε τάξη) και λαµβάνει τιµές κοντά στο 0 για σωστή
ταξινόµηση (διαγώνιος confusion matrix) ενώ προσεγγίζει το θετικό άπειρο για λάθος
(αντιδιαγώνιος confusion matrix) - συµπεριφορά που απεικονίζεται γραφικά στο σχήµα
24 παρακάτω.
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Σχήµα 24: Γραφική αναπαράσταση της συνάρτησης κόστους Binary Cross-Entropy για ετικέτες 1

(πραγµατικών εικόνων) αριστερά και 0 (τεχνητών) δεξιά.

Πηγή: Ανακατασκευή από Generative Adversarial Networks Specialization, Zhou et al., DeepLear-

ning.AI, 2021 [122]

Σχηµατισµός Συναρτήσεων Κόστους σε ένα GAN

Με βάση την ανάλυση που προηγήθηκε, είµαστε πλέον σε θέση να γράψουµε σε κλειστή
µορφή τη συνάρτηση κόστους που καλείται να βελτιστοποιήσει το κάθε δίκτυο. Έτσι, για
τον Discriminator, η συνάρτηση κόστους εάν χρησιµοποιηθεί η Binary Cross-Entropy και µε
δεδοµένο ότι κατά την εκπαίδευσή ενόςGANταπραγµατικά δεδοµένα είναι κατά σύµβαση
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αντιστοιχισµένα µε την ετικέτα 1 και τα τεχνητά µε την 0, θα είναι:
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log
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; ~θD
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(3.4)

≈ −Ex∼pdata log [D (x)] − Ez∼pprior log [1 − D (G (z))] (3.5)

όπου D(x) είναι η έξοδος Discriminator (δηλ. η πιθανότητα ρεαλισµού της εισόδου x), G(z)

είναι η έξοδος του Generator δικτύου για είσοδο τυχαίο διάνυσµα z (δηλ. µία τεχνητή
εικόνα), pdata η κατανοµή που ακολουθούν τα δεδοµένα εισόδου (στις εικόνες αυτή θα
είναι µια πολύ υψηλής διαστασιµότητας κατανοµή που µόνο έµµεσα και προσεγγιστικά
µπορεί να µοντελοποιήσει ένα παραγωγικό µοντέλο τύπου GAN) και pprior η prior κατανοµή
από την οποία δειγµατολειπτούµε για να πάρουµε το τυχαίο διάνυσµα στην είσοδο του
Generator. Εφόσον, όπως αναφέρθηκε, ο Discriminator βγάζει πιθανότητα και άρα D(x) ∈

[0,1], προκύπτει ότι για την ελαχιστοποίηση της συνάρτησης κόστους του, ο Discriminator
πρέπει να µάθει να αναθέτει υψηλή πιθανότητα στα δείγµατα µε την ετικέτα 1 (τα οποία
προέρχονται από το σύνολο δεδοµένων εκπαίδευσης) και χαµηλή σε αυτά που παράγονται
από τον Generator.

Το δίκτυο του Generator, µε τη σειρά του, προσπαθεί να «ξεγελάσει» αυτό του Discrimi-
nator ώστε οι πιθανότητες που αναθέτει στα τεχνητά δείγµατα στην έξοδό του να είναι
υψηλές. Στοχεύει, δηλαδή, να µεγιστοποιήσει τον δεύτερο όρο της συνάρτησης κόστους
του Discriminator - εξάλλου µόνο αυτόν τον όρο µπορεί να επηρεάσει προκειµένου η
συνάρτηση κόστους του Discriminator προκειµένου αυτή να αυξηθεί. Εποµένως, για τον
Generator θα ισχύει:
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=
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; ~θD
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(3.8)

≈ Ez∼pprior log [1 − D (G (z))] (3.9)

όπου το αρνητικό πρόσηµο στην αρχή έχει πλέον αφαιρεθεί καθώς οGenerator προσπαθεί
ελαχιστοποιώντας τη δική του συνάρτηση κόστους να αυξήσει αυτή του Discriminator,
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ενώ όλα τα υπόλοιπα µεγέθη είναι όπως πριν. Επειδή, ο πρώτος όρος της εξίσωσης 3.5
εξαρτάται µόνο από το σύνολο δεδοµένων εκπαίδευσης, συνηθίζεται στη βιβλιογραφία η
παραπάνω συνάρτηση κόστους του Generator να δηλώνεται ως το αρνητικό της συνάρτη-
σης κόστους του Discriminator:

JG
(
~θG, ~θC

)
= −JD

(
~θC, ~θG

)
(3.10)

κάτι που εξηγεί γιατί η εκπαίδευση ενός GAN χρησιµοποιώντας τη συνάρτηση κόστους
Binary Cross-Entropy είναι ισοδύναµη µε ένα παίγνιο µηδενικού αθροίσµατος δύο παικτών.
Τέλος, όπως αποδεικνύεται στο [29] αυτό το στήσιµο (setup) για εκπαίδευση των GANs
έχει την πρόσθετη ιδιότητα ότι η συνάρτηση κόστους είναι ασυµπτωτικά συνεπής µε τη
απόσταση Jensen-Shannon (Jensen-Shannon divergence - JSD) µεταξύ της κατανοµής των
δεδοµένων και αυτής που έχει µάθει ο Generator και από την οποία παράγει τα (τεχνητά)
δείγµατα στην έξοδό του.

Ένα βασικό µειονέκτηµα που παρουσιάζει η χρήση της Binary Cross-Entropy και συγκε-
κριµένα η ύπαρξη των λογαρίθµων στις συναρτήσεις κόστους είναι ο κορεσµός. Εµβα-
θύνοντας, όταν δύο κατανοµές είναι «µακριά» η Binary Cross-Entropy παίρνει υψηλές τιµές
ωστόσο αυτές φτάνουν σε έναν κορεσµό και έτσι περαιτέρω µετακίνηση των κατανοµών
δεν διαφοροποιεί σηµαντικά τις τιµές αυτές. Κατ΄ επέκταση, ιδιαίτερα στην αρχική φάση
της εκπαίδευσης όπου η κατανοµή που έχει µάθει ο Generator απέχει αρκετά από την
πραγµατική πολυδιάστατη κατανοµή των δεδοµένων εκπαίδευσης, η Binary Cross-Entropy
στις συναρτήσεις κόστους δεν δίνει σαφή «πληροφορία» για το πωςπρέπει να µεταβάλλει
τις παραµέτρους του. Το ίδιο όµως συµβαίνει και όταν αυτές οι κατανοµές είναι σχετικά
κοντά, δηλαδή από κάποιο σηµείο εκπαίδευσης και ύστερα. Έτσι, όπως φαίνεται και στο
σχήµα 25, όταν οι κατανοµές είναι αρκετά µακριά ή κοντά το κόστος παρουσιάζει κορε-
σµό. Αυτό προκαλεί την εξαφάνιση των παραγώγων (vanishing gradients), κάτι που έχει
οδηγήσει στη χρήσηεναλλακτικώνσυναρτήσεωνκόστους για την εκπαίδευσηGANs.

Αυτό το πρόβληµα είναι γνωστό ως vanishing gradients και οδηγεί συχνά την εκπαίδευση
ενός GAN σε Συρρίκνωση Ρυθµών2 (Mode Collapse). Η Συρρίκνωση Ρυθµών στα πλα-

2Ρυθµός µιας πιθανοτικής κατανοµής ονοµάζεται µία «περιοχή» αυτής µε υψηλή συγκέντρωση παρατη-
ρήσεων. Για παράδειγµα, σε µία Κανονική κατανοµή, η περιοχή γύρω από τη µέση τιµή είναι ο µοναδικός
ρυθµός της κατανοµής, ενώ υπάρχουν άλλες κατανοµές µε περισσότερους από έναν ρυθµούς χωρίς
αναγκαστικά αυτοί να αντιστοιχίζονται σε κάποια ροπή. Στο σύνολο δεδοµένων χειρόγραφων ψηφίων του
MNIST, για παράδειγµα, εντοπίζουµε 10 τέτοιους ρυθµούς, έναν για κάθε ψηφίο και η Συρρίκνωση Ρυθµών
θα οδηγούσε έναν Generator στην παραγωγή εικόνων από ένα µόνο ψηφίο.
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Σχήµα 25: Γραφική απεικόνιση του προβλήµατος κορεσµού της συνάρτησης κόστους Binary Cross-

Entropy.

Πηγή: Ανακατασκευή από Generative Adversarial Networks Specialization, Zhou et al., DeepLear-

ning.AI, 2021 [122]

ίσια της Παραγωγικής Μοντελοποίησης έχει να κάνει µε την ποικιλία (diversity) των
δειγµάτων που µπορεί να παράξει ένας εκπαιδευµένος Generator και συγκεκριµένα µε
τη δραστική συρρίκνωση αυτής σε δείγµατα µίας µόνο κατηγορίας ή κλάσης. Όπως
αναλύεται από τον Mao et al. [56], η χρήση της συνάρτησης κόστους Binary Cross-Entropy
οδηγεί τον Generator στο «ασφαλές» µονοπάτι να παράγει καλά δείγµατα µίας µόνο
κλάσης, δηλαδή ενθαρρύνει τη Συρρίκνωση Ρυθµών. Αυτή η παρατήρηση, έχει αφενός
οδηγήσει στη χρήση έντονης κανονικοποίησης των συναρτήσεων κόστους εκπαίδευσης
GANs, αλλά αφετέρου έχει αποτελέσει τον λόγο που πλέον δεν χρησιµοποιούνται σχεδόν
πουθενά συναρτήσεις κόστους Binary Cross-Entropy στην εκπαίδευση των GANs, µε τη
θέση τους να έχουν πάρει άλλες οι οποίες επιδεικνύουν λιγότερο ή καθόλου κορεσµό.
Οι βασικότερες από αυτές, η συνάρτηση κόστους Μέσου Τετραγωνικού Σφάλµατος και η
Απόσταση Wasserstein, αναλύονται στις παραγράφους που ακολουθούν.

Συνάρτηση Κόστους Ελαχίστων Τετραγώνων (LSGAN)

Μία άλλη συνάρτηση κόστους που δοκιµάστηκε στην εκπαίδευση GANs µε σκοπό τη
σταθεροποίηση αυτής και τη µείωση των περιπτώσεων Κατάρρευσης Ρυθµών και εξα-
φάνισης των παραγώγων (vanishing gradients), είναι η συνάρτηση κόστους Ελαχίστων Τε-
τραγώνων (Least Squares Loss). Για τον υπολογισµό της συνάρτησης κόστους Ελαχίστων
Τετραγώνων χρησιµοποιείται το µέσο τετραγωνικό σφάλµα (mean square error - MSE) µε-
ταξύ των προβλέψεων του Discriminator και των «ιδανικών» προβλέψεων αντίστοιχα για
κάθε δίκτυο και για πραγµατικές/τεχνητές εικόνες (Discriminator: 1 για τις πραγµατικές
εικόνες και 0 για τις τεχνητές, Generator: 1 για τις τεχνητές εικόνες που παράγει και µε
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τις οποίες θέλει να «ξεγελάσει» τον Discriminator ότι είναι πραγµατικές).

Πρωτοεµφανιζόµενη στα πλαίσια εκπαίδευσης GANs στο µοντέλο LSGAN [56], η συνάρτη-
ση κόστους Ελαχίστων Τετραγώνων βασίζεται στη µέθοδο ελαχίστων τετραγώνων από
τη Στατιστική, όπου προσπαθούµε µεταβάλλοντας ένα σύνολο παραµέτρων να ελαχιστο-
ποιήσουµε το άθροισµα των τετραγώνων των αποστάσεων ή σφαλµάτων µιας ποσότητας
ενδιαφέροντος από µία ποσότητα αναφοράς3. Στα GANs, όπως αναφέρθηκε, η αναφορά
είναι οι εκάστοτε ετικέτες και η ποσότητα ενδιαφέροντος είναι οι οι εκάστοτε προ-
βλέψεις του Discriminator. Σε αυτή την περίπτωση, ωστόσο, ο Discriminator δεν καλείται
να βγάλει στην έξοδό του µια πιθανότητα (δηλ. µια τιµή από 0 έως 1, π.χ. χρησιµοποιώντας
Sigmoid συνάρτηση εξόδου), αλλά µια οποιαδήποτε τιµή, παρόλο που µε το πέρας µιας
επιτυχηµένης εκπαίδευσης αυτή θα είναι κοντά στις τιµές των ετικετών.

Αντιπαραβάλλοντας µε τις εξισώσεις 3.5 και 3.9 της προηγούµενης παραγράφου, οι
συναρτήσεις κόστους τις οποίες προσπαθούν να ελαχιστοποιήσουν τα δίκτυα ενός GAN
που εκπαιδεύεται µε τη συνάρτηση κόστους Ελαχίστων Τετραγώνων, θα είναι:
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για τον Discriminator, ενώ για τον Generator αντίστοιχα και µετά από πράξεις, θα ε-
ίναι
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αφού ο Generator θέλει να «δει» πόσο µακριά από τα δείγµατα µε ετικέτα 1 κατατάσσει ο
Discriminator τα δείγµατα που παρήγαγε.

Σε αντίθεση µε τη συνάρτηση κόστους Binary Cross-Entropy, στο σχηµατισµό της συνάρ-
τησης κόστους Ελαχίστων Τετραγώνων δεν εµφανίζονται οι λογάριθµοι. Αυτό έχει ως
άµεση συνέπεια το άθροισµα των δύο όρων της συνάρτησης κόστους του Discriminator

3Συνήθης εφαρµογή της µεθόδου Ελαχίστων Τετραγώνων στη Στατιστική αποτελεί η Γραµµική Παλιν-
δρόµηση. Εκεί, δοθέντων κάποιων σηµείων ή δεδοµένων, µας ζητείται να βρούµε µια ευθεία, οι παράµετροι
της οποίας ελαχιστοποιούν το άθροισµα των τετραγώνων των (κάθετων) αποστάσεων από τα σηµεία.
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να µην παρουσιάζει αυτή τη σιγµοειδή µορφή και άρα το φαινόµενο κορεσµού εδώ είναι
σηµαντικά µειωµένο. Συγκεκριµένα, µονάχα στην περίπτωση όπου ή έξοδος του Discri-
minator είναι 1 για τα πραγµατικά δίκτυα και 0 για τα τεχνητά (δηλ. τέλεια πρόβλεψη),
η συνάρτηση κόστους της 3.13 θα δώσει µηδενικά gradients4. Όπως αναλύεται και στο
άρθρο του LSGAN, αυτό έχει σαν αποτέλεσµα αντίστοιχη µείωση σε εµφάνιση του φαι-
νοµένου Συρρίκνωσης Ρυθµών σε διάφορες αρχιτεκτονικές GANs που δοκιµάστηκαν και
σηµαντικά σταθερότερη εκπαίδευση (δηλ. πιο οµαλές τιµές των συναρτήσεων κόστους)
[56]. Στη πλειοψηφία των µοντέλων που αναπτύχθηκαν στα πλαίσια της παρούσας εργα-
σίας γίνεται χρήση της συνάρτησης κόστους Ελαχίστων Τετραγώνων τόσο λόγω αυτών
που ελέχθησαν παραπάνω που έχουν να κάνουν µε την ευστάθεια της εκπαίδευσης, όσο
και λόγω της ταχύτητας υπολογισµού αυτής.

Συνάρτηση Κόστους Wasserstein (WGAN)

Ταυτόχρονα σχεδόν µε τη συνάρτηση κόστους Ελαχίστων Τετραγώνων, παρουσιάστηκε
και µία εναλλακτική συνάρτηση κόστους, η οποία βασίζεται στην απόσταση Μετακίνησης
Εδάφους (Earth Mover’s Distance - EMD) µεταξύ δύο κατανοµών και η οποία επίσης
είχε σαν στόχο την εξάλειψη του προβλήµατος της Κατάρρευσης Ρυθµών που συχνά
συνόδευε την εκπαίδευση GANs µε συνάρτηση κόστους Binary Cross-Entropy. Πρόκειται
για τη συνάρτηση κόστους Wasserstein, η οποία είναι µια συνάρτηση που µετράει την
απόσταση µεταξύ δύο κατανοµών και επειδή βασίζεται στην EMD το κάνει πιο εύρωστα
και αποδοτικά από την Binary Cross-Entropy. Πιο συγκεκριµένα και µε βάση τις δύο
κατανοµές που απεικονίζονται στο σχήµα 25 (µία αυτή που έχει µάθει ο Generator και µία
η κατανοµή των δεδοµένων εκπαίδευσης), η EMD µετράει την απόσταση µεταξύ των δύο
κατανοµών προσεγγίζοντας το έργο που απαιτείται για να γίνει η παραγόµενη κατανοµή
(δηλ. αυτή που έχει µάθει ο Generator) ίση µε µε την πραγµατική. ∆ιαισθητικά, έαν η
παραγόµενη κατανοµή ήταν σωρός από χώµα, η EMD θα µας έδινε µια προσέγγιση της

4Όταν αναφέρουµε την έκφραση «η συνάρτηση κόστους θα δώσει παραγώγους ή gradients» εννοούµε
το πρώτο βήµα του αλγορίθµου back-propagation για υπολογισµό των µερικών παραγώγων της συνάρ-
τησης κόστους ως προς κάθε εκπαιδεύσιµη παράµετρο. Η έκφραση αυτή έγκειται στον υπολογισµό των
παραγώγων της συνάρτησης κόστους ως προς τις εξόδους του Discriminator, οι οποίες διοχετεύονται
αρχικά µέχρι την είσοδο του Discriminator και κατόπιν αναδροµικά φτάνουν στις στρώσεις έως και την
είσοδο του Generator. Κορεσµός της συνάρτησης κόστους, εποµένως, είναι όταν το feedback που λαµβάνει
ο Discriminator στην έξοδό του δεν µεταβάλλεται καθόλου ή µεταβάλλεται λίγο για µικρές αλλαγές της
εξόδου του - και τότε δεν µπορεί να γνωρίζει προς ποια κατεύθυνση πρέπει να «κινηθεί» στον χώρο των
εκπαιδεύσιµων παραµέτρων προκειµένου να µειώσει τη συνάρτηση κόστους.
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«δυσκολίας» µετακίνησης του χώµατος ώστε ο τελικός σωρός (µετά τη µετακίνηση) να
έχει τη µορφή και να βρίσκεται στην ίδια θέση µε αυτόν της πραγµατικής κατανοµής.

Το πρόβληµα µε τα vanishing gradients και την Binary Cross-Entropy είναι ότι όσο πιο
µακριά (αντ. κοντά) είναι οι δύο κατανοµές τόσο οι τιµές τείνουν όλο και πιο κοντά στο 1
(αντ. στο 0). Αντίθετα, στην EMD και άρα στη συνάρτηση κόστουςWasserstein δεν υπάρχει
κάποια µέγιστη ή ελάχιστη τιµή - οι τιµές που µπορεί να πάρει η συνάρτηση είναι πρακτικά
όλο το IR. Έτσι, ακόµα και όταν οι κατανοµές είναι αρκετά µακριά, όπως στην αρχή της
εκπαίδευσης, οι τιµές που δίνει η EMD δεν παρουσιάζουν κορεσµό. Όπως φαίνεται και
στο σχήµα 26 που ακολουθεί, όταν οι κατανοµές είναι αρκετά µακριά ή κοντά το κόστος
δεν παρουσιάζει κορεσµό, κάτι που διαφοροποιεί την EMD από την Binary Cross-Entropy
(βλ. σχήµα 25). Ως αποτέλεσµα, η χρήση της EMD στις συναρτήσεις κόστους εκπαίδευσης
GANs εξαλείφει τοφαινόµενο εξαφάνισης των παραγώγων (vanishing gradients), κάτι που
έχει οδηγήσει στη υιοθέτησή της (µέσω της προσεγγιστικής της µορφής, της συνάρτησης
κόστους Wasserstein), για την εκπαίδευση GANs. Ως αποτέλεσµα αυτού, η εκπαίδευση
GANs µε τη συνάρτηση κόστουςWasserstein µειώνει τη πιθανότητα κατάρρευσης ρυθµών
στον Generator, οδηγώντας τον σε πιο ευσταθή εκπαίδευση πιθανόν µε καλύτερα αποτε-
λέσµατα.

0 1

f(x)
Παραγώμενη
Κατανομή

Πραγματική
Κατανομή

διαφορά μεταξύ των κατανομών

J

x

EMD

Σχήµα 26: Γραφική απεικόνιση της εξόδου της Απόστασης Μετακίνησης Εδάφους (EMD) µεταξύ

δύο κατανοµών, αυτής που έχει µάθει ο Generator και της πραγµατικής.

Πηγή: Ανακατασκευή από Generative Adversarial Networks Specialization, Zhou et al., DeepLear-

ning.AI, 2021 [122]

Επανερχόµενοι στη συνάρτηση κόστους Wasserstein (Wasserstein Loss - W-Loss), αυτή
όπως αναφέρθηκε προσεγγίζει την απόσταση Μετακίνησης Εδάφους (EMD). Η προσέγγι-
ση στα πλαίσια της εκπαίδευσης GANs, σύµφωνα µε τον Arjovsky et al. στο άρθρο τους
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Wasserstein GAN [69], είναι η ακόλουθη:

W
(
Pdata ,Pgen

)
= Ex∼pdata [f (x)] − E~z∼pprior [f (x̂ = G (~z))] (3.16)

όπου Pdata ,Pgen είναι οι κατανοµές των δεδοµένων και του Generator αντίστοιχα, pprior
είναι η κατανοµή από την οποία δειγµατοληπτείται το τυχαίο διάνυσµα στην είσοδο
του Generator και f είναι συνάρτηση συνεχής κατά Lipschitz5 (µε σταθερά K = 1). Ο
Discriminator (που όταν χρησιµοποιείται η W-Loss ονοµάζεται Critic επειδή πλέον δεν
καλείται να κάνει δυαδική ταξινόµηση - για λόγους απλότητας θα κρατήσουµε την αρχική
ονοµασία) θέλει να µεγιστοποιήσει αυτή τη συνάρτηση κόστους αποµακρύνοντας κατά
το δυνατό περισσότερα τις δύο κατανοµές ώστε να είναι πιο εύκολο το έργο του, ενώ
ο Generator θέλει να την ελαχιστοποιήσει, καθώς έτσι τα δείγµατα που παράγει θα είναι
όλο και πιο κοντά σε αυτά του συνόλου εκπαίδευσης. Εποµένως, οι συναρτήσεις κόστους
Wasserstein των δύο δικτύων θα είναι:

JC
(
~θC, ~θG

)
= −

1
m

m∑
i=1

[
C

(
x (i); ~θC

)]
+

1
m

m∑
i=1

[
C

(
G

(
~z(i); ~θG

)
; ~θC

)]
(3.17)

≈ −Ex∼pdata [C (x)] + Ez∼pprior [C (G (z))] (3.18)

για τον Discriminator (συµβ. µε «c» από το Critic που όπως αναφέρθηκε χρησιµοποιήθηκε
στο WGAN), ενώ για τον Generator αντίστοιχα θα είναι:

JG
(
~θG, ~θc

)
= −

1
m

m∑
i=1

[
C

(
G

(
~z(i); ~θG

)
; ~θC

)]
(3.19)

≈ −Ez∼pprior [C (G (z))] (3.20)

όποτε και φαίνεται ότι ελαχιστοποιώντας τη συνάρτηση κόστους του ο Generator µεγι-
στοποιεί τον δεύτερο όρο και άρα τη συνάρτηση κόστους του Discriminator - εξού και η
λέξη «adversary» (= αντιπαράθεση).

Εστιάζοντας στη συνεχή κατά 1-Lipschitz συνάρτηση f , αυτή στα GANs θα είναι το ίδιο
το δίκτυο του Discriminator, το οποίο λαµβάνοντας µια εικόνα, x , καλείται να δώσει έναν

5Μίαµονοδιάστατη συνάρτηση είναι συνεχής κατά Lipschitz µε σταθεράK όταν υπάρχει διπλός κώνος (σε
σχήµα Χ) που σχηµατίζεται από τις ευθείες y = ±Kx και του οποίου το κέντρο µπορεί να κινείται επάνω στη
συνάρτηση έτσι ώστε ολόκληρη η καµπύλη της συνάρτησης να παραµένει πάντα έξω από τον διπλό κώνο
(δηλ. µέσα στην αριστερή και δεξιά µεριά του Χ). Αυτό εξασφαλίζει, ότι σε κανένα της σηµείο, η συνάρτηση
δεν αυξάνει πιο γρήγορα από Κ. Για K = 1, για παράδειγµα, ο κώνος αποτελείται από τις ευθείες y = ±x και
η συνάρτηση δεν µπορεί σε κανένα σηµείο του πεδίου ορισµού της να αυξάνει πιο γρήγορα από γραµµικά.
Έτσι, συναρτήσεις όπως οι εκθετικές δεν είναι συνεχής κατά Lipschitz µε σταθερά K = 1.
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πραγµατικό αριθµό. Εποµένως, η υπό συζήτηση συνάρτηση, η οποία θα συµβολίζεται µε
c(x) (αντί για D(x) όπως στις προηγούµενες παραγράφους), θα είναι:

c : X → R, ‖c‖L ≤ 1 (3.21)

όπουX είναι το πεδίο ορισµού των εικόνων του συνόλου εκπαίδευσης (π.χ. για έγχρωµες
εικόνες 64×64 µε 8 bits/pixel θα είναι ο χώρος 2553∗64∗64 = 25512288), ενώ η συνθήκη στα
δεξιά δηλώνει ότι η συνάρτηση πρέπει να ικανοποιεί τη συνθήκη συνέχειας 1-Lipschitz.
Για να προσεγγίζει επιτυχώς ένα νευρωνικό δίκτυο µε εκπαιδεύσιµες παραµέτρους ~θ µία
συνάρτηση συνεχή κατά 1-Lipschitz, θα πρέπει η το µέτρο των µερικών του παραγώγων
της εξόδου του δικτύου ως προς τις εκπαιδεύσιµες παραµέτρους να είναι το πολύ 1 σε
κάθε σηµείο του πεδίου ορισµού [69]. Έτσι, όταν ένα GAN εκπαιδεύεται µε συνάρτηση
κόστους Wasserstein, το νευρωνικό δίκτυο του Discriminator θα πρέπει να ικανοποιεί την
ακόλουθη συνθήκη συνέχειαςώστε να είναι µια συνεχής συνάρτηση κατά 1-Lipschitz:∥∥∥∥∇ ~θCC

(
x; ~θC

)∥∥∥∥
2
≤ 1 ∀x ∈ X ⇐⇒ ‖c‖L ≤ 1 (3.22)

Η επιβολή αυτή της συνθήκης εξασφαλίζει ότι η συνάρτηση κόστους είναι έγκυρη κατά τη
µέτρηση της απόστασης κατανοµών µε την EMD (στην οποία βασίζεται η Wasserstein), µε
την έννοια ότι δεν είναι µόνο συνεχής και διαφορίσιµη, αλλά και δεν αυξάνει υπερβολικά
γρήγορα.

Πρακτικά, ωστόσο, η παραπάνω συνθήκη είναι αδύνατο να επιβληθεί, διότι απαιτεί αξιο-
λόγηση τωνπαραγώγων τουDiscriminator σε κάθε σηµείο του πεδίου ορισµού του, δηλαδή
σε κάθε πιθανή εικόνα εισόδου. Επίσης η αξιολόγηση θα πρέπει να επαναλαµβάνεται κάθε
φοράπου µεταβάλλονται οι παράµετροι του δικτύου. Έχουν προταθεί διάφοροι τρόποι για
επιβολή της συνθήκης της 3.22 στο νευρωνικό δίκτυο του Discriminator, µε κυρίαρχες
τον Ψαλιδισµό Βαρών (Weight Clipping), την Ποινή Παραγώγων (Gradient Penalty) και την
ΚανονικοποίησηΦάσµατος (Spectral Normalization), οι οποίες και αναλύονται ακολούθως.
Στο σηµείο αυτό είναι σκόπιµο αναφερθεί ότι ο λόγος που προχωράµε σε µια λεπτοµερή
ανάλυση της συνάρτησης κόστους Wasserstein είναι ότι βρέθηκε και στα δικά µας πει-
ράµατα (βλ. 6) ότι αυτή οδηγεί σε πιο σταθερή εκπαίδευση και πιο ρεαλιστικές και υψηλής
ποιότητας εικόνες στα µοντέλα που εκπαιδεύτηκαν.

Επιβολή συνθήκης συνέχειας κατά Lipschitz µε Ψαλιδισµό Βαρών

Η µέθοδος που προτάθηκε στο WGAN [69] προκειµένου να επιβληθεί η συνθήκη για συ-
νέχεια κατά 1-Lipschitz είναι ο Ψαλιδισµός των Βαρών (Weight Clipping) του Discriminator
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σε ένα προκαθορισµένο πεδίο τιµών. Αυτό που επιτυγχάνεται µε αυτόν τον τρόπο είναι
τα βάρη δεν µεταβάλλονται πολύ σε κάθε βήµα και άρα έµµεσα εξασφαλίζεται ότι η
παράγωγος της συνάρτησης του Discriminator παραµένει ελεγχόµενη. Έτσι, αυτό που
πρακτικά δοκίµασαν οι συγγραφείς του WGAN είναι σε κάθε βήµα του αλγορίθµου βελτι-
στοποίησης του Discriminator, µετά την ανανέωση των βαρών του (δηλ. σχεδόν όλων των
εκπαιδεύσιµων παραµέτρων), γίνονταν ψαλιδισµός αυτών και έτσι όσα ήταν µεγαλύτερα
από τη προκαθορισµένη µέγιστη ή µικρότερα από την ελάχιστη µεταβάλλονταν στην
αντίστοιχη µέγιστη ή ελάχιστη τιµή (clipping). Κατά την εκπαίδευση τουWGANπροτάθηκε
οι τιµές αυτές να είναι ±0.01.

Μονολότι η µέθοδος αυτή βοήθησε στη σταθεροποίηση και την επιτυχία της εκπαίδευσης
του WGAN σε διάφορα σύνολα δεδοµένων, όπως παρατηρήθηκε λίγο αργότερα, ο ψαλι-
δισµός εκπαιδεύσιµων παραµέτρων περιορίζει την ικανότητα µάθησης του Discriminator
καθώς τον εµποδίζει να «εντοπίσει» καλά τοπικά ελάχιστα της συνάρτησης κόστους. Κατ΄
επέκταση περιορίζονται και οι αναδράσεις προς τον Generator άρα γενικότερα η χρήση
Ψαλιδισµού Βαρών στη συνάρτηση κόστους Wasserstein µειώνει την απόδοση του GAN.
Η παρατήρηση αυτή οδήγησε στην υιοθέτηση µιας πιο οµαλής µεθόδου επιβολής της
συνθήκης 3.22, της Ποινής Παραγώγων που αναλύεται ακολούθως.

Ενθάρρυνση συνθήκης συνέχειας κατά Lipschitz µε Ποινή Παραγώγων

Λίγο αργότερα από την αρχική πρόταση εκπαίδευσης GANs µε τη συνάρτηση κόστους
Wasserstein, ο Gulrajani et al. παρουσιάσαν στο άρθρο τους «Improved Training of W-
asserstein GANs» [71] µια βελτίωση της µεθόδου Ψαλιδισµού Βαρών προκειµένου να
επιβληθεί η συνθήκη της 3.22 στον Discriminator. Η µέθοδός τους, που ονοµάζεται Ποινή
Παραγώγων (Gradient Penalty), είναι αρκετά πιο απλή και οµαλή καθώς έγκειται µονάχα
στην προσθήκη ενός όρου κανονικοποίησης (regularizing term) στη συνάρτηση κόστους
του Discriminator. Πιο συγκεκριµένα, αυτό που κάνει ο όρος κανονικοποίησης είναι να
αναθέτει µία ποινή όταν η νόρµα των µερικών παραγώγων της εξόδου του Discriminator
ως προς την είσοδό του είναι µεγαλύτερη από 1.

Ωστόσο, σύµφωνα µε την 3.22 θα πρέπει να ελέγξουµε τις παραγώγους αυτές για κάθε
είσοδο του Discriminator, κάτι πρακτικά αδύνατο. Αντί αυτού, οι συγγραφείς του [71]
πρότειναν να παρθούν κάποια δείγµατα εικόνων ως γραµµικές παρεµβολές µεταξύ πραγ-
µατικών και τεχνητών εικόνων και µε βάση αυτά να υπολογιστούν οι παράγωγοι και
η ποινή. Για παράδειγµα, αντί η νόρµα των παραγώγων να υπολογιστεί ξεχωριστά για
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µια εικόνα από το σύνολο εκπαίδευσης, x , και µία από την έξοδο του Generator, x̂ , θα
υπολογιστεί σε µία µίξη των δύο, x̃ = ϸ ∗x + (1 − ϸ)∗ x̂. Εποµένως, ο όρος κανονικοποίησης
για την ανάθεση ποινής σε παραγώγους νόρµας µεγαλύτερης της µονάδας, θα είναι:

regGP =
(∥∥∥∇ ~θCC (x̃; x̃)

∥∥∥
2 − 1

)2
(3.23)

και άρα οι συναρτήσεις κόστους τις οποίες προσπαθούν να ελαχιστοποιήσουν τα δύο
νευρωνικά δίκτυα ενός GAN το οποίο εκπαιδεύεται µε συνάρτηση κόστους Wasserstein
και Gradient Penalty (WGAN+GP), θα είναι:

JC
(
~θC, ~θG

)
= −

1
m

m∑
i=1

[
C

(
x (i); ~θC

)]
+

1
m

m∑
i=1

[
C

(
G

(
~z(i); ~θG

)
; ~θC

)]
+ λGP ∗ regGP (3.24)
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(
ϸ ∗ x + (1 − ϸ) ∗ x̂; ~θC

)∥∥∥∥
2
− 1

)2
] (3.25)

≈ −Ex∼pdata [C (x)] + Ez∼pprior [C (G (z))] + λGP ∗ Ex̃∼px̃
[
(‖∇x̃C (x̃)‖2 − 1)2

]
(3.26)

για τον Discriminator, µε λGP να είναι συντελεστής βαρύτητας του κανονικοποιητή, ο
οποίος στο [71] είχε τεθεί στη σταθερή τιµή λGP = 10.0. Για τον Generator δεν υπάρχει
κάποια αλλαγή και άρα και εδώ θα είναι:

JG
(
~θG, ~θc

)
= −

1
m

m∑
i=1

[
C

(
G

(
~z(i); ~θG

)
; ~θC

)]
(3.27)

≈ −Ez∼pprior [C (G (z))] (3.28)

Όπως φαίνεται, η µέθοδος αυτή δεν επιβάλλει τη συνθήκη συνέχειας κατά 1-Lipschitz,
απλώς ενθαρρύνει τις παραγώγους να µην αποµακρύνονται από τη µονάδα, ή σωστότερα
να µην µεταβάλλονται πολύ σε σχέση µε τη µεταβολή της εικόνας στην είσοδο. Ωστόσο,
αυτή η µέθοδος έχει αποδειχτεί στο παραπάνω άρθρο ότι δουλεύει καλά και κυρίως
πολύ καλύτερα από τη µέθοδο Ψαλιδισµού Βαρών. Βασικό µειονέκτηµα της µεθόδους
είναι η καθυστέρηση που εισάγει ο πρόσθετος υπολογισµός παραγώγων και παρεµβολών.
Τέλος, και για λόγους πληρότητας, παρουσιάζεται στην επόµενη παράγραφο µια ακόµη
µέθοδος για επιβολή ποινής σε απότοµες µεταβολές των παραµέτρων του Discriminator,
η οποία επίσης έχει δοκιµαστεί κατά την εκπαίδευση των µοντέλων GANs της παρούσας
εργασίας.

Ενθάρρυνση συνθήκης συνέχειας κατά Lipschitz µε Κανονικοποίηση Φάσµατος
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Η κανονικοποίηση φάσµατος ενός πίνακα βαρών είναι κάτι που είχε αρχικά χρησιµο-
ποιηθεί από τον Miyato et al. το 2017 για αύξηση της ικανότητας γενίκευσης βαθιών
νευρωνικών δικτύων [85]. Προχωρώντας ένα βήµα περαιτέρω, οι συγγραφείς εφάρµοσαν
ένα χρόνο αργότερα Κανονικοποίηση Φάσµατος στα βάρη συγκεκριµένων συνλεκτικών
στρώσεων του Discriminator ενός GAN, προκειµένου να ενθαρρύνουν κατά αυτόν τον
τρόπο τον Discriminator να ικανοποιεί τη συνθήκη συνέχειας κατά Lipschitz κάποιας
σταθεράς K ≥ 1 και έτσι να σταθεροποιήσουν την εκπαίδευσή του [96]. Οι συγγραφείς
µελέτησαν τη συµπεριφορά του µοντέλου που ανέπτυξαν, Spectral-Normalized GAN (SN-
GAN), όχι µόνο κατά την εκπαίδευση µε συνάρτηση κόστους Wasserstein αλλά και µε
συνάρτηση κόστους Ελαχίστων Τετραγώνων και διαπίστωσαν πως η Κανονικοποίηση
Φάσµατος στον Discriminator οδηγεί σε πιο σταθερή εκπαίδευση µε καλύτερα αποτε-
λέσµατα σε αµφότερες τις περιπτώσεις - κάτι που µπορούµε να επιβεβαιώσουµε και
εµείς στα µοντέλα που εκπαιδεύσαµε και στα οποία έγινε χρήση της Κανονικοποίησης
Φάσµατος.

Από µαθηµατικής σκοπιάς, το φάσµα ενός πίνακα, W , σ(W ), είναι το σύνολο όλων των
ιδιοτιµών του (εάν πρόκειται για τετραγωνικό πίνακα) ή των ιδιάζουσων τιµών6 του
(για µη-τετραγωνικό πίνακα). Επιπρόσθετα, η φασµατική (ή τελεστική) νόρµα του πίνακα
W , ‖W ‖2, είναι η τετραγωνική ρίζα της µέγιστης ιδιάζουσας τιµής αυτού, δηλαδή για τη
φασµατική νόρµα θα ισχύει [117]:

‖W ‖2 = max
{√
λ : λ ∈ σ

(
W TW

)}
(3.29)

Στα νευρωνικά δίκτυα, ο πίνακας W αντιπροσωπεύει έναν πίνακα βαρών κάποιας
στρώσης σε ένα ΤΝ∆. Για την εφαρµογή της Φασµατικής Κανονικοποίησης πρέπει κάθε
τιµή του πίνακα να διαιρεθεί µε τη φασµατική του νόρµα. Ως αποτέλεσµα, ο φασµατικά
κανονικοποιηµένος πίνακας,WSN , µπορεί να εκφραστεί ως:

WSN =
W

‖W ‖2
(3.30)

6Οι ιδιάζουσες τιµές ενός πίνακα προκύπτουν από την Παραγοντοποίηση Ιδιάζουσων Τιµών (Singular
Value Decomposition - SVD). Η SVD είναι µια γενίκευση της Παραγοντοποίησης Ιδιοτιµών, δηλαδή της
γραφής ενός πίνακα ως γινόµενο πινάκων που περιέχουν τα ιδιοδιανύσµατα και τις ιδιοτιµές του (κανονική
µορφή). Η γενίκευση έγκειται στο ότι η SVD πρώτα «τετραγωνοποιεί» έναν πίνακα µε πολλαπλασιασµό µε
τον ανάστροφό του και κατόπιν βρίσκει τα ιδιοδιανύσµατα και τις ιδιοτιµές του γινοµένου - αυτά λέγονται
ιδιάζοντα διανύσµατα και ιδιάζουσες τιµές αντίστοιχα. Έτσι η SVD για έναν πίνακαW , θα είναι:W = UΣV T ,
όπου U, V ορθοκανονικοί πίνακες και Σ διαγώνιος πίνακας µε τις ιδιάζουσες τιµές.
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Στην πράξη, ο υπολογισµός της SVD του πίνακα W , προκειµένου να υπολογιστεί η
φασµατική του νόρµα, είναι αρκετά υπολογιστικά απαιτητική διαδικασία, και γι΄ αυτό
οι συγγραφείς του SN-GAN [96] δοκίµασαν µια προσεγγιστική λύση: προσέγγισαν τη
µέγιστη ιδιάζουσα τιµή και τα αριστερά και δεξιά ιδιάζοντα διανύσµατα της SVD, ũ και ṽ
αντίστοιχα, µε µία παραλλαγή της επαναληπτικής µεθόδου δύναµης7. Πιο συγκεκριµένα,
πρότειναν την επαναληπτική προσέγγιση της φασµατική νόρµας ενός πίνακα βαρών, W ,
ως εξής:

ũ B
W T ũ

‖W T ũ‖2
(3.31)

ṽ B
W T ṽ

‖W T ṽ‖2
(3.32)

‖W ‖2 ≈ ũ
TWṽ (3.33)

όπου ‖·‖2 είναι η L2 (Ευκλείδεια) νόρµα ενός διανύσµατος, ενώοι συγγραφείς βρήκαν «πως
µία επανάληψη αρκεί για ικανοποιητική προσέγγιση» της φασµατικής νόρµας.

Αυτό που αποδεικνύεται στην ανάλυση των συγγραφέων στο [96] είναι ότι η εφαρµογή της
Φασµατικής Κανονικοποίησης στις τελευταίες συνελικτικές στρώσεις του Discriminator
ισοδυναµεί µε την επιβολή ποινής στα πρώτα ιδιάζουσα στοιχεία (singular components)
του πίνακα βαρών µε προσαρµοζόµενο συντελεστή, ο οποίος αποτρέπει το στηλοχώρο
του πίνακα W από το να επικεντρώνεται σε µία συγκεκριµένη κατεύθυνση µεταβολής
(µέσω των αλγορίθµων βελτιστοποίησης που στα GANs συνήθως «κοιτούν» µόνο την
πρώτη παράγωγο) κατά τη διάρκεια της εκπαίδευσης. Αυτό έχει οδηγήσει σε πιο σταθερή
και εύρωστη εκπαίδευση ειδικά των πιο πολύπλοκων µοντέλων, ενώ στις περισσότερες
περιπτώσεις οδήγησε και σε καλύτερα παραγόµενα αποτελέσµατα. Όπως γίνεται αντιλη-
πτό από τις παραγόµενες εικόνες στο σχήµα 27, η Φασµατική Κανονικοποίηση υπερέχει
σε ότι αφορά την ευστάθεια της εκπαίδευσης για ποικίλες ρυθµίσεις και παραλλαγές
των µοντέλων. Τέλος, για λόγους πληρότητας είναι σκόπιµο να αναφερθεί ότι παρόλο
που κάποιες συναρτήσεις κόστους ή κάποιες τεχνικές, όπως αυτή, έχουν καλύτερη
θεωρητική υποστήριξη και ιδιότητες από κάποιες άλλες, στην πράξη έχει αποδειχτεί ότι
διαφορετικές συναρτήσεις κόστους (και κανονικοποιήσεις αυτών) αποδίδουν καλύτερα

7Στην αριθµητική ανάλυση, η µέθοδος δύναµης (power method) χρησιµοποιείται για την εύρεση της
µεγαλύτερης ιδιοτιµής ενός πίνακα, έστω A. Η µέθοδος δύναµης µπορεί να αναπαρασταθεί από τις σχέσεις
[26]: ~vp = A ~up και ~up+1 = ~vp/max(~vp) για p = 0,1,2, ..., A = W TW , ~v0 αρχική προσέγγιση του ιδιοδιανύσµατος
του A και ~u0 ∼ N

(~0, I). Η προσέγγιση της µέγιστης ιδιοτιµής είναι το µέγιστο στοιχείο του ~v και η
επαναληπτική διαδικασία τερµατίζει όταν η διαφορά µεταξύ διαδοχικών µέγιστων τιµών είναι µικρή.
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Σχήµα 27: Σύγκριση των παραγόµενων εικόνων έξι (6) παραλλαγών (κυρίως ως προς τις πα-

ραµέτρους του αλγόριθµου βελτιστοποίησης) ενός µοντέλου GAN για διαφορετικές τεχνικές

κανονικοποίησης: στην πρώτη γραµµή χρησιµοποιείται συνάρτηση κόστους Wasserstein και κα-

νονικοποίησης Ποινής Παραγώγων, στη δεύτερη χρησιµοποιείται συνάρτηση κόστους Ελαχίστων

Τετραγώνων µε κανονικοποίησηΑπόσβεσηςΒαρών (Weight Decay) και στην τρίτη χρησιµοποιείται

επίσης συνάρτηση κόστους Ελαχίστων Τετραγώνων µε Φασµατική Κανονικοποίηση στις τελευτα-

ίες στρώσεις του Discriminator (η συνάρτηση κόστους δεν αλλάζει).

Πηγή: «Spectral Normalization for Generative Adversarial Networks», Miyato et al., 2018 [96]

ή χειρότερα µεταξύ διαφορετικών µοντέλων, αλλά ακόµη και στο ίδιο µοντέλο µεταξύ
διαφορετικών συνόλων δεδοµένων εκπαίδευσης.
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3.2 Υπο-συνθήκη Παραγωγή και Ελεγξιµότητα

Τα µοντέλα τα οποία συζητήθηκαν έως τώρα ήταν στην πλειονότητά τους µοντέλα
GANs τα οποία προσπαθούσαν απλώς να µιµηθούν εικόνες από το σύνολο εκπαίδευσης,
δηλαδή εκπαιδεύονταν χωρίς επίβλεψη (unsupervised training). Στις δύο υποενότητες
που ακολουθούν, θα παρουσιάσουµε µοντέλα τα οποία εκπαιδεύονται µε επίβλεψη (su-
pervised training) προκειµένου να µάθουν δεσµευµένες πιθανοτικές κατανοµές, µε τη
συνθήκη να είναι άλλοτε η τάξη που θέλουµε να ανήκει µια παραγόµενη εικόνα και άλλοτε
συγκεκριµένα (οπτικά) χαρακτηριστικά που θέλουµε αυτή να έχει. Σκοπός αυτών των
υποενοτήτων είναι να φέρουν τον αναγνώστη ένα βήµα πιο κοντά στα GANs του πραγµα-
τικού κόσµου, όπου στις περισσότερες περιπτώσεις δεν αρκεί η δυνατότητα παραγωγής
ρεαλιστικών εικόνων που µιµούνται ένα σύνολο εκπαίδευσης, αλλά απαιτείται αυτό να
γίνεται ελεγχόµενα.

Στην παραγωγή χωρίς συνθήκη, το GAN εκπαιδεύεται λαµβάνοντας τυχαίο θόρυβο στην
είσοδο του Generator και µια οµάδα είτε τεχνητών ή πραγµατικών εικόνων στην είσοδο
του Discriminator. Έτσι, εάν επιθυµούµε την παραγωγή ρεαλιστικών εικόνων από µια
συγκεκριµένη τάξη ή µε συγκεκριµένα χαρακτηριστικά, πρέπει να δοκιµάζουµε (evaluate)
τον Generator µε διαφορετικές τυχαίες εισόδους έως ότου (από τύχη) λάβουµε µια εικόνα
στην έξοδό του µε τα επιθυµητά χαρακτηριστικά. Προς τον σκοπό αυτό, αφιερώνουµε
αυτήν την ενότητα, όπου θα αναλύσουµε τεχνικές τόσο για παραγωγή εικόνων από
συγκεκριµένη τάξη όσο και για την ελεγξιµότητα στην παραγωγή εικόνων µε στόχο την
ύπαρξη συγκεκριµένων χαρακτηριστικών.

Υπο-συνθήκη Παραγωγή Εικόνων

Ξεκινώντας µε την Υπο-συνθήκη Παραγωγή (Conditional Generation), τόσο κατά τη φάση
εκπαίδευσης όσο και κατά τη φάση της δοκιµής ο Generator λαµβάνει εκτός από το διάνυ-
σµα τυχαίου θορύβου και πληροφορία για την τάξη της εικόνας που καλείται να παράγει.
Αντίστοιχα, ο Discriminator εκτός από µία οµάδα εικόνων και τις ετικέτες µε την τάξη
που αντιστοιχούν στη κάθε µία. Εποµένως, σε αυτήν την περίπτωση απαιτείται η ύπαρξη
επισηµασµένου (annotated) συνόλου δεδοµένων προκειµένου να γίνει η εκπαίδευση του
GAN.
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Conditional GAN (CGAN)

Η υπο-συνθήκη παραγωγή στα πλαίσια των GANs, ξεκινώντας από τον Mirza et al. και
το µοντέλο Conditional GAN (CGAN) [32], επέτρεψε την παραγωγή δειγµάτων από οποια-
δήποτε τάξη ή ετικέτα των δεδοµένων - εφόσον αυτή έχει «εκπροσωπηθεί» ικανοποιητι-
κά στοσύνολοδεδοµένων εκπαίδευσης. Ο τρόποςπουπροτάθηκεστο [32] προκειµένου να
δίνεται η πληροφορία της τάξης/ετικέτας τόσο στον Generator όσο και στον Discriminator
είναι χρησιµοποιώντας τα λεγόµενα διανύσµατα one-hot.

Έτσι, στην περίπτωση του Generator, µαζί µε το τυχαίο διάνυσµα στην είσοδό του δίνεται
(συνενωµένο) και ένα διάνυσµα µήκους ίσου µε τον αριθµό των διαφορετικών τάξε-
ων/ετικετών του συνόλου εκπαίδευσης µε όλα τα στοιχεία µηδενικά πλην ενός, αυτού
που αντιστοιχεί στην τάξη που επιθυµούµε να ανήκει η παραγόµενη εικόνα, που είναι
µονάδα. Ο λόγος που παραµένει και το διάνυσµα τυχαίου (γκαουσιανού συνήθως) θορύβου
στην είσοδο, είναι διότι κατ΄ αυτόν τον τρόπο υπάρχει κάποια τυχαιότητα και άρα κάποια
ποικιλοµορφία στα δείγµατα που παράγονται από τη συγκεκριµένη τάξη. Αυτό όµως που
εξασφαλίζει ότι πράγµατι ο Generator εκπαιδεύεται για να παράγει δείγµατα από τη
συγκεκριµένη τάξη που περιγράφεται στο one-hot διάνυσµα στην είσοδό του, είναι το ότι
αντίστοιχη πληροφορία για την τάξη δίνεται και στον Discriminator, όπως απεικονίζεται
στο σχήµα 28 παρακάτω. Στα πλαίσια της Παραγωγικής Μοντελοποίησης εικόνων, η
συνθήκη της τάξης δίνεται στον Discriminator ως ένας one-hot πίνακας, δηλαδή ένας τρισ-
διάστατος πίνακας ίδιου πλάτους και µήκους µε τις πραγµατικές εικόνες αλλά µε βάθος
(ή αριθµό καναλιών) όσο και οι διαφορετικές τάξεις/ετικέτες του συνόλου εκπαίδευσης.
Όλα αυτά τα κανάλια περιέχουν µηδενικές τιµές πλην ενός, αυτού που αντιστοιχεί στην
ετικέτα της εικόνας εισόδου το οποίο έχει µονάδες. Έτσι, όπως απεικονίζεται στο σχήµα,
στον Generator δίνεται το τυχαίο διάνυσµα, ~z καθώς και το διάνυσµα one-hot της τάξης.
Αντίστοιχα στον Discriminator τα κανάλια (3 για έγχρωµες εικόνες, 1 για ασπρόµαυρες)
της εικόνας εισόδους συνενώνονται µε τα one-hot κανάλια της τάξης. Αυτό οδηγεί τον
Generator να µάθει να παράγει εικόνες που ανήκουν στην επιθυµητή τάξη των δεδοµένων
εκπαίδευσης.

Τέλος, στο σχήµα 29, που ακολουθεί φαίνονται παραγωγές του µοντέλου CGAN για κάθε
µία από τις 10 διαφορετικές ετικέτες του συνόλου εκπαίδευσης χειρόγραφων ψηφίων
του MNIST. Στις παραχθείσες εικόνες της κάθε γραµµής του σχήµατος, ο Generator
λάµβανε στην είσοδό του το ίδιο διάνυσµα one-hot συνενωµένο µε διάνυσµα γκαουσιανού
τυχαίου θορύβου. Έτσι οι εικόνες της κάθε γραµµής έχουν παραχθεί υπο-συνθήκη την
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Discriminator

Generator

Σχήµα 28: Τρόπος εµβύθισης της πληροφορίας της τάξης ή της ετικέτας στον Generator και

Discriminator του Conditional GAN.

Πηγή: Ανακατασκευή από «Conditional Generative Adversarial Nets», Mirza et al., 2014 [32]

εµβύθιση της ετικέτας του αντίστοιχου ψηφίου.

Σχήµα 29: Παραγωγές του µοντέλου Conditional GAN (CGAN) το οποίο έχει εκπαιδευτεί στο

σύνολο δεδοµένων χειρόγραφων ψηφίων του MNIST.

Πηγή: «Conditional Generative Adversarial Nets», Mirza et al., 2014 [32]
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Ελέγξιµη Παραγωγή

Μία εναλλακτική µέθοδος ελέγχου των παραγόµενων δειγµάτων ενός GAN είναι αυτός
να γίνει λιγότερο κατά τη διάρκεια και κυρίαρχα µετά το πέρας της εκπαίδευσης των
Παραγωγικών Μοντέλων, κάτι που γενικά ονοµάζεται Ελέγξιµη Παραγωγή (Controllable
Generation). Η παραγωγή υπο-συνθήκη κάνει χρήση των ετικετών του συνόλου δεδοµένων
εκπαίδευσηςπροκειµένου ταπαραχθένταδείγµατα να ανήκουν σε κάποια επιθυµητή τάξη.
Η ελέγξιµη παραγωγή από την άλλη, εστιάζει στον έλεγχο των χαρακτηριστικών που
είναι επιθυµητό να βρίσκονται στα παραχθέντα δείγµατα, κάτι που γίνεται ακόµη και µετά
το πέρας της εκπαίδευσης ενός GAN. Σε ένα ήδη εκπαιδευµένο GAN, για παράδειγµα, η
ελέγξιµη παραγωγή ισοδυναµεί µε την εύρεση εκείνης της εισόδου από τον λανθάνοντα
χώρο του Generator - ο οποίος ονοµάζεται και χώρος-z (z-space) - που οδηγεί στην
παραγωγή εικόνων µε συγκεκριµένα χαρακτηριστικά.

Η ελέγξιµη παραγωγή στα GANs εστιάζεται στην τροποποίηση συγκεκριµένων οπτικών
χαρακτηριστικών της εξόδου ενός Generator. Στο σχήµα 30 παρακάτω, για παράδειγµα, οι
συγγραφείς του άρθρου «Interpreting the Latent Space of GANs for Semantic Face Editing»
[108], αναζήτησαν µέσω ενός πρόσθετου νευρωνικού δικτύου τις εισόδους εκείνες ενός
προ-εκπαιδευµένου Generator που αλλάζουν σε µία αρχική παραγωγή ορισµένα επιθυ-
µητά οπτικά χαρακτηριστικά, όπως η ηλικία, το φύλο, η πόζα κ.α. Σηµαντικό σηµείο
υπενθύµισης είναι ότι η εκπαίδευση του µοντέλου που χρησιµοποιήθηκε (PGGAN - βλ.
υποενότητα 4.1.2 του επόµενου κεφαλαίου) είχε ολοκληρωθεί και ύστερα γίνονταν αυτή
η «αναζήτηση» στον z-χώρο της εισόδου του Generator. Συγκεκριµένα, οι συγγραφείς
άλλαζαν τους λανθάνοντες «κωδικούς», όπως τους ονόµασαν, στην είσοδο ενός καλά
εκπαιδευµένου µοντέλου GAN. Η πρώτη στήλη του παρακάτω σχήµατος φαίνεται η
αρχική σύνθεση από το µοντέλο PGGAN, ενώ κάθε µία από τις άλλες στήλες φαίνονται
τα αποτελέσµατα του ελέγχου ενός συγκεκριµένου χαρακτηριστικού.

Εποµένως, σε αντίθεση µε την Υπο-συνθήκη Παραγωγή, η Ελέγξιµη δεν απαιτεί επιση-
µασµένα σύνολα δεδοµένων εκπαίδευσης. Έτσι, ενώ στην πρώτη µπορούµε απλώς να
παράγουµε από ένα εκπαιδευµένο GAN εικόνες από µία τάξη, στη δεύτερη µπορούµε να
παράγουµε που έχουν περισσότερο ή λιγότερο από κάποια επιθυµητά χαρακτηριστικά.
Μία πρόσθετη διαφοροποίηση, είναι ότι για την υπο-συνθήκη παραγωγή απαιτείται υπο-
συνθήκη εκπαίδευση, δηλαδή συνένωση της εισόδου των δικτύων ενός GAN µε δια-
νύσµατα ή πίνακες που αντιπροσωπεύουν τη ζητούµενη τάξη, ενώ η ελεγξιµότητα της
παραγωγής έγκειται απλώς στον χειρισµό των διανυσµάτων στον z-χώρο.
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Αρχική                               Ηλικία                   Ύπαρξη Γυαλιών                   Φύλο                    Πόζα Προσώπου

Σχήµα 30: Τροποποίηση ποικίλων χαρακτηριστικών του προσώπου µέσω της µεταβολής των

στοιχείων της εισόδου του Generator.

Πηγή: «Interpreting the Latent Space of GANs for Semantic Face Editing», Shen et al., 2019 [108]

Όσο απλή και να φαίνεται ως ιδέα και ως τεχνική, η Ελεγξιµότητα στην παραγωγή δεν
είναι εύκολη ούτε δεδοµένη. Αυτό, σύµφωνα µε τους συγγραφείς των [48] και [108],
οφείλεται σε δύο βασικούς λόγους: στη συσχέτιση (correlation) µεταξύ των οπτικών
χαρακτηριστικών στον χώρο των εικόνων εξόδου και στο ότι ο z-χώρος εισόδου είναι
µπερδεµένος entangled. Επεξηγώντας, όταν διαφορετικά χαρακτηριστικά στον χώρο
εξόδου έχουν υψηλή συσχέτιση µεταξύ τους, γίνεται αρκετά δύσκολο να ελέγξει κανείς το
ένα χωρίς να επηρεάσει το άλλο (όπως π.χ. στην περίπτωση του φύλου και της ύπαρξης
γενειάδας).

Επιπρόσθετα, πολλές φορές ο z-χώρος που µαθαίνει ένας noise-to-image Generator8

είναι µπερδεµένος entangled, µε την έννοια ότι διαφορετικές κατευθύνσεις (άξονες)
στον χώρο αυτό δεν αντιστοιχούν σε διαφορετικά χαρακτηριστικά στον χώρο εξόδου.
Πρακτικά, αλλάζοντας τα ένα στοιχείο του τυχαίου διανύσµατος ενός µπερδεµένου z-
χώρου, ενώ θα θέλαµε στην έξοδο του εκπαιδευµένου Generator να αλλάζει ένα χαρακτη-
ριστικό, αλλάζουν περισσότερα από ένα και µάλιστα όχι µόνον αυτά που έχουν συσχέτιση

8Στα αρχικά µοντέλαGANs, αλλά και σε κάποια από τα πιο σύγχρονα και εξελιγµένα, ο Generator λαµβάνει
ένα τυχαίο διάνυσµα στην είσοδό του και καλείται να παράξει µια ρεαλιστική εικόνα. Αυτού του τύπου οι
Generators αλλά και γενικότερα ηΠαραγωγικήΜοντελοποίηση ονοµάζεται noise-to-image, σε αντιδιαστολή
µε άλλους τύπους όπως π.χ. η παραγωγή ή µετασχηµατισµός εικόνας-σε-εικόνα (image-to-image transform)
στην οποία η είσοδος ή συνθήκη στον Generator είναι µια εικόνα στην οποία καλείται να κάνει ένα σύνολο
ρεαλιστικών µετασχηµατισµών.
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µεταξύ τους. Όταν συµβαίνει αυτό η υψηλής-ποιότητας (βλ. σχήµα 30) ελέγξιµη παραγωγή
καθίσταται αδύνατη, ενώ για να µη συµβεί αυτό έχουν προταθεί διάφορες τεχνικές, από
αύξηση της διάστασης του διανύσµατος και προσθήκη κανονικοποιητών στη συνάρτηση
κόστους, έως και τη προσθήκη ολόκληρων ΤΝ∆ (όπως στο StyleGAN - βλ. υποενότητα
4.1.3 του επόµενου κεφαλαίου) για µετασχηµατισµό του αρχικού µπερδεµένου z-χώρου
σε ένα µη-µπερδεµένο (disentangled) ο οποίος χρησιµοποιείται ως χώρος εισόδου του
Generator.

Σχετική τεχνική µε την ελεγξιµότητα στην παραγωγή από έναν εκπαιδευµένο Gene-
rator είναι και αυτή της παρεµβολής (interpolation) µεταξύ παραγωγών. Η παρεµβολή
χρησιµοποιείται για την παραγωγή ενδιάµεσων δειγµάτων µεταξύ δύο παραγωγών. Πιο
συγκεκριµένα, εφόσον έχουµε το διάνυσµα στον λανθάνοντα χώρο για κάθε µία από τις
δύοπαραγωγές, έστω ~z1 και ~z2, µπορούµε εφαρµόζοντας γραµµική παρεµβολή να πάρουµε
ένα ή περισσότερα σηµεία του διανύσµατος ~z1 − ~z2, να τροφοδοτήσουµε τον Generator µε
αυτά για να πάρουµε ενδιάµεσες παραγωγές, στις οποίες (τουλάχιστον θεωρητικά) θα
υπάρχει οµαλή µετάβαση των χαρακτηριστικών από την αρχική έως την τελική εικόνα.
Η διαφορά µεταξύ των δύο διανυσµάτων είναι η κατεύθυνση στο z-χώρο που πρέπει να
κινηθούµε για να ελέγξουµε την παραγωγή, κάτι που απεικονίζεται για τον Generator του
µοντέλου InfoGAN [48] στο σχήµα 31 παρακάτω. Επέκταση αυτής της ιδέας, είναι η χρήση
ενός προ-εκπαιδευµένου ταξινοµητή αναγνώρισης των επιθυµητών χαρακτηριστικών για
εύρεση της κατεύθυνσης αναζήτησης: κρατώντας «παγωµένα» τόσο τονGenerator όσο και
τον εξωτερικό ταξινοµητή, µεταβάλλουµε το διάνυσµα εισόδου, ~z, στην κατεύθυνση των
παραγώγων (gradient ascent) της πιθανότητας ύπαρξης ενός χαρακτηριστικού ως προς
την είσοδο του Generator (αυτή η τεχνική χρησιµοποιήθηκε από του συγγραφείς του [108]
στο σχήµα 30).
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(α) Περιστροφή (β) Αλλαγή πλάτους

Σχήµα 31: Παρεµβολές µεταξύ αρχικών (αριστερά) και τελικών (δεξιά) εικόνων ενός συνόλου

δεδοµένων 3D καρεκλών. Παρατηρούµε, ότι επειδή το GAN έχει εκπαιδευτεί να ξεµπερδεύει

(disentangle) τον λανθάνοντα χώρο του, οι παρεµβολές αλλάζουν ένα χαρακτηριστικό της εικόνας

εξόδου (εδώ είναι η περιστροφή στις αριστερά εικόνες και το πλάτος στις δεξιά).

Πηγή: «InfoGAN: Interpretable Representation Learning by Information Maximizing Generative Adver-

sarial Nets», Chen et al., 2016 [48]

3.3 Προκλήσεις για Ευσταθή Εκπαίδευση

Η παρούσα ενότητα αφιερώνεται σε µία σύντοµή παράθεση δυσκολιών και προκλήσεων
για επιτυχηµένη εκπαίδευση GANs, µε έµφαση να δίνεται στο πως αυτή σταθεροποιείται
για τη µεγάλη χρονική διάρκεια που συνήθως απαιτείται για καλά αποτελέσµατα. Η
πιο σηµαντική πρόκληση που καλείται να αντιµετωπίσει ο σχεδιαστής ενός GAN για
ΠαραγωγικήΜοντελοποίηση εικόνων είναι η αξιολόγηση τωνπαραχθέντωνδειγµάτωνµε
τρόπο συστηµατικό και ερµηνεύσιµο. Ωστόσο, αυτό είναι τόσο κοµβικό που αφιερώνουµε
την επόµενη ενότητα σε τεχνικές αξιολόγησης εικόνων που παράγονται από GANs. Σε
αυτήν την ενότητα, θα αναλύσουµε τρεις βασικές προκλήσεις και προτάσεις για την
αντιµετώπισή τους: το πρόβληµα της Συρρίκνωσης Ρυθµών ή το αντίθετο της, την υπερ-
γενίκευση ή υπερ-ρεαλισµό, την ύπαρξη πόλωσης καθώς και τρίτον, την (πολύ) αργή
σύγκλιση και εκπαίδευση µοντέλων GANs.

Συρρίκνωση Ρυθµών και Υπερ-ρεαλισµός

Τι προκαλεί τη Συρρίκνωση Ρυθµών

Όπως αναφέρθηκε και σε προηγούµενες υποενότητες, η εκπαίδευση του Generator µε
στόχο να αυξήσει τη συνάρτηση κόστους του Discriminator πολλές φορές τον οδηγεί
στην εκµάθηση των χαρακτηριστικών µιας τάξης των δεδοµένων, που πιθανόν είναι
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πιο εύκολο να απεικονιστούν. Οι σχεδιαστές και χρήστες όµως ενός τέτοιου µοντέλου
αναµένουν ότι ένας Generator πού έχει ικανά αιχµαλωτίσει τη δοµή της δοµής της
πιθανοτικής κατανοµής των δεδοµένων εκπαίδευσης, θα µπορεί να παράγει δείγµατα όχι
µόνο ρεαλιστικά αλλά και µε ποικιλοµορφία. Όπως φαίνεται και στο σχήµα 32 παρακάτω,
ένα GAN το οποίο υποφέρει από Συρρίκνωση Ρυθµών πρακτικά δεν είναι χρήσιµο, καθώς
οι έξοδοι του Generator δεν µπορούν να χρησιµοποιηθούν για καµία πρακτικά χρήσιµη
εφαρµογή.

(α) Χωρίς Συρρίκνωση Ρυθµών (β) Με Συρρίκνωση Ρυθµών

Σχήµα 32: Παραγωγές από δύο διαφορετικά µοντέλα GAN, αµφότερα τα οποία έχουν εκπαιδευ-

τεί στο σύνολο δεδοµένων χειρόγραφων ψηφίων του MNIST. Στο αριστερά (Unrolled GAN) η

εκπαίδευση έχει ολοκληρωθεί εύρωστα και µε επιτυχία. Στο δεξιά (DCGAN), υπάρχει έντονο το

φαινόµενο Συρρίκνωσης Ρυθµών µε αποτέλεσµα ο Generator να έχει φτάσει στο λεγόµενο σηµείο

«τερµατισµού εκπαίδευσης» (end of training).

Πηγή: «Unrolled Generative Adversarial Networks», Metz et al., 2016 [57]

Πως όµως προκαλείται η Συρρίκνωση Ρυθµών κατά την εκπαίδευση ενός GAN; Η απάντη-
ση περιγράφεται µε ωραίο τρόπο στο [125] και έχει ως εξής:
Εάν ο Generator αρχίσει να παράγει την ίδια έξοδο (ή ένα µικρό σύνολο εξόδων) ξανά
και ξανά, η καλύτερη στρατηγική του Discriminator είναι να µάθει να απορρίπτει πάντα
αυτήν την έξοδο. Αλλά εάν η επόµενη επανάληψη (update) του Discriminator «κολλήσει»
σε τοπικό ελάχιστο της συνάρτησης κόστους και δεν βρει την καλύτερη στρατηγική, τότε
είναι πολύ εύκολο για την επόµενη επανάληψη του Generator να βρει την πιο πιθανή έξοδο
για τον τρέχοντα Discriminator. Κάθε επανάληψη του Generator υπερ-βελτιστοποιείται
(over-fitted) για τον συγκεκριµένο Discriminator και ο Discriminator δεν καταφέρνει ποτέ
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να µάθει την έξοδο από αυτό το τοπικό ελάχιστο. Ως αποτέλεσµα, οι παραγωγές του
Generator περιστρέφονται µέσα σε ένα µικρό σύνολο διακριτών δειγµάτων, κάτι που
οδηγεί σε Συρρίκνωση Ρυθµών και τελικά στον τερµατισµό της εκπαίδευσης.

Αντιµετώπιση της Συρρίκνωσης Ρυθµών

Για την αντιµετώπιση αυτού του φαινοµένου κατά την εκπαίδευση των GANs έχουν
προταθεί διάφορες µέθοδοι, κάποιες από τις οποίες αναφέρονται ακολούθως. Αρχικά,
όπως αναφέρθηκε η χρήση συνάρτηση κόστους χωρίς περιοχές κορεσµού, δηλαδή συ-
ναρτήσεις κόστους όπως Ελαχίστων Τετραγώνων ή Wasserstein, επιλύουν το πρόβληµα
της εξαφάνισης παραγώγων (vanishing gradients) της συνάρτησης κόστους και βοηθούν
σηµαντικά µε το πρόβληµα της Συρρίκνωσης Ρυθµών. Συγκεκριµένα, άρθρα όπως το [116]
συνιστούν πως η χρήση συνάρτησης κόστους Ελαχίστων Τετραγώνων σε συνδυασµό µε
Φασµατική Κανονικοποίηση οδηγεί σε εύρωστη εκπαίδευση µε ικανοποιητική ποιότητα
και ποικιλοµορφία στα παραχθέντα δείγµατα.

΄Αλλες προσπάθειες, όπως τα Unrolled GANs [57], χρησιµοποιούν µια συνάρτηση κόστους
του Generator που ενσωµατώνει όχι µόνο τις τρέχουσες εξόδους του Discriminator, αλλά
και αυτές των επόµενων εκδόσεων ή επαναλήψεων του Discriminator. Έτσι, ο Generator
δεν µπορεί να υπερ-βελτιστοποιηθεί για µία έκδοση του Discriminator µε αποτέλεσµα να
µειώνεται έως και να εξαλείφεται η Συρρίκνωση Ρυθµών. Τέλος, όπως θα αναφερθεί πιο
εκτενώςκατά τηνπαρουσίαση τουStyleGAN (βλ. υποενότητα4.1.3) έχουνπροταθεί διάφο-
ρες ενδιάµεσες στρώσεις στο δίκτυο του Discriminator οι οποίες υπολογίζουν την τυπική
απόκλιση των εικόνων της κάθε οµάδας (batch) και τη συνενώνουν σαν ένα πρόσθετο
κανάλι στην έξοδο συνελικτικών στρώσεων. Κατ΄ αυτόν τον τρόπο, ο Discriminator µαθα-
ίνει να συνυπολογίζει και αυτόν τον παράγοντα προκειµένου να ταξινοµήσει σωστότερα
τις εικόνες, ενώ ο Generator µαθαίνει να παράγει οµάδες εικόνων µε ποικιλοµορφία,
βοηθώντας έτσι και στη Συρρίκνωση Ρυθµών.

Υπερ-ρεαλισµός

Για λόγους πληρότητας, αναφέρουµε στην παρούσα παράγραφο το θέµα του υπερ-
ρεαλισµού που πρόσφατα αναδείχθηκε κατά την εκπαίδευση GANs. Πρόκειται για την
περίπτωση που ο Generator έχει ικανή χωρητικότητα (capacity) για να αιχµαλωτίσει
πλήρως την πιθανοτική κατανοµή των δεδοµένων εκπαίδευσης και εκτός αυτού να είναι
σε θέση να παράγει ρεαλιστικές εικόνες που δεν θα µπορούσαν όµως να ανήκουν στο
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σύνολο δεδοµένων εκπαίδευσης. Όπωςφαίνεται για παράδειγµα στο σχήµα 33 παρακάτω,
οι εικόνες πλην της τελευταίας επιδεικνύουν έντονο ρεαλισµό. Ωστόσο, λόγω της πολύ
υψηλής χωρητικότητας του Generator, το µοντέλο παρήγαγε και εικόνες που αν και
περιέχουν ρεαλιστικά χαρακτηριστικά δεν θα µπορούσαν ποτέ να βρίσκονται στο σύνολο
εκπαίδευσης, όπως η εικόνα στα δεξιά. Αυτός ο υπερ-ρεαλισµός συνοδεύει αρκετές
φορές µοντέλα GANs τα οποία εκπαιδεύονται επιτυχώς και ταυτόχρονα έχουν ικανά
µεγάλη χωρητικότητα.

(α) Ρεαλιστικό ∆είγµα (β) Ρεαλιστικό ∆είγµα (γ) Ρεαλιστικό ∆είγµα (δ) Υπερ-Ρεαλισµός

Σχήµα 33: Υπο-συνθήκη παραγωγές από το µοντέλο BigGAN.

Πηγή: «Large Scale GAN Training for High Fidelity Natural Image Synthesis», Brock et al., 2018 [88]

Όπως αναλύεται στην επόµενη ενότητα, υπάρχουν µετρικές αξιολόγησης των παρα-
γόµενων εικόνων και συγκεκριµένα οι µετρικές Inception Score, Precision και Recall οι
οποίες έµµεσα υπολογίζουν την ύπαρξη υπερ-ρεαλισµού κατά την εκπαίδευση των GANs.
Ωστόσο, αν και πρόκληση ή µη επιθυµητό χαρακτηριστικό της εκπαίδευσης σύγχρονων
και µεγάλων GANs, ο υπερ-ρεαλισµός µάλλον αποτελεί περισσότερο σηµάδι ευσταθούς
εκπαίδευσης παρά κάτι αρνητικό.

Για την αντιµετώπιση του υπερ-ρεαλισµού κατά τη φάση δοκιµής (evaluation) του Gene-
rator, αυτό που πρακτικά γίνεται είναι το τυχαίο διάνυσµα στην είσοδό του να δειγµα-
τοληπτείται από περικοµµένη κανονική truncated κατανοµή. Αυτό, που έχει ονοµαστεί
truncation trick, οδηγεί στην τροφοδότηση του Generator µε διανύσµατα που είναι πιο
κοντά στη µέση τιµή της πρότερης κανονική κατανοµής, κάτι που οδηγεί τον Generator
να παράγει όλο και λιγότερα από τα «µη-κοινά» δείγµατα στην έξοδό του.

Πόλωση και Μεροληψία στα GANs

Η παρούσα υποενότητα αφιερώνεται σε ένα θέµα που απασχολεί την ευρύτερη ερευνη-
τική κοινότητα της Μηχανικής Μάθησης και φυσικά αυτής της Παραγωγικής Μοντελο-
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ποίησης εικόνων: την ύπαρξη Πόλωσης και Μεροληψίας τόσο στους αλγορίθµους και
τα µοντέλα που χρησιµοποιούνται, όσο και στα ίδια τα σύνολα δεδοµένων εκπαίδευσης.
Πιο συγκεκριµένα, θα αναφερθούµε στον τρόπο µε τον οποίο εισάγεται πόλωση στην
εκπαίδευση των µοντέλων, όπως σε έναGAN, και θα αναφέρουµε παραδείγµατα επιτυχώς
εκπαιδευµένων GANs που παρουσιάζουν πόλωση στα παραγόµενα δείγµατά τους.

Ξεκινώντας, ίσως το πιο διαδεδοµένο παράδειγµα ύπαρξης πόλωσης σε αλγορίθµους µη-
χανικής µάθησης είναι αυτό του συστήµατος εκτίµησης ρίσκου (risk assessment) COMPAS
που χρησιµοποιούνταν συµβουλευτικά σε πολλά αµερικανικά δικαστήρια. Στόχος ήταν
το σύστηµα αυτό να αποτελεί βοηθό ενός δικαστή στην εκτίµηση της πιθανότητας ένας
κατηγορούµενος να υποτροπιάσει και να προβεί εκ νέου σε παράνοµες πράξεις εάν δεν
προφυλακιστεί. Το 2016, σε µια έρευνα που µετρούσε την ακρίβεια του συστήµατος CO-
MPAS [53], διαπιστώθηκε ότι «οι έγχρωµοι κατηγορούµενοι έχουν διπλάσιες πιθανότητες
από τους λευκούς να χαρακτηριστούν υψηλότερου ρίσκου, αλλά στην πραγµατικότητα δεν
προβαίνουν ξανά στην ίδια πράξη», ενώ το COMPAS προέβλεπε ότι «οι λευκοί είναι πολύ
πιο πιθανό από τους µαύρους να χαρακτηριστούν χαµηλού κινδύνου αλλά προχωρούσαν
και πάλι σε παράνοµες πράξεις». ∆ιαπίστωσαν επίσης ότι µόνο το 20 τοις εκατό των
ανθρώπων που προέβλεπε ότι θα διαπράττουν βίαια εγκλήµατα, όντως συνέχισαν να το
κάνουν, κάτι που φανερώνει την έντονη φυλετική µεροληψία του αλγορίθµου και την
αναξιοπιστία του.

Στα πλαίσια των GANs, µεροληψία και πόλωση εισάγετε τόσο λόγω της σχεδίασης
του µοντέλου και της συνάρτησης κόστους, όσο και από την κατασκευή του συνόλου
δεδοµένων εκπαίδευσης. Από τη µία η Συρρίκνωση Ρυθµών και από την άλλη η απουσία
κανονικοποιητών της συνάρτησης κόστους των GANs οδηγεί πολλές φορές το µοντέλο
να µεγεθύνει την πόλωση που πιθανό να υπάρχει στο σύνολο δεδοµένων ή, τουλάχιστον,
να µην την περιορίζει. Εξίσου σηµαντική πηγή µεροληψίας αποτελεί και η µη-ύπαρξη
ικανής ποικιλοµορφίας στο σύνολο δεδοµένων εκπαίδευσης. Έχοντας ως δεδοµένο ότι
ένα επιτυχώς εκπαιδευµένο GAN είναι σε θέση να παράγει δείγµατα που θα µπορούσαν να
ανήκουν στο σύνολο δεδοµένων εκπαίδευσης, η ύπαρξη πόλωσης στο τελευταίο σχεδόν
αναπόφευκτα θα «περάσει» και στα παραγόµενα δείγµατα του µοντέλου.

Για λόγους πληρότητας, παραθέτουµε στο σχήµα 34, παρακάτω, ένα παράδειγµα ύπαρξης
φυλετικής πόλωσης σε ένα επιτυχώς εκπαιδευµένο GAN. Το µοντέλο, που ονοµάζεται
PULSE [113], χρησιµοποιεί το StyleGAN (βλ. υποενότητα 4.1.3) για να αυξήσει την ανάλυση
(upsampling) σε χαµηλής ανάλυσης εικόνες µε ανθρώπινα πρόσωπα. Η ύπαρξη πόλωσης
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είναι εµφανής, ωστόσο οι συγγραφείς δεν µπορούν µε βεβαιότητα να την αποδώσουν µόνο
στο σύνολο δεδοµένων ή µόνο στην αρχιτεκτονική κάποιου από τα νευρωνικά δίκτυα που
αναπτύχθηκαν - κάτι που δηλώνει τη δυσκολία εύρεσης της πηγής ύπαρξης µεροληψίας
και της δυσκολίας εξάλειψής της. Έτσι, και στις τρεις περιπτώσεις του σχήµατος,
παρατηρείται η ύπαρξη φυλετικής πόλωσης ή µεροληψίας. Συγκεκριµένα, ειδικά στην
πρώτη και τελευταία στήλη, φαίνεται ότι µοντέλο προσπαθεί να βγάλει πρόσωπα λευ-
κών αντί για έγχρωµων ανθρώπων, παρόλο που οι χαµηλής ανάλυσης είσοδοι (δεύτερη
γραµµή) προτάσσουν διαφορετικά. Η επιλογή αυτή από το µοντέλο γίνεται αφενός γιατί
εκπαιδεύτηκε µε περισσότερες εικόνες λευκών ανθρώπων και άρα προσπαθεί να βγάλει
ένα «µέσο» χρώµα δέρµατος, αλλά αφετέρου σύµφωνα µε τους συγγραφείς οφείλεται και
στην αρχιτεκτονική του µοντέλου StyleGAN που χρησιµοποιούν.

Πραγματική
Εικόνα

Χαμηλής
Ανάλυσης

Upsampled

Σχήµα 34: Τρεις διαφορετικές παραγωγές του µοντέλου PULSE (µία για κάθε στήλη) όπου

παρατηρείται φυλετική πόλωση ή µεροληψία του µοντέλου.

Πηγή: Ανακατασκευή από «PULSE: Self-Supervised Photo Upsampling via Latent Space Exploration

of Generative Models», Menon et al., 2020 [113]

Θα θέλαµε να σηµειώσουµε στο σηµείο αυτό, πως πόλωση και µεροληψία υπέρ των
δεδοµένων του συνόλου εκπαίδευσης είναι κάτι που παρατηρήθηκε έντονα και στα
µοντέλα που αναπτύχθηκαν στα πλαίσια της παρούσας εργασίας.
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Σύγκλιση και Χρόνος Εκπαίδευσης

Καθώς ο Generator βελτιώνεται µε την εκπαίδευση, η απόδοση του Discriminator επιδει-
νώνεται επειδή ο Discriminator δεν µπορεί εύκολα διακρίνει µεταξύ των πραγµατικών και
τεχνητών εικόνων. Εάν ο Generator, για παράδειγµα, επιτύχει «τέλεια» εκπαίδευση, τότε
ο Discriminator το καλύτερο που έχει να κάνει είναι να µαντεύει τυχαία και αµερόληπτα
(ακρίβεια 50%). Στην πραγµατικότητα, ο Discriminator αναστρέφει ένα νόµισµα για να
κάνει την πρόβλεψή του [125].

Αυτή η εξέλιξη θέτει ένα πρόβληµα για τη σύγκλιση του GAN στο σύνολό της: η α-
νατροφοδότηση των ταξινοµήσεων στην έξοδο του Discriminator γίνεται όλο και λι-
γότερο σηµαντική µε την πάροδο του χρόνου. Εάν το ΓΑΝ συνεχίσει να εκπαιδεύεται
πέρα από το σηµείο που ο Discriminator δίνει εντελώς τυχαία ανατροφοδότηση, τότε
ο Generator αρχίζει να εκπαιδεύεται για ανεπιθύµητη ανατροφοδότηση και η δική του
ποιότητα µπορεί ακόµα και να καταρρεύσει. Γενικότερα, η σύγκλιση της εκπαίδευσης
στα GANs είναι συνήθως µια ασταθής κατάσταση [77], κάτι που κάνει τη σχεδίαση της
αρχιτεκτονικής των δικτύων αλλά και των παραµέτρων εκπαίδευσης περισσότερο τέχνη
και έµπνευση παρά µεθοδολογία. Αξιοσηµείωτο στο σηµείο αυτό, είναι ότι η αστάθεια
στην εκπαίδευση των GANs (καθώς και η µη-αντιστρεψιµότητά του) έχουν αποτρέψει την
εγκατάλειψη µεθόδων όπως οι ΜΑΚ για Παραγωγική Μοντελοποίηση εικόνων, µιας και
που οι τελευταίοι συνήθως έχουν αρκετά εύρωστη εκπαίδευση.

Για τη βελτίωση και σταθεροποίηση της σύγκλισης στα GANs έχουν προταθεί αρκετές
τεχνικές, οι οποίες εστιάζουν κυρίως στη χρήση κανονικοποιητών (regularizers) της
συνάρτησης κόστους. ο Arjovsky et al., για παράδειγµα, πρότειναν στο µοντέλο τους
Regularized Jensen-Shannon GAN (Regularized JSGAN) . Σε µια διαφορετική προσέγγιση, ο
Arjovsky et al., πρότειναν τη προσθήκη θορύβου στις εισόδους του Discriminator [68], κάτι
όπως αναφέρουν ισοδυναµεί µε κανονικοποίηση της συνάρτησης κόστους του Discrimina-
tor παρόµοια µε την προηγούµενη.

3.4 Αξιολόγηση Παραγόµενων ∆ειγµάτων από GANs

Η αξιολόγηση των παραγόµενων δειγµάτων από GANs ήταν και παραµένει µείζον ε-
ρευνητικό πρόβληµα. Αυτό συµβαίνει διότι, στην περίπτωση παραγωγής εικόνων για
παράδειγµα, είναι πολύ δύσκολο να βρεθεί µία εύρωστη µετρική για την αξιολόγηση
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του ρεαλισµού των εικόνων που παράγει ένας Generator ή της απόστασης µεταξύ των
πιθανοτικών κατανοµών του Generator και της πραγµατικής. Σε αντιδιαστολή, για την
αξιολόγηση ενός ταξινοµητή εικόνων, πρέπει απλώς να συγκριθεί η εκάστοτε έξοδός του
µε την αντίστοιχη ετικέτα, κάτι αδύνατο στα πλαίσια της παραγωγικής µοντελοποίησης
και ειδικά στην παραγωγή εικόνων µε GANs. Παρ΄ όλη τη δυσκολία που παρουσιάζει
η µέτρηση της παραγωγικής δυνατότητας ενός GAN, έχουν προταθεί αρκετές τεχνικές
αξιολόγησης ανεξάρτητες του µοντέλου (model-independent metrics) - µε ορισµένες από
αυτές να έχουν προταθεί αρκετά πρόσφατα.

Κατά µια έννοια, η µη-ύπαρξη ενός γενικά αποδεκτού Discriminator που θα µπορούσαµε να
χρησιµοποιήσουµε για την αξιολόγηση και σύγκριση διαφορετικών Generators [122], µας
αναγκάζει να καταφύγουµε σε άλλες τεχνικές, ακόµα και στην ανάθεση σε ανθρώπους της
εργασίας διάκρισης µεταξύ πραγµατικών/τεχνητών εικόνων (για έµµεση αξιολόγηση της
ποιότητας των παραγόµενων δειγµάτων) [123]. Στις τεχνικές αυτές (πλην της ανάθεσης
σε ανθρώπους) αυτό που πρακτικά αξιολογείται είναι τα εξής:

• Ποιότητα (Fidelity): η πρώτη ιδιότητα που θα θέλαµε να έχουν τα παραγόµενα δείγ-
µατα από έναν Generator ενός µοντέλου GAN είναι αυτά να είναι υψηλής ποιότητας,
δηλαδή να επιδεικνύουν ρεαλισµό και να έχουν περιορισµένα έως καθόλου artifacts.

• Ποικιλοµορφία (Diversity): η δεύτερηκαι ίσωςσηµαντικότερη ιδιότηταπουθαθέλα-
µε να έχουν τα παραγόµενα δείγµατα από έναν Generator είναι αυτά να παρουσιάζουν
ποικιλοµορφία, δηλαδή οGenerator να είναι σε θέση να παράγει ρεαλιστικά δείγµατα
αλλά από διάφορες και ποικίλες τάξεις των δεδοµένων εκπαίδευσης. Υπό αυτήν
την έννοια, η αντιµετώπιση του προβλήµατος της Συρρίκνωσης Ρυθµών γίνεται µε
σκοπό την αύξηση αυτής της ιδιότητας των παραγόµενων δειγµάτων.

Όπως είναι εύκολα αντιληπτό, τόσο η ποιότητα όσο και η ποικιλοµορφία των παρα-
γόµενων δειγµάτων ενός GAN, αν και εύκολα αξιολογείται από το σύστηµα όρασης ενός
ανθρώπου, είναι δύσκολο να περιγραφεί στον υπολογιστή και άρα να µετρηθεί εύρωστα
και αξιόπιστα. Πρακτικά, αυτό που γίνεται µε τις µετρικές αξιολόγησης εικόνων από ΒΠΜ
σε ότι αφορά την ποιότητα αυτών (πρώτη ιδιότητα), είναι η σύγκριση9 οµάδων τεχνητών

9Για τη σύγκριση εικόνων και εξαγωγή της «απόστασης» µεταξύ τους δεν εργαζόµαστε στον χώρο
των εικονοστοιχείων (pixel space), αλλά αντ΄ αυτού περνάµε τις εικόνες από κάποιο ΣΝ∆ εξαγωγής
χαρακτηριστικών και κατόπιν συγκρίνουµε τις εξόδους κάποιας από τις τελευταίες συνελικτικές στρώσεις
του δικτύου αυτού. Έτσι, η σύγκριση των εικόνων γίνεται στο χώρο των χαρακτηριστικών (feature space)
και άρα χρησιµοποιεί µια πιο υψηλού επιπέδου αναπαράσταση, για πιο πιο εύρωστη και αξιόπιστη σύγκριση.
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εικόνων µε οµάδες πραγµατικών και ο υπολογισµός κάποιας «απόστασης» µεταξύ των
οµάδων αυτών. Αντίστοιχα, για τη δεύτερη ιδιότητα, αυτή της ποικιλοµορφίας, αυτό
που γίνεται είναι η προσπάθεια ταξινόµησης των παραγόµενων δειγµάτων µε σκοπό τον
υπολογισµό της ποικιλίας των τάξεων στις οποίες ένας εξωτερικός ταξινοµητής κατα-
τάσσει τα παραγόµενα και τα πραγµατικά δείγµατα, κάτι που αναλύεται πιο λεπτοµερώς
σε επόµενη υποενότητα.

Οι κυρίαρχες µετρικές αξιολόγησης των παραγόµενων εικόνων από GANs είναι η εξής
τέσσερις (4): Inception Score (IS), Fréchet Inception Distance (FID), Precision-Recall-F1 και
Structural Similarity (SSIM). Υπάρχουν κι άλλες όπως το Perceptual Path Length (PPL) αλλά
οι παραπάνω τέσσερις (4) αφενός είναι οι πιο διαδεδοµένες στη βιβλιογραφία των GANs,
ενώ αφετέρου κάνουµε χρήση και των τεσσάρων για την αξιολόγηση των µοντέλων τα
οποία αναπτύχθηκαν και εκπαιδεύτηκαν στην παρούσα εργασία. Παρακάτω, αφιερώνουµε
µία υποενότητα για την ανάλυση της κάθε µίας από τις µετρικές αξιολόγησης που
χρησιµοποιήθηκαν.

Inception Score (IS)

Ίσως η πρώτη µέθοδος για αξιολόγηση των παραγόµενων εικόνων από ΒΠΜ που ανα-
πτύχθηκε είναι το Inception Score (IS). Όπως περιγράφεται και στο όνοµά της, αυτή η
µετρική υπολογίζεται µε βάση την έξοδο (δηλ. τις πιθανότητες ταξινόµησης) του δια-
κριτικού µοντέλου Inception (βλ. υποενότητα 2.1) και συγκεκριµένα της τρίτης έκδοσης
αυτού (Inception v3 [46]). Πρωτοεµφανιζόµενη από τον Salimans et al. στο άρθρο τους
«Improved Techniques for Training GANs» [59], η µετρική χρησιµοποιεί την multinoulli κατα-
νοµή στην έξοδο του Inception v3, το οποίο έχει προ-εκπαιδευτεί στο ImageNET.

Αναλυτικά, ο υπολογισµός του Inception Score έχει ως εξής:
Σε κάθε µία από τις παραχθείσες (τεχνητές) εικόνες, εφαρµόζεται το µοντέλο Inception
το οποίο δίνει την (υπο-συνθήκη) multinoulli κατανοµή, p(Y = yi |X = x) όπου Y είναι η
τ.µ. µε 1000 πιθανές τιµές yi , i = 1...1000 (όσες και οι διακριτές ετικέτες του ImageNET)
και x µια εικόνα στην είσοδο του µοντέλου. Στις εικόνες στις οποίες περιέχονται ερµηνε-
ύσιµα αντικείµενα αναµένουµε η υπό-συνθήκη κατανοµή ετικετών p(y|x) να έχει χαµηλή
εντροπία (ιδανικά θα θέλαµε µία ετικέτα να έχει πιθανότητα κοντά στη µονάδα και όλες
οι άλλες κοντά στο 0), ένα δείγµα της καλής ποιότητας (fidelity) των εικόνων που παράγει
ο Generator. Επιπλέον, επιδιώκουµε το µοντέλο να παράγει εικόνες µε ποικιλοµορφία
(diversity), οπότε θα θέλαµε η περιθώρια κατανοµή

∫
z
p (y|x = G (z))dz να έχει υψηλή
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εντροπία (ιδανικά να είναι κοντά στην οµοιόµορφη κατανοµή). Συνδυάζοντας αυτές τις
δύο απαιτήσεις, η µετρική που προτάθηκε στο [59] είναι:

IS = exp
(
Ex∼pmodel [KL (p (y|x) ||p (y))]

)
(3.34)

= exp

(
Ex∼pmodel

[
p (y|x) ∗ log

(
p(y|x)
p(y)

)])
(3.35)

όπου η ύπαρξη του εκθετικού γίνεται έτσι ώστε οι τιµές του Inception Score να είναι πιο
εύκολα συγκρίσιµες, KL είναι η απόσταση Kullback-Leibler, ενώ όπως αναφέρθηκε η p(y|x)

υπολογίζεται από το Inception v3.

Από µαθηµατικής σκοπιάς, λόγω του εκθετικού και του γεγονότος ότι η KL παίρνει
µη-αρνητικές τιµές, το πιθανό εύρος τιµών της µετρικής Inception Score είναι [0,∞).
Πρακτικά ωστόσο, λόγω του ότι έχουµε κατηγορική υπό-συνθήκη κατανοµή, οι τιµές που
λαµβάνει το Inception Score είναι από 1.0 (υψηλής εντροπίας υπο-συνθήκη κατανοµή -
χαµηλής ποιότητας δείγµατα) έως Nclass, που είναι ο αριθµός των διακριτών τάξεων του
συνόλου δεδοµένων εκπαίδευσης (τότε θα έχουµε και τις δύο επιθυµητές ιδιότητες στα
παραγόµενα δείγµατα - υψηλή ποιότητα και µεγάλη ποικιλοµορφία), κάτι που φαίνεται
ακολούθως:

p (y|x)perfect = δ (y − ŷx) ,∀x ∼ pmodel

p (y)perfect =
1

Nclass

 ⇐⇒ ISperfect = exp

(
Ex

[
δ (y − ŷx) ∗ log

(
δ (y − ŷx)
1/Nclass

)])

= exp (1 ∗ log (Nclass))

= Nclass (3.36)

p (y|x)worst =
1

Nclass
,∀x ∼ pmodel(random)

p (y) =
1

Nclass

 ⇐⇒ ISworst = exp

Ex  1
Nclass

∗ log

 1
Nclass

1
Nclass


= exp

(
1

Nclass
∗ log (1)

)
= exp(0) = 1 (3.37)

Εποµένως, στο εύρος
[
1, 1

Nclass

]
όσο µεγαλύτερο είναι το Inception Score τόσο το καλύτε-

ρο.

Βασικό µειονέκτηµα τις µετρικής Inception Score είναι ότι «βλέπει» µονάχα τις τεχνητές
εικόνες στην έξοδο του Generator και δεν τις συγκρίνει µε τις πραγµατικές εικόνες στις
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οποίες αυτός εκπαιδεύτηκε. Επίσης καίριο µειονέκτηµα, είναι η έντονη εξάρτηση της
µετρικής από τις εξόδους ενός δικτύου που είχε αρχικά εκπαιδευτεί για ταξινόµηση
εικόνων του ImageNET. Έτσι, εάν το σύνολο δεδοµένων αποτελείται από αρκετά διαφο-
ρετικές κατηγορίες εικόνων, είναι πολύ πιθανό η µετρική να γίνει εντελώς αναξιόπιστη
(µε την έννοια ότι για καλύτερα οπτικά αποτελέσµατα αυτή µπορεί να χειροτερεύει).
Τέλος, όπως φαίνεται και στην εξίσωση 3.36, το µοντέλο θα µπορούσε να βγάζει την ίδια
τάξη (ŷx) κάθε φορά και εφόσον τα δείγµατα της τάξης αυτής είναι αρκετά ρεαλιστικά θα
λάµβανε το τέλειο Inception Score, κάτι που «ενθαρρύνει» τη Συρρίκνωση Ρυθµών. Είναι
πλέον ευρέως αποδεκτό πως άλλες µετρικές, όπως η FID που αναλύεται στη συνέχεια,
είναι πιο εύρωστες και περισσότερο συσχετισµένες µε την ανθρώπινη κρίση.

Fréchet Inception Distance (FID)

Μία άλλη µετρική αξιολόγησης των παραγόµενων εικόνων από GANs είναι η απόσταση
Fréchet µεταξύ διανυσµάτων χαρακτηριστικών του Inception v3, Fréchet Inception Distance
(FID). Η µετρική αυτή, η οποία παρουσιάστηκε από τον Heusel et al. στο άρθρο τους
«GANs Trained by a Two Time-Scale Update Rule Converge to a Local Nash Equilibrium» [73],
προσπαθεί να λύσει τα προβλήµατα αξιοπιστίας του Inception Score και να συµβαδίζει
περισσότερο µε την ανθρώπινη κρίση. Για να το πετύχει αυτό, διαφοροποιείται από το
Inception Score σε δύο βασικά σηµεία: κατά πρώτον χρησιµοποιεί και τις πραγµατικές
εικόνες για τη µέτρηση της ποιότητας των τεχνητών και κατά δεύτερον δεν χρησιµοποιεί
την τελική έξοδο του ταξινοµητή Inception (δηλ. τις πιθανότητες ταξινόµησης) αλλά
τα διανύσµατα χαρακτηριστικών στην έξοδο της τελευταίας στρώσης πριν την πρώτη
πλήρως-συνδεδεµένη στρώση αυτού. Αυτό έχει οδηγήσει σε µια µετρική σηµαντικά πιο
εύρωστη και περισσότερο συµβατή µε την ανθρώπινη κρίση, κάτι που φαίνεται και στο
σχήµα 35 που έπεται.

Όπως φαίνεται στο σχήµα αυτό, για αυξανόµενη διαταραχή µιας εικόνας αναφοράς,
φαίνεται πως η FID αυξάνει µονότονα κάτι που αποτελεί σηµάδι ευρωστίας και αξιο-
πιστίας. Αντίθετα, το Inception Score φαίνεται σχεδόν επίπεδο, ή χειρότερα αυξάνει (η
IND µειώνεται), όπως στην περίπτωση γκαουσιανού θολώµατος της εικόνας (δεύτερη
σειρά).
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επίπεδο διαταραχής

FI
D

(α) Μεταβολή FID στον θόρυβο

επίπεδο διαταραχής

IN
D

(β) Μεταβολή IND στον θόρυβο

επίπεδο διαταραχής

FI
D

(γ) Μεταβολή FID στο θόλωµα

επίπεδο διαταραχής

IN
D

(δ) Μεταβολή IND στο θόλωµα

Σχήµα 35: Σύγκριση µετρικής FID µε τη µετρική Inception Score (για την ακρίβεια µια παραλλαγή

του αντίστροφου Inception Score, που οι συγγραφείς ονόµασαν Inception Distance - IND).

Πηγή: Ανακατασκευή από «GANs Trained by a Two Time-Scale Update Rule Converge to a Local Nash

Equilibrium», Heusel et al., 2017 [73]

Εξαγωγή ∆ιανυσµάτων Χαρακτηριστικών

Για τον υπολογισµό των διανυσµάτων χαρακτηριστικών ή των εµβυθίσεων (embeddings)
όπως αλλιώς αποκαλούνται τα διανύσµατα χαρακτηριστικών όταν λαµβάνονται από τις
τελευταίες συνελικτικές ή pooling στρώσεις ενός ταξινοµητή εικόνων, ακολουθούµε την
εξής διαδικασία (γραµµένη σε τρίτο πρόσωπο για ευκολότερη ανάγνωση):
Πάρε έναν προ-εκπαιδευµένο ταξινοµητή εικόνων και αφαίρεσε τις πλήρως-συνδεµένες
στρώσεις στην έξοδό του καθώς και τη σιγµοειδή συνάρτηση εξόδου (αφού δεν ενδιαφε-
ρόµαστε για χρήση του ως ταξινοµητή). Τροφοδότησέ τον µε µία εικόνα στην είσοδό του
και πραγµατοποίησε ένα εµπρόσθιο πέρασµα. Πάρε την έξοδο της τελευταίας στρώσης
του περικοµµένου δικτύου (δηλ. της στρώσης πριν την πρώτη πλήρως-συνδεδµένη στρώση
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του αρχικού), µετασχηµάτισέ τη σε ένα µακρύ διάνυσµα (flatten) και επέστρεψε αυτό το
διάνυσµα ως εµβύθιση της εικόνας εισόδου.

Όταν για την εξαγωγή των εµβυθίσεων χρησιµοποιούµε έναν ταξινοµητή που έχει προ-
εκπαιδευθεί στο σύνολο δεδοµένων ImageNET (κάτι πολύ σύνηθες), τότε οι εµβυθίσεις
λέγονται εµβυθίσεις του ImageNET (ImageNET embeddings). Η µετρική FID χρησιµοποιεί
το Inception v3 προ-εκπαιδευµένο στο ImageNET για την εξαγωγή αυτών των εµβυθίσεων,
µία τάση που έχει ακολουθηθεί γενικότερα στις µετρικές αξιολογήσεις των GANs. Ό
λόγος που χρησιµοποιούνται δίκτυα ταξινόµησης εικόνας προ-εκπαιδευµένα στο Ima-
geNET, είναι διότι αυτό θεωρείται ένα πολύ γενικό σύνολο δεδοµένων αποτελούµενο
από περίπου 1,3 εκατοµµύρια εικόνες οργανωµένες σε 1000 τάξεις (όπως δόθηκε στην
πρόκληση ILSVRC το 2012) και άρα τα διανύσµατα χαρακτηριστικών θα είναι αρκετά
αντιπροσωπευτικά (δηλ. δύο κοντινές οπτικά εικόνες θα έχουν και κοντινές σε νόρ-
µα εµβυθίσεις του ImageNET). Ωστόσο µπορούν να χρησιµοποιηθούν ταξινοµητές προ-
εκπαιδευµένοι και σε άλλα σύνολα δεδοµένων, µιας και που πλέον υπάρχει πληθώρα
τέτοιων ταξινοµητών εκπαιδευµένων σε ποικίλα σύνολα δεδοµένων.

Στο σηµείο αυτό αξίζει να τονίσουµε πως θεωρητικά µπορούµε να λάβουµε τις εµ-
βυθίσεις µιας εικόνας από την έξοδο οποιαδήποτε στρώσης ενός ταξινοµητή εικόνων
και όχι απαραίτητα από την τελευταία. Ωστόσο, ο λόγος για τον οποίο η τελευταία
συνελικτική (ή pooling εφόσον υπάρχει) στρώση σε τέτοια δίκτυα ονοµάζεται στρώση χα-
ρακητριστκών (feature layer) είναι διότι ενώ οι αρχικές συνελικτικές στρώσεις τέτοιων
δικτύων µαθαίνουν να αναγνωρίζουν απλά χαρακτηριστικά (όπως αναγνώριση ακµών), οι
τελευταίες συνελικτικές στρώσεις µαθαίνουν να αναγνωρίζουν και να ενεργοποιούνται
σε πολύ πιο σύνθετες δοµές και χαρακτηριστικά (όπως η ύπαρξη ενός προσώπου ή ενός
πολύπλοκου αντικειµένου). Έτσι, η χρήση αυτών ως στρώσεων εξαγωγής εµβυθίσεων
δίνει διανύσµατα που αιχµαλωτίζουν επαρκώς τα οπτικά χαρακτηριστικά της εικόνας
εισόδου.

Όταν ως ταξινοµητής χρησιµοποιείται το Inception v3 και ως στρώση λήψης της εµ-
βύθισης η τελευταία pooling στρώση (max-pooling 8×8) του δικτύου, τότε τα διανύσµα-
τα χαρακτηριστικών ή εµβυθίσεις έχουν 2048 στοιχεία. Συγκεκριµένα, η έξοδος της
στρώσης είναι 1×1×2048 και µετά το flattening θα έχουµε ένα µονοδιάστατο διάνυσµα
µήκους 2048. Εποµένως, µέσω της παραπάνω διαδικασίας εξαγωγής των εµβυθίσεων,
κάθε εικόνα αντιστοιχίζεται από ένα σηµείο του αρχικού υψηλής-διαστασιµότητας χώρου
εισόδου (χώρος των εικονοστοιχείων - στο Inception v3 αυτός θα είναιR299∗299∗3), στον πολύ
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µικρότερης διάστασης χώρο R2048. Ως αποτέλεσµα αυτής της αντιστοίχισης, οι συγκρίσεις
εικόνων γίνονται πολύ πιο αξιόπιστα σε αυτόν τον νέο χώρο των εµβυθίσεων (embedding
space) σε σχέση µε τον αρχικό και άρα ο υπολογισµός της απόστασης τους µέσω της
απόστασης των διανυσµάτων-εµβυθίσεών τους θα είναι και αυτός πιο αξιόπιστος.

Απόσταση Fréchet

Πριν προχωρήσουµε στον τύπο υπολογισµού της µετρικής FID παραθέτουµε σε αυτήν
την παράγραφο τον ορισµό της απόστασης Fréchet, καθώς αυτή αποτελεί τη βάση της
µετρικής. Η απόσταση Fréchet προτάθηκε το 1906 από τον γάλλο µαθηµατικό Maurice
Fréchet και δηµοσιεύθηκε στο πρώτο κεφάλαιο του συνεδρίου «The Rendiconti del Circolo
Matematico di Palermo» [1] εκείνης της χρονιάς, για τη µέτρηση της απόστασης µεταξύ
καµπύλων. ∆εν θα εµβαθύνουµε στα µαθηµατικά του ορισµού της απόστασης Fréchet, θα
παραθέσουµε ωστόσο έναν διαισθητικό ορισµό.

Σχήµα 36: ∆ιαισθητικός ορισµός της απόστασης Fréchet µεταξύ δύο καµπύλων: η απόσταση

Fréchet ισούται µε το ελάχιστο µήκος του λουριού που απαιτείται ώστε ακολουθώντας ο καθένας

διαφορετική καµπύλη, να φτάσουν στο τέλος (χωρίς δυνατότητα οπισθοδρόµησης).

Πηγή: Ανακατασκευή από «Build Better Generative Adversarial Networks», Zhou et al., [Online Course]

[122]

Ο διαισθητικός ορισµός της απόστασης Fréchet µεταξύ δύο καµπύλων, σύµφωνα και µε
το σχήµα 36 που προηγείται, έχει ως εξής [119]:
Έστω ένας άνθρωπος ο οποίος περπατά πάνω σε µια πεπερασµένη καµπύλη κρατώντας
τον σκύλο του µε λουρί, µε τον σκύλο να περπατά πάνω σε µια ξεχωριστή πεπερασµένη
καµπύλη. Ο καθένας µπορεί να αλλάξει την ταχύτητά του για να διατηρήσει χαλαρό το
λουρί, αλλά κανένας δεν µπορεί να κινηθεί προς τα πίσω. Τότε, ως απόσταση Fréchet
µεταξύ των δύο καµπυλών ορίζεται το ελάχιστο µήκος του λουριού που απαιτείται για
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να διασχίσουν (ο άνθρωπος και ο σκύλος) τις ξεχωριστές διαδροµές τους από την αρχή
έως το τέλος. Εάν, για παράδειγµα οι δύο καµπύλες ήταν δύο οµόκεντροι κύκλοι, τότε η
απόσταση Fréchet µεταξύ τους θα ισούνταν µε τη διαφορά των ακτίνων τους.

Υπολογισµός της FID

Η απόσταση Fréchet µπορεί εκτός από καµπύλες να υπολογιστεί και µεταξύ κατανοµών.
Συγκεκριµένα, υπάρχουν αρκετές (συνεχείς κυρίως) κατανοµές για τις οποίες υπάρχει
αναλυτική έκφραση υπολογισµού της απόστασης Fréchet. Η µετρική FID υποθέτει κανονι-
κές κατανοµές, για τις οποίες η απόσταση υπολογίζεται ως εξής:

X ∼ N ( ~µX ,ΣX )

Y ∼ N ( ~µY ,ΣY )

 =⇒ d(X, Y ) = ‖ ~µX − ~µY ‖
2 + Tr

(
ΣX + ΣY − 2

√
ΣXΣY

)
(3.38)

όπου ~µ είναι τα διανύσµατα µέσης τιµής, Σ οι πίνακες συµµεταβλητότητας των πολυ-
διάστατων κανονικών κατανοµών που ακολουθούν οι τυχαίες µεταβλητές X και Y και
d(X, Y ) είναι η απόσταση Fréchet µεταξύ των δύο κανονικών κατανοµών.

Βασική ιδέα πίσω από τη µετρική αξιολόγησης Fréchet Inception Distance (FID) είναι
ότι οι πολυδιάστατες κανονικές κατανοµές µπορούν να προσεγγίσουν ικανοποιητικά τις
κατανοµές των εµβυθίσεων των εικόνων. Έτσι, για να υπολογίσουν την απόσταση µεταξύ
δύο συνόλων εικόνων (στα GANs αυτά θα είναι το σύνολο µιας οµάδας πραγµατικών και
µίας οµάδας τεχνητών εικόνων), αυτό που πρότειναν οι συγγραφείς του [73] είναι µετά την
εξαγωγή των εµβυθίσεων των εικόνων της κάθε οµάδας, να προσαρµοστεί µία κανονική
κατανοµή ανά οµάδα. Κατόπιν, υπολογίζεται αναλυτικά η απόσταση Fréchet µεταξύ των
δύο κανονικών κατανοµών σύµφωνα µε τη σχέση 3.38. ΄Αρα, η µετρική Fréchet Inception
Distance είναι η απόσταση Fréchet µεταξύ των κανονικών κατανοµών που προσαρµόζονται
στις εµβυθίσεις των εικόνων της κάθε οµάδας εικόνων εισόδου.

Συµπερασµατικά, η µέθοδος για υπολογισµό της απόστασης µεταξύ δύο οµάδων (batches)
από εικόνες µέσω της µετρικής FID είναι η ακόλουθη:

1. Υπολογισµός Εµβυθίσεων: για κάθε οµάδα και για κάθε εικόνα της οµάδας, η εικόνα
τροφοδοτείται στο περικοµµένο Inception v3, η έξοδος του οποίου (µετά το flatten)
είναι η εµβύθιση της εικόνας. Έτσι, αντί για οµάδες εικόνων θα έχουµε οµάδες
διανυσµάτων εµβύθισης.

2. Προσαρµογή Κανονικών Κατανοµών: για κάθε οµάδα εµβυθίσεων υπολογίζεται το
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η (δειγµατική) µέση εµβύθιση και ο (δειγµατικός) πίνακας συµµεταβλητότητας των
εµβυθίσεων.

3. Υπολογισµός Απόστασης Fréchet: ως τελευταίο βήµα υπολογίζεται η απόσταση
Fréchet µεταξύ τωνδύοκανονικώνκατανοµώνσύµφωναµε τησχέση3.38. Αυτή είναι
η τιµή της µετρικής FID.

Όπως γίνεται φανερό, πρόκειται για µία µετρική απόστασης και άρα όσο µικρότερη είναι
η τιµή της τόσο πιο κοντά θα είναι οι παραγόµενες εικόνες στις πραγµατικές. ΄Αρα,
το εύρος τιµών της µετρικής FID είναι [0,+∞), ενώ στην πράξη είναι γενικά αποδεκτό
πως αυτή είναι από τις πλέον αξιόπιστες µετρικές για σύγκριση των παραγωγών µεταξύ
διαφορετικών GANs. Στα µειονεκτήµατα της µετρικής αξίζει να αναφέρουµε την υψηλές
υπολογιστικές απαιτήσεις λόγω του υπολογισµού του πίνακα συµµεταβλητότητας και
της τετραγωνικής ρίζας, καθώς και ότι για να είναι αξιόπιστη χρειάζεται οι δειγµατικές
ροπές να υπολογιστούν από πολλά δείγµατα (οι συγγραφείς αναφέρουν περισσότερα από
50.000 - ωστόσο σε αρκετά άρθρα αυτό το κατώφλι γίνεται 10.000). Ένα άλλο, ίσως λι-
γότερο σηµαντικό, µειονέκτηµα της µετρικής FID προέρχεται από τη χρήση του Inception
προ-εκπαιδευµένου στο ImageNET για εξαγωγή των εµβυθίσεων. Εάν, ωστόσο, το σύνολο
δεδοµένων εκπαίδευσης ενός GAN περιέχει αρκετά διαφορετικές κατηγορίες εικόνων,
τότε ίσως ο ταξινοµητής να µην µπορέσει να αιχµαλωτίσει όλα τα οπτικά χαρακτηριστικά
αυτού του συνόλου δεδοµένων και άρα να επιστρέφει αραιές και λιγότερο χρήσιµες
εµβυθίσεις.

Precision, Recall και F1-Score στα GANs

Μία άλλη µετρική αξιολόγησης των παραγόµενων εικόνων από GANs, η οποία προτάθηκε
αρκετά πρόσφατα και έχει γνωρίσει µεγάλη δηµοφιλία είναι µια προσαρµοσµένη εκδοχή
των κλασικών µετρικών αξιολόγησης ταξινοµητών, Precision, Recall και F1-Score. Η µετρι-
κή αυτή, ή καλύτερα η οµάδα µετρικών, οι οποίες παρουσιάστηκαν από τον Kynkäänniemi
et al. στο άρθρο τους «Improved Precision and Recall Metric for Assessing Generative
Models» [103], αποτελούν µία αναβαθµισµένη εκδοχή των αντίστοιχων µετρικών αξιο-
λόγησης ταξινοµητών, προσαρµοσµένες όµως στην αξιολόγηση των GANs. Συγκεκριµένα,
οι συγγραφείς επιχειρούν να αξιολογήσουν µε µεγαλύτερη σαφήνεια την απόδοση ενός
GAN διαχωρίζοντας και µετρώντας ξεχωριστά την ποιότητα των παραγόµενων εικόνων
από την ποικιλοµορφία τους.
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PrPg

(α) Παράδειγµα κατανοµών (β) Precision (γ) Recall

Σχήµα 37: Απεικόνιση του ορισµού των µετρικών Precision και Recall για κατανοµές. Αριστερά

(α) φαίνονται οι κατανοµές των πραγµατικών (µπλε), Pr , και παραγόµενων (κόκκινο) εικόνων, Pg.

Η Precision (β) µετρά την πιθανότητα ένα τυχαίο δείγµα (ενν. εικόνα) από την Pg να πέσει στην

υποστήριξη της Pr , ενώ η Recall µετρά την πιθανότητα ένα τυχαίο δείγµα (ενν. εικόνα) από την Pr
να πέσει στην υποστήριξη της Pg.

Πηγή: «Improved Precision and Recall Metric for Assessing Generative Models», Kynkäänniemi et al.,

2019 [103]

Η έµπνευση πίσω από τις µετρικές αυτές είναι ότι ιδανικά θα θέλαµε η πιθανοτική
κατανοµή που µαθαίνει ο Generator, Pg, να έχει ίδια δοµή και όµοιες και σε κοντινές θέσεις
ρυθµούς (modes) όπως η πραγµατική κατανοµή των δεδοµένων εκπαίδευσης, Pr . Κατ΄
επέκταση, οι συγγραφείς του [103] πρότειναν τη µέτρηση της υποστήριξης10 αυτών των
κατανοµών και ορισµό των µετρικών ως προς την επικάλυψη των υποστηρίξεων - κατ΄
αναλογία µε τους παραδοσιακούς ορισµούς των µετρικών. Έτσι, όπως περιγράφεται και
στο σχήµα 37 παραπάνω, οι µετρικές ορίζονται ως εξής:

• Precision: µετρά την πιθανότητα ένα τυχαίο δείγµα (ενν. εικόνα) από την Pg να
πέσει στην υποστήριξη της Pr και άρα (θεωρητικά) υπολογίζει το λόγο του εµβαδού
της περιοχής επικάλυψης προς το εµβαδό της υποστήριξης της κατανοµής του
Generator:

Precision =
περιοχή επικάλυψης

υποστήριξη της κατανοµής των τεχνητών
(3.39)

Όπως φαίνεται, εποµένως, η µετρική Precision κοιτάει πόσα παραγόµενα δείγµατα
από τον Generator θα µπορούσαν να ανήκουν στην πραγµατική κατανοµή των δεδο-
µένων εκπαίδευσης και, υπό αυτήν την έννοια, ηPrecision µετράει την ποιότητα των
παραγόµενων δειγµάτων.

10Ωςυποστήριξη (support) µιας πιθανοτικής κατανοµής νοείται το µέγιστο υποσύνολο τουπεδίου ορισµού
της για το οποίο η κατανοµή έχει µη-µηδενικές τιµές. Έτσι, στην περίπτωση της µονοδιάστατης κανονικής
κατανοµή, η υποστήριξη είναι περίπου τέσσερις (4) τυπικές αποκλίσεις αριστερά και δέξια της µέσης τιµής.
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• Recall: µετρά την πιθανότητα ένα τυχαίο δείγµα (ενν. εικόνα) από την Pr να πέσει
στην υποστήριξη της Pg και άρα (θεωρητικά) υπολογίζει το λόγο του εµβαδού της
περιοχής επικάλυψης προς το εµβαδό της υποστήριξης της πραγµατικής κατανοµής
των δεδοµένων εκπαίδευσης:

Recall =
περιοχή επικάλυψης

υποστήριξη της κατανοµής των πραγµατικών
(3.40)

Όπως φαίνεται, εποµένως, η µετρική Recall κοιτάει πόσα από τα πραγµατικά δε-
ίγµατα του συνόλου εκπαίδευσης θα µπορούσαν (θεωρητικά) να παραχθούν από
τον Generator και, υπό αυτήν την έννοια, η Recall µετράει την ποικιλοµορφία των
παραγόµενων δειγµάτων, καθώς µικρό Recall σηµαίνει ότι ο Generator δεν µπορεί
να µοντελοποιήσει αρκετά από τα χαρακτηριστικά των πραγµατικών εικόνων.

• F1-Score: όπως και στο κλασικό τύπο υπολογισµού του F1-Score, έτσι και εδώ, αυτή
η µετρική λαµβάνει υπόψη της τόσο το Precision όσο και το Recall, ως εξής:

F1-Score = 2 ×
Precision ∗ Recall
Precision + Recall

(3.41)

όπου όπως φαίνεται από τον ορισµό του, το F1-Score µετράει την ισορροπία µεταξύ
της ποιότητας (από την Precision) και της ποικιλοµορφίας (από την Recall) των
δειγµάτων που µπορεί να παράξει ο Generator.

Υπολογισµός από τις Εµβυθίσεις

Επειδή ο υπολογισµός των παραπάνω µετρικών δεν µπορεί να γίνει άµεσα από τους
αντίστοιχους ορισµούς τους, αυτό που πρότειναν οι συγγραφείς του [103] είναι µια προ-
σέγγιση των ορισµών που βασίζεται σε µια προσεγγιστική µορφή των υποστηρίξεων των
κατανοµών. Συγκεκριµένα, προκειµένου να απαντήσουν το ερώτηµα «ανήκει το δείγµα x
στην υποστήριξη της κατανοµής P;» και µε δεδοµένο ότι αυτό που δίνεται στην είσοδο τις
διαδικασίας είναι απλώς δύο οµάδες εικόνων, ακολουθούν την εξής διαδικασία:

1. Υπολογισµός Εµβυθίσεων: για κάθε οµάδα και για κάθε εικόνα της οµάδας, η εικόνα
τροφοδοτείται στο περικοµµένο Inception v3, η έξοδος του οποίου (µετά το flatten)
είναι η εµβύθιση της εικόνας. Έτσι, αντί για οµάδες εικόνων θα έχουµε οµάδες
διανυσµάτων εµβύθισης, όπως συνέβη και κατά τον υπολογισµό της µετρικής FID.

2. Προσέγγιση της υποστήριξης από τις Εµβυθίσεις: κατόπιν, για κάθε οµάδα διανυ-
σµάτων εµβύθισης, υπολογίζεται µια προσέγγιση της πραγµατικής υποστήριξης ή
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(α) Πραγµατικό manifold (β) Προσεγγιστικό manifold

Σχήµα 38: (α) Παράδειγµα ενός πραγµατικού manifold (αντίστοιχο της υποστήριξης κατανοµών)

στον χώρο των εµβυθίσεων κάποιας οµάδας εικόνων. (β) Εκτίµηση του manifold από δείγµατα

της οµάδας και σχεδίαση υπερσφαιρών µε κέντρο το κάθε δείγµα και ακτίνα ίση µε την απόσταση

του k-οστού κοντινότερου γείτονα της εκάστοτε εµβύθισης.

Πηγή: «Improved Precision and Recall Metric for Assessing Generative Models», Kynkäänniemi et al.,

2019 [103]

manifold της κάθε κατανοµής, αρχικά υπολογίζοντας όλες τις αποστάσεις ανά ζεύγη
των διανυσµάτων και κατόπιν παίρνοντας υπερσφαίρες στον χώρο των εµβυθίσεων,
µε κέντο το εκάστοτε διάνυσµα και ακτίνα ίση µε την απόστασή του από το k-οστό
κοντινότεροδιάνυσµα, κάτι που απεικονίζεται στο σχήµα38παραπάνω.Όπωςφαίνε-
ται, η µετρική είναι παραµετρική µε παράµετρο k, µε τους συγγραφείς να προτείνουν
µία τιµή κοντά στο k = 3 ως ιδανική για την πλειονότητα των περιπτώσεων.

3. Συνάρτηση ελέγχου αν ∆είγµα ανήκει σε Manifold: για την απάντηση εποµένως του
ερωτήµατος εάν µία εµβύθιση, φ, ανήκει στον όγκο (ή την προσέγγιση) του manifold
µιας οµάδας εµβυθίσεων, Φ, οι συγγραφείς προτείνουν το εξής:

f (φ,Φ) =


1, εάν ‖φ − φ′‖2 ≤ ‖φ′ − NNk (φ′,Φ)‖2 για τουλάχιστον ένα φ′ ∈ Φ

0, αλλιώς,
(3.42)

ελέγχοντας δηλαδή εάν υπάρχει απόσταση µεταξύ της εµβύθισηςφ και οποιαδήποτε
άλλης εµβύθισης που ανήκει στο Φ, η οποία να είναι µικρότερη ή ίση από την
απόσταση της «άλλης» από τον k-οστό κοντινότερο γείτονά της.

4. Υπολογισµός Precision και Recall: για κάθε οµάδα εικόνων προκύπτει όπως ανα-
φέρθηκε στο 1 µία οµάδα εµβυθίσεων, έστω Φr για τις πραγµατικές εικόνες και
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Φg για τις τεχνητές. Η έξοδος εποµένως της f (φ,Φr) θα είναι 1 εάν η εικόνα
από την οποία προέκυψε η εµβύθιση ανήκει στην υποστήριξη των πραγµατικών
εικόνων (αντίστοιχα για τις τεχνητές). Έχοντας, εποµένως, τον τρόπο απάντησης
στα ερωτήµατα ύπαρξης µέλους, παρακάτω παραθέτουµε τον τρόπο υπολογισµού
των µετρικών, όπως δόθηκε στο [103]:

Precision(Φr ,Φg) =
1
|Φg|

∑
φg∈Φg

f (φg,Φr) (3.43)

Recall(Φr ,Φg) =
1
|Φr |

∑
φr∈Φr

f (φr ,Φg) (3.44)

ενώ το F1-Score υπολογίζεται από τη σχέση 3.41 παραπάνω.

Επιλογικά, σηµειώνουµε, πως η µετρικές Precision και Recall όπως προτάθηκαν στο
[103] αποτελούν τις τελευταίες και πιο σύγχρονες (state-of-the-art) µετρικές αξιολόγησης
της αποδοτικότητας των GANs και επιτρέπουν την πιο εύρωστη σύγκριση µεταξύ τους.
Επίσης, τα πολύ καλά εκπαιδευµένα GAN τείνουν να τα πηγαίνουν καλύτερα στη µετρική
Recall από ότι στη µετρική Precision λόγω του φαινοµένου του υπερ-ρεαλισµού που
συναντάται σε αυτά. Μειονέκτηµα της µετρικής αποτελεί και εδώ η εξάρτηση των
εµβυθίσεων από το σύνολο δεδοµένων εκπαίδευσης του δικτύου εξαγωγής τους, που και
εδώ συνήθως είναι το Inception v3.

Structural Similarity Index (SSIM)

Η τελευταία µετρική αξιολόγησης των αφορµάται επίσης από της ιδέα σύγκρισης µίας
οµάδας πραγµατικών εικόνων από µία τεχνητών, µε σκοπό την ταυτόχρονο αξιολόγηση
της ποιότητας και ποικιλοµορφίας των παραγόµενων εικόνων. Πρόκειται για τη µετρική
Structural Similarity Index (SSIM) η οποία αρχικά παρουσιάστηκε από τον Wang et al.
το 2004 στο άρθρο τους «Image Quality Assessment: From Error Visibility to Structural
Similarity» [13].

Πρόκειται για µια τεχνική διαφορετική από αυτές που προηγήθηκαν, µε την έννοια ότι
δεν προτάθηκε για αξιολόγηση των παραγωγών από GANs, αλλά για πιο «ρεαλιστική»
σύγκριση µεταξύ δύο εικόνων. Για το σκοπό αυτό δεν θα επεκταθούµε ιδιαίτερα στον
αναλυτικό τρόπο υπολογισµού της µετρικής, θα µείνουµε ωστόσο στα εξής σηµεία της
µετρικής για τη σύγκριση δύο εικόνων:

• Εµπνευσµένη από το Ανθρώπινο Σύστηµα Όρασης: σύµφωνα µε τους συγγραφείς το
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ανθρώπινο σύστηµα όρασης έχει βελτιστοποιηθεί στη γρήγορη αναγνώριση δοµών
(structures) και χρήση αυτών για σύγκριση µεταξύ των εικόνων. Προκειµένου να
πετύχουν το διαχωρισµό της δοµής µιας εικόνας από τη µεριά της κάµερας ή τον
φωτισµό των αντικειµένων. Έτσι, οι συγγραφείς συγκρίνουν χωριστά µια εκτίµηση
της φωτεινότητας, της αντίθεσης και της δοµής των δύο εικόνων και στο τέλος
συνδυάζουν τις διαφορές για το τελικό index.

• Σύγκριση φωτεινότητας: ως φωτεινότητα, λαµβάνεται η (δειγµατική) µέση τιµή
της έντασης των εικονοστοιχείων. Για τη σύγκριση της φωτεινότητας µεταξύ δύο
εικόνων, x και y, οι συγγραφείς προτείνουν τη χρήση της σχέσης:

l(x, y) =
2µxµy + ϸ

µ2
xµ

2
y + ϸ

(3.45)

• Σύγκριση αντίθεσης: ως αντίθεση, λαµβάνεται η (δειγµατική) τυπική απόκλισης της
έντασης των εικονοστοιχείων. Για τη σύγκριση της αντίθεσης µεταξύ δύο εικόνων,
x και y, οι συγγραφείς προτείνουν τη χρήση της σχέσης:

c(x, y) =
2σxσy + ϸ

σ2
x σ

2
y + ϸ

(3.46)

• Σύγκριση δοµής: αφού οι εικόνες κανονικοποιηθούν (αφαιρεθεί η µέση τιµή και
διαιρεθούν µε την τυπική απόκλιση), υπολογίζεται η (δειγµατική) ετεροσυσχέτιση
µεταξύ των τιµών των κανονικοποιηµένων εικόνων, σxy. Κατόπιν, για τη σύγκριση
της δοµής µεταξύ δύο εικόνων, x και y, οι συγγραφείς προτείνουν τη χρήση της
σχέσης:

s(x, y) =
σxy + ϸ

σxσy + ϸ
(3.47)

Έτσι, οι συγγραφείς ορίζουν την πλήρη µετρική SSIM για τη σύγκριση δύο εικόνων,
x και y, ως εξής:

SSIM(x, y) =

(
2µxµy

) (
σxy + ϸ

)(
µ2
xµ

2
y + ϸ

) (
σxσy + ϸ

) (3.48)

• Υπολογισµός από Συνελικτική Στρώση: οι συγγραφείς πρότειναν έναν εναλλακτι-
κό τρόπο (προσεγγιστικού) υπολογισµού της µετρικής, αυτού του ολισθαίνοντος
τοπικού παραθύρου. Αυτός υπολογίζει αρκετές µετρικές SSIM για τα εικονοστοι-
χεία των εικόνων ενός τοπικού παραθύρου (στη δική µας υλοποίηση αυτό είναι
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ΝΩΝ ∆ΕΙΓΜΑΤΩΝ ΑΠΟ GANS

11×11px) και κατόπιν παίρνει το µέσο όρο των µετρικών. Οι επιµέρους µετρικές
υπολογίζονται από µία ειδική συνελικτική στρώση µε φίλτρα που υλοποιούν τον
υπολογισµό της σχέσης 3.48 για κάθε θέση του παραθύρου. Αυτή η παραλλαγή
της SSIM, που ονοµάζεται Mean SSIM (MSSIM), υπολογίζεται ξεχωριστά για κάθε
κανάλι, ενώαν ακολούθωςπάρουµε τον µέσο όρο των SSIM των καναλιών, η µετρική
ονοµάζεται Channel Mean SSIM (C-MSSIM και είναι αυτή η οποία χρησιµοποιείται
για την αξιολόγηση των παραγόµενων εικόνων από GANs (κατά τη σύγκρισή τους
µε πραγµατικές εικόνες)
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Κεφάλαιο 4

Εφαρµογές των GANs

Το παρόν κεφάλαιο το αφιερώνουµε σε µια παράθεση διαφόρων εφαρµογών των GANs
που έχουν παρουσιαστεί στη βιβλιογραφία και έχουν εφαρµοστεί στην πράξη. Σε ό,τι
ακολουθεί, θα αναφερθούµε σε άρθρα και µοντέλα, παραλλαγές των οποίων έχουµε
χρησιµοποιήσει στην παρούσα εργασία, καθώς και κάποιες άλλες εφαρµογές των GANs
στην Παραγωγική Μοντελοποίηση εικόνων για λόγους πληρότητας.

Έτσι, ξεκινάµε το κεφάλαιο αναφέροντας εφαρµογές των GANs στην παραγωγή εικόνων
από θόρυβο (παραγωγή χωρίς συνθήκη), ενώ στη συνέχεια παραθέτουµε αντίστοιχες ε-
φαρµογέςGANs στον (συζευγµένο ή µη) µετασχηµατισµό εικόνας-σε-εικόνα (υπό-συνθήκη
παραγωγή). Θέλουµε να τονίσουµε στο σηµείο αυτό, πως σε καµία περίπτωση δεν επιχει-
ρούµε µια εξαντλητική παράθεση έργων που έχουν παρουσιαστεί στη βιβλιογραφία, παρά
εστιάζουµε στα µοντέλα και τεχνικές εκπαίδευσης που έχουµε κάνει χρήση ή θεωρούµε
απαραίτητο να συµπεριληφθούν για λόγους πληρότητας.

4.1 Παραγωγή Εικόνας από Θόρυβο

Η πρώτη κατηγορία εφαρµογών GANs στην οποία εστιάζουµε είναι αυτή της παραγωγής
εικόνων χωρίς συνθήκη. Σε αυτήν την κατηγορία, συνήθωςως είσοδο στονGenerator δίνε-
ται ένα τυχαίο διάνυσµα λευκού θορύβου (γκαουσιανού ως επί το πλείστο), ενώ για την
εκπαίδευση του µοντέλου δεν απαιτείται επισηµασµένο (annotated) σύνολο δεδοµένων.
Τα µοντέλα που ανήκουν σε αυτήν την κατηγορία λέγεται ότι παράγουν εικόνα από θόρυβο
(noise-to-image generation).
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Όπως έχει αναφερθεί, από τα τέσσερα (4) µοντέλα που αναπτύχθηκαν το ένα ανήκει
στην κατηγορία αυτών που παράγουν εικόνα από θόρυβο. Ωστόσο, θα ξεκινήσουµε αυτήν
την ενότητα µε την περιγραφή του πρώτου µοντέλου GAN αυτής της κατηγορίας που
χρησιµοποίησε αποκλειστικά συνελικτικές στρώσεις στην αρχιτεκτονική του Generator,
του Deep Convolutional GAN (DCGAN). Κατόπιν, θα προχωρήσουµε σε πιο εξελιγµένα
µοντέλα όπως είναι το Progressive Growing GAN (PGGAN), ενώ στο τέλος της ενότητας
θα µιλήσουµε για το πιο εξελιγµένο GAN που έχει δηµοσιευθεί έως τη συγγραφή της
παρούσας (Ιούλιος 2021), το StyleGAN.

4.1.1 Παραγωγή µε Συνελικτικά ∆ίκτυα: DCGAN

Στα αρχικά µοντέλα GANs, τόσο ο Generator όσο και ο Discriminator υλοποιούνταν µε
ΤΝ∆ δύο ή περισσότερων κρυφών στρώσεων. Το 2015 έγινε η πρώτη αποτελεσµατική
προσπάθεια σχεδίασης GANs µε συνελικτικά νευρωνικά δίκτυα (CNNs) από την Emily
Denton et al. στο µοντέλο τους Laplacian Pyramid of Generative Adversarial Networks
(LAPGAN) [38]. Ωστόσο το µοντέλο τους ήταν εξαιρετικά πολύπλοκο και υπολογιστικά
«βαρύ» και αν και αρκετά αποτελεσµατικό (το πιο αποτελεσµατικό GAN του 2015, µε το
40% των παραχθέντων εικόνων να χαρακτηρίζονται ως αληθινές από ανθρώπους) δεν
αποτέλεσε τη βάση των σύγχρονων µοντέλων GANs µε CNNs.

Αντίθετα, το 2016 ο Radford et al. παρουσίασαν ένα πολύ αποδοτικό και ταυτόχρονα
«απλό» και αποτελεσµατικό µοντέλοGAN, αποτελούµενο αποκλειστικά από συνελικτικές
στρώσεις και στρώσεις κανονικοποίησης. Το µοντέλο τους, Deep Convolutional GAN
(DCGAN) [44], σηµάδεψε µια από τις πιο σηµαντικές αρχικές καινοτοµίες στη σχεδίαση
GANs, λόγω της απλής αρχιτεκτονικής του και των εντυπωσιακών αποτελεσµάτων του.
Ίσως η πιο βασική τεχνική που χρησιµοποίησαν στη σχεδίαση του µοντέλου τους και η
οποία τους επέτρεψε να σταθεροποιήσουν την εκπαίδευση και να λύσουν το πρόβληµα
της εξαφάνισης των παραγώγων λόγω των πολλών συνελικτικών στρώσεων, ήταν η
χρήση Κανονικοποίησης Οµάδας (Batch Normalization). Η κανονικόποιηση αυτή καθώς
και κάποια βασικά στοιχεία για τις (ορθές και ανάστροφες) συνελικτικές στρώσεις που
αποτέλεσαν δοµικά στοιχεία του DCGAN παρουσιάζονται παρακάτω, ενώ στο τέλος της
ενότητας παρατίθεται η αρχιτεκτονική των δικτύων του DCGAN καθώς και µετρικές και
αποτελέσµατα από την εφαρµογή του.
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Συνελικτικές Στρώσεις και ∆ιαµοιρασµός Παραµέτρων

Σε αντίθεση µε τα κανονικά feed-forward ΤΝ∆ των οποίων οι νευρώνες είναι τοπο-
θετηµένοι σε επίπεδες πλήρως-συνδεδεµένες στρώσεις, στα CNNs οι στρώσεις είναι
τοποθετηµένες σε ένα τρισδιάστατο πλέγµα (πλάτος × ύψος × βάθος). Οι συνελίξεις
υλοποιούνται µε εκπαιδεύσιµα φίλτρα µικρού δεκτικού πεδίου (receptive field), τα οποία
ολισθαίνουν κατά πλάτος και ύψος σε όλη την προηγούµενη στρώση, ενώ το καθένα
έχει βάθος όσο όλο το βάθος της προηγούµενης στρώσης. Σε κάθε βήµα, καθώς το
συνελικτικό φίλτρο ολισθαίνει στην είσοδό του, βγάζει ως έξοδο το εσωτερικό γινόµενο
µεταξύ της εισόδου και των παραµέτρων του. Αυτό έχει ως αποτέλεσµα την παραγωγή
ενός δισδιάστατου χάρτη ενεργοποίησης (activation map), κάτι που απεικονίζεται στο
σχήµα που ακολουθεί.

Σχήµα 39: Ένα συνελικτικό φίλτρο 3×3 καθώς ολισθαίνει σε είσοδο 4×4. Σε κάθε βήµα το

φίλτρο κινείται µία θέση (αριστερά προς δεξιά, επάνω προς κάτω) µε αποτέλεσµα να προκύπτει

έξοδος 2×2 µετά από 4 βήµατα. Οι παράµετροι του φίλτρου είναι σταθεροί σε όλα τα βήµατα

που απαιτούνται για συνέλιξη µε την είσοδο, ενώ το βάθος εισόδου παραλείπεται για λόγους

απλότητας.

Πηγή: «A guide to convolution arithmetic for deep learning», Dumoulin et al., 2016 [49]

Πολλοί τέτοιοι χάρτες ενεργοποίησης στοιβάζονται ο ένας πάνω στον άλλο για να
δηµιουργήσουν την (τρισδιάστατη) έξοδο της τρέχουσας στρώσης (όταν η είσοδος είναι
η προηγούµενη στρώση). Το νέο βάθος ισούται µε τον αριθµό των χαρτών ενεργοποίησης
ή, ισοδύναµα, µε τον αριθµό των διαφορετικών συνελικτικών φίλτρων της στρώσης.
Σηµαντικό στοιχείο της αρχιτεκτονικής των συνελικτικών δικτύων είναι ο διαµοιρασµός
των παραµέτρων για να προκύψει ο κάθε χάρτης ενεργοποίησης. Αυτός έγκειται στο
γεγονός ότι καθώς το φίλτρο ολισθαίνει στην είσοδό του οι παράµετροι του παραµένουν
σταθερές. Έτσι κάθε χάρτης ενεργοποίησης προκύπτει από ένα σύνολο παραµέτρων
ίσο σε αριθµό µε τις διαστάσεις του φίλτρου από το οποίο προέκυψε (πλάτοςφίλτρου ×
ύψοςφίλτρου × βάθοςπροηγ. στρώσης). Γενικά, ο διαµοιρασµός παραµέτρων µειώνει δραστικά
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τον αριθµό των εκπαιδεύσιµων παραµέτρων στα CNNs, κάτι που αφενός βοηθάει µε την
υπερ-προσαρµογή (over-fitting) και αφετέρου επιταχύνει και σταθεροποιεί την εκπαίδευ-
ση σε σχέση µε τα παραδοσιακά βαθιά ΤΝ∆.

Κανονικοποίηση Οµάδας Batch Normalization

Τα GANs συνήθως χρειάζονται πολύ χρόνο για να εκπαιδευτούν, ειδικά όταν θέλουµε
να παράξουµε ρεαλιστικές και υψηλής ανάλυσης εικόνες. Ωστόσο, η εκπαίδευση των
GANs είναι συχνά ασταθής, καθώς αυτά είναι πολύ πιο σύνθετα µοντέλα σε σύγκρι-
ση µε διακριτικά όπως οι ταξινοµητές εικόνων. Έτσι, κάθε κόλπο που επιταχύνει και
σταθεροποιεί την εκπαίδευση είναι καίριας σηµασίας για αυτά τα µοντέλα. Ένα τέτοιο
«κόλπο» είναι και η Κανονικοποίηση Οµάδας (Batch Normalization) που προτάθηκε από
τον Ioffe et al. στο άρθρο τους «Batch Normalization: Accelerating Deep Network Training by
Reducing Internal Covariate Shift» [42]. Η Κανονικοποίηση Οµάδας, η οποία έχει αποδειχθεί
ιδιαίτερα αποτελεσµατική στη σταθεροποίηση της εκπαίδευσης, αποτέλεσε κυρίαρχο
δοµικό στοιχείο της αρχιτεκτονικής και αποτελεσµατικότητας του DCGAN.

Το πρόβληµα που επιλύει η χρήση της Κανονικοποίσης Οµάδας είναι αυτό που ονοµάζεται
εσωτερική συµµεταβλητή µετατόπιση (internal covariate shift). Συµµεταβλητή µετατόπι-
ση ονοµάζεται το φαινόµενο µετατόπισης της µορφής της συνάρτησης κόστους (στο
χώρο των παραµέτρων ενός ΤΝ∆) εξαιτίας των διαφορετικών κατανοµών (ως προς τα
δείγµατα της εκάστοτε οµάδας) των εισόδων ενός µοντέλου και συνήθως προέρχεται
από µη-σωστά επεξεργασµένο σύνολο δεδοµένων εκπαίδευσης. Αυτό που παρατήρησαν,
ωστόσο, οι συγγραφείς του [42] είναι ότι και µε επαρκώς κανονικοποιηµένο σύνολο
δεδοµένων, βαθιά ΤΝ∆ παρουσίαζαν ασταθή εκπαίδευση και πολύ αργή σύγκλιση. Αυτό
οφείλονταν στο ότι καθώς µεταβάλλονταν τα βάρη του δικτύου, µεταβάλλονταν και οι
κατανοµές των εξόδων της κάθε στρώσης, µε αποτέλεσµα να εµφανίζεται παρόµοιο
πρόβληµα µε το αρχικό αλλά για τις συναρτήσεις κόστους του κάθε νευρώνα, κάτι που
ονόµασαν internal covariate shift. Για την επίλυσή του, πρότειναν την κανονικοποίηση της
εξόδου του κάθε νευρώνα ενός ΤΝ∆ ώστε όλες οι έξοδοι της εκάστοτε οµάδας για τον
συγκεκριµένου νευρώνα να έχουν αρχικά µηδενική µέση τιµή και µοναδιαία διακύµανση
και κατόπιν αυτές να πηγαίνουν στις εκπαιδεύσιµες παραµέτρους γ και � αντίστοιχα.

Με βάση τα παραπάνω, η Κανονικοποίηση Οµάδας στα ΤΝ∆ γίνεται ως εξής:
Έστω, z[l]

i η έξοδος του i-οστού νευρώνα της l-οστής στρώσης ενός ΤΝ∆. Επίσης, έστω ότι
στην είσοδο του νευρωνικού (και άρα κατ΄ επέκταση και σε κάθε στρώση αυτού) δίνονται
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οµάδες B δειγµάτων, τότε η έξοδος του νευρώνα µετά την Κανονικοποίηση Οµάδας θα
είναι [42]:
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B
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z[l]
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b
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Στην περίπτωση των CNNs, η Κανονικοποίηση οµάδας γίνεται ως προς µία οµάδα καναλι-
ών, δηλαδή για ένα συγκεκριµένο βάθος στην έξοδο µιας συνελικτικές στρώσης. Επίσης,
κατά τη διάρκεια της φάσης δοκιµής (evaluation phase) του µοντέλου, χρησιµοποιούνται
στατιστικά των µέσων τιµών και των διακυµάνσεων που κρατήθηκαν από τη φάση εκπα-
ίδευσης. Τέλος, για λόγους πληρότητας να αναφέρουµε πως η κανονικοποίηση οµάδας
είναι λιγότερο αποτελεσµατική για µειούµενο αριθµό δειγµάτων στην οµάδα, καθώς και
για περιπτώσεις όπου τα δείγµατα αυτά παρουσιάζουν αρκετά διαφορετικές στατιστικές
(όπως π.χ. στην παραγωγή εικόνων µε ποικιλοµορφία).

Ανάστροφες Συνελικτικές Στρώσεις (Transposed Convolutions)

Ακολούθως, θα προβούµε σε µία σύντοµη περιγραφή των ανάστροφων συνελικτικών
στρώσεων (transposed convolutional layers), οι οποίες χρησιµοποιούνται κατά κανόνα
στουςGenerators τωνGANs. Οι ανάστροφες συνελίξεις είναι ουσιαστικά µία τεχνική για α-
ύξηση του πλάτους και µήκους µιας στρώσης (upsampling) µέσωφίλτρων εκπαιδεύσιµων
παραµέτρων. Αναλυτικά, για είσοδο πλάτους και µήκους 2, δηλαδή 2×2, και το συνελικτικό
φίλτρο πολλαπλασιάζεται µε κάθε στοιχείο της εισόδου (πολλαπλασιασµός αριθµού
µε διάνυσµα - όχι εσωτερικό γινόµενο) και το αποτέλεσµα αποθηκεύεται στον χάρτη
ενεργοποίησης της εξόδου µε βάση την τεχνική overlap-and-add (δηλαδή στα σηµεία της
επικάλυψης γίνεται πρόσθεση της νέας µε την υπάρχουσα τιµή). Σύµφωνα µε το [49], αυτό
είναι ισοδύναµο µε εφαρµογή περιθωρίου padding στην είσοδο και πραγµατοποίησης της
κανονικής συνέλιξης, κάτι που απεικονίζεται στο σχήµα 40 παρακάτω:

Οι ανάστροφες συνελικτικές στρώσεις χρησιµοποιούνται ως βασικά δοµικά στοιχεία
στον Generator του DCGAN µε στόχο τη σταδιακή αύξηση της ανάλυσης των στρώσεων
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Σχήµα 40: Το ανάστροφο της συνέλιξης 3×3: ένα ανάστροφο συνελικτικό φίλτρο 3×3 καθώς

ολισθαίνει σε είσοδο 2×2 (µε padding 2). Σε κάθε βήµα το φίλτρο κινείται µία θέση (αριστερά

προς δεξιά, επάνω προς κάτω) µε αποτέλεσµα να προκύπτει έξοδος 4×4 µετά από 16 βήµατα.

Οι παράµετροι του φίλτρου είναι σταθεροί σε όλα τα βήµατα που απαιτούνται για ανάστροφη

συνέλιξη µε την είσοδο, ενώ το βάθος εισόδου παραλείπεται για λόγους απλότητας.

Πηγή: «A guide to convolution arithmetic for deep learning», Dumoulin et al., 2016 [49]

έως την τελική ανάλυση που θέλουµε να έχουν οι εικόνες στην έξοδό του. Για λόγους
πληρότητας, σκόπιµο είναι να αναφέρουµε πως οι ανάστροφες συνελίξεις λόγω του
overlap που υπάρχει σε κάποια σηµεία της εξόδου, εµφανίζουν ένα εφέ σκακιέρας (che-
ckerboard pattern) [58]. Αυτό έχει αναγκάσει αρκετούς ερευνητές στην αναζήτηση και
εφαρµογή διαφορετικών τεχνικών upsampling, όπως η χρήση ντερµενιστικού upsampling
(π.χ. µε –bilinear, bicubic, nearest neighboors˝ παρεµβολή) ακολουθούµενο από κανονικές
συνελικτικές στρώσεις (βλ. PGGAN, υποενότητα 4.1.2).

Αρχιτεκτονική του µοντέλου DCGAN

Το τέλος της ενότητας το αφιερώνουµε στην παράθεση της αρχιτεκτονικής των δικτύων
του DCGAN και ορισµένων από τα αρχικά αποτελέσµατα από την εφαρµογή του. Έτσι,
αρχικά παραθέτουµε το δίκτυο του Generator ως αντιπροσωπευτική απεικόνιση όσο
και πιο τεχνικά σε µορφή πίνακα. Όπως φαίνεται αυτός αποτελείται από ανάστροφες
συνελικτικές στρώσεις, στρώσεις κανονικοποίησης οµάδας και ανορθωµένες γραµµικές
µονάδες (rectified linear units - ReLU)1, ενώ δεν συµπεριλαµβάνονται καθόλου πλήρως-
συνδεδεµένες ή pooling στρώσεις κάτι πρωτοποριακό τη στιγµή της παρουσίασής του
DCGAN. Έτσι, σχηµατικά ο Generator του DCGAN έχει ως εξής:

1Οι ανορθωµένες γραµµικές µονάδες (rectified linear units - ReLU) είναι συναρτήσεις ενεργοποίησης οι
οποίες έχουν τη µορφή: f (x) = max(0, x) (ReLU), ή fa(x) = max(−αx, x) µε α µικρή αρνητική σταθερά όπως
−0.1 (Leaky ReLU).
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Σχήµα 41: Αρχιτεκτονική του Generator του DCGAN κατά την εφαρµογή του µοντέλου στο σύνολο

δεδοµένων LSUN [47].

Πηγή: Ανακατασκευή από «Unsupervised Representation Learning with Deep Convolutional Genera-

tive Adversarial Networks», Radford et al., 2015 [44]

Όπωςφαίνεται στο σχήµα 41, το δίκτυο του Generator αποτελείται από πέντε (5) ανάστρο-
φες συνελικτικές στρώσεις (τη στρώση προβολής (projection layer) και τις στρώσεις
CONV 1-4), όλες µε µέγεθος φίλτρου 5×5 και stride 2. Στο τέλος βγαίνει µια εικόνα
έγχρωµη (3 κανάλια) και µεγέθους 64×64 εικονοστοιχεία.

Ακολουθώντας συµµετρική σχεδίαση, το δίκτυο του Discriminator του DCGAN αποτελε-
ίται από συνελικτικές στρώσεις µε stride=2, στρώσεις κανονικοποίησης οµάδας και ανορ-
θωµένες γραµµικές µονάδες (Leaky ReLU, α = −0.2). Η αρχιτεκτονική του Discriminator
απεικονίζεται στο σχήµα 42 παρακάτω. Όπως φαίνεται στο σχήµα αυτό, το δίκτυο του
Discriminator αποτελείται από πέντε (5) συνελικτικές στρώσεις (τις στρώσεις CONV
1-4), όλες µε µέγεθος φίλτρου 5×5 και stride 2 και τη στρώση εξόδου µε stride 1) και
σιγµοειδή συνάρτηση εξόδου. Στο τέλος βγαίνει µια πιθανότητα από 0 έως 1 εκπαιδεύεται
να αντιστοιχεί στο βαθµό ρεαλισµού της εισόδου.

Όπως αναφέρθηκε, το DCGAN είχε µια αρκετά πρωτοπόρα αρχιτεκτονική και εάν και
δεν πέτυχε επαναστατικά αποτελέσµατα ήταν το πρώτο µοντέλο GAN χωρίς πλήρως-
συνδεδεµένες στρώσεις το οποίο κατάφερε να εκπαιδευθεί ευσταθώς για χιλιάδες επα-
ναλήψεις. Παρακάτω, παραθέτουµε από το [44] παραγωγές του DCGAN το οποίο εκπαιδε-
ύτηκε στο σύνολο δεδοµένων χειρόγραφων ψηφίων του MNIST, οι οποίες συγκρίνονται
µε το αρχικό GAN (το οποίο χρησιµοποιούσε πλήρως-συνδεδεµένες στρώσεις) καθώς και
µε τις πραγµατικές εικόνες του συνόλου εκπαίδευσης. Όπως φαίνεται στο σχήµα 43, ο
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Σχήµα 42: Αρχιτεκτονική του Discriminator του DCGAN.

Πηγή: Ανακατασκευή από «Unsupervised Representation Learning with Deep Convolutional Genera-

tive Adversarial Networks», Radford et al., 2015 [44]

Generator του DCGAN δίνει αρκετά ρεαλιστικά δείγµατα - τα περισσότερα δυσδιάκριτα
από αυτά του συνόλου εκπαίδευσης.

(α) Πραγµατικές εικόνες (β) Αρχικό GAN (γ) DCGAN

Σχήµα 43: Σύγκριση παραγόµενων εικόνων του DCGAN (δεξιά) και του αρχικού GAN (κέντρο)

όταν αµφότερα έχουν εκπαιδευτεί µε το σύνολο δεδοµένων χειρόγραφων ψηφίων του MNIST

(αριστερά).

Πηγή: «Unsupervised Representation Learning with Deep Convolutional Generative Adversarial Netw-

orks», Radford et al., 2015 [44]

σελίδα 96 από 246



ΚΕΦΑΛΑΙΟ 4. ΕΦΑΡΜΟΓΕΣ ΤΩΝ GANS 4.1. ΠΑΡΑΓΩΓΗ ΕΙΚΟΝΑΣ ΑΠΟ ΘΟΡΥΒΟ

4.1.2 Σταδιακή Παραγωγή: PGGAN

Περνάµε τώρα στην παρουσίαση του µοντέλου Progressively Growing GAN (PGGAN) το
οποίο παρουσιάστηκε από τον Karras et al. στο άρθρο τους «Progressive Growing of
GANs for Improved Quality, Stability, and Variation» [74]. Το µοντέλο αυτό ήταν το πρώτο
µοντέλο που παρήγαγε πολύ υψηλής ποιότητας και ποικιλοµορφίας εικόνες υψηλής
ανάλυσης (1024×1024), αποτελώντας το πρώτο µοντέλο της οικογένειας µοντέλων Sty-
leGAN (κάποια µοντέλα από την οποία αναλύουµε στις επόµενες υποενότητες). Σε ότι
ακολουθεί θα αναφέρουµε σηµαντικές καινοτοµίες του µοντέλου, όπως η σταδιακή
αύξηση της ανάλυσης και η στρώση τυπικής απόκλισης οµάδας, θα παραθέσουµε στοιχεία
της αρχιτεκτονικής των δικτύων και στο τέλος θα δώσουµε κάποια από τα αποτελέσµατα
εφαρµογής του PGGAN στην πράξη.

Σταδιακή Αύξηση Ανάλυσης (Progressing Growing)

Το κύριο στοιχείο σχεδίασης και εκπαίδευσης του PGGAN είναι αυτό της σταδιακής
αύξησης της ανάλυσης των δικτύων µε σκοπό τη σταθερότερη εκπαίδευση. Στην πράξη,
οι συγγραφείς του [74] είδαν ότι η εκπαίδευση του GAN σε στάδια οδηγεί σε πολύ πιο
γρήγορη και σταθερή εκπαίδευση όταν οι τελικές αναλύσεις των εικόνωνπου επιθυµούµε
να παραχθούν από τον Generator ή να διακριθούν από τον Discriminator είναι µεγάλες (δηλ.
µεγαλύτερες από 256×256).

Συνοπτικά, αυτό που γίνεται είναι η αρχικοποίηση των δικτύων για παραγωγή εικόνων
πολύ µικρής ανάλυσης, π.χ. 4×4 ή 8×8. Αφότου η εκπαίδευση του µοντέλου σταθερο-
ποιηθεί στην ανάλυση αυτή (κατί σχετικά εύκολο για το µέγεθος των δικτύων) και στα
δύο δίκτυα προστίθενται νέες στρώσεις είτε για παραγωγή ή για διάκριση εικόνων
διπλάσιας ανάλυσης (αντίστοιχα 8×8 ή 16×16). Κατόπιν, µετά από κάποια epochs και αφού
η εκπαίδευση των µοντέλων έχει εκ νέου σταθεροποιηθεί2 γίνεται η ίδια διαδικασία
αύξησης της ανάλυσης των δικτύων, κάτι που συνεχίζεται έως ότου η ανάλυση φτάσει
στην επιθυµητή των εικόνων εξόδου του Generator. Ακολουθώντας, εποµένως, αυτή τη
λογική της εκπαίδευσης του GAN σε στάδια, οι συγγραφείς ήταν σε θέση να εκπαιδεύσουν
επιτυχώς µοντέλα που παράγουν υψηλής ανάλυσης και ρεαλισµού εικόνες - µε σηµαντικά
καλύτερα αποτελέσµατα σε σύγκριση µε προηγούµενα µοντέλα.

2Η έννοια της σταθεροποίησης της εκπαίδευσης ενός GAN και ειδικά ενός αρκετά πολύπλοκου όπως το
PGGAN δεν είναι σαφώς ορισµένη. Μετά από πληθώρα πειραµάτων, οι συγγραφείς του [74] κατέληξαν σε
ένα σύνολο breakpoints µε βάση τις συναρτήσεις κόστους των δικτύων, τα οποία και δηµοσιοποίησαν.
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Αν και η αύξηση της ανάλυσης των δικτύων µέσω της προσθήκης νέων στρώσεων
ακούγεται απλή, στην πράξη οι συγγραφείς κατέληξαν ότι αυτό θα πρέπει να γίνει µε
οµαλό τρόπο: όταν εισάγονται νέες στρώσεις οι συγγραφείς εισάγουν ένα παράλληλο µο-
νοπάτι που τις παρακάµπτει. Σε κάθε ένα από τα δύο µονοπάτια ανατίθενται συντελεστές
βαρύτητας α (για τις νέες στρώσεις) και (1−α) (για την «παράκαµψη»), µε την παράµετρο
µίξης α να ξεκινάει από 0 και σταδιακά να πηγαίνει έως το 1, οπότε στην ουσία καταργείται
το πρόσθετο παράλληλο µονοπάτι. Σχηµατικά αυτό φαίνεται στη γραφική απεικόνιση
που ακολουθεί. Στο σχήµα αυτό φαίνεται η οµαλή µετάβαση από την ανάλυση 16×16
στην ανάλυση 32×32 τόσο για τον Generator όσο και για τον Discriminator. Η µετάβαση
γίνεται µέσω ενός µονοπατιού παράκαµψης των νέων στρώσεων και την αντίστοιχη
παράµετρο µίξης α. Η παράµετρος αυτή ξεκινάει από 0, οπότε απλώς προστίθεται µια
upsampling στρώση στον Generator και η αντίστοιχη downsampling στον Discriminator της
προηγούµενης ανάλυσης, έως 1, οπότε τα δίκτυα έχουν µεγαλώσει και έχουν ένα µπλοκ
νέων συνελικτικών στρώσεων το καθένα.
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Σχήµα 44: Απεικόνιση του τρόπου σταδιακής αύξησης των δικτύων του PGGAN.

Πηγή: Ανακατασκευή από «Progressive Growing of GANs for Improved Quality, Stability, and Varia-

tion», Karras et al., 2017 [74]

Οι πραγµατικές εικόνες δίνονται στον Discriminator, για την εκπαίδευσή του, στην ε-
κάστοτε ανάλυση εικόνων που δέχεται. Συνολικά, στο σχήµα 45, παρακάτω, φαίνεται το
πως σταδιακά εκπαιδεύεται το δίκτυο για να παράγει εικόνες υψηλής ανάλυσης. Εκεί,
απεικονίζεται η οµαλή µετάβαση από την ανάλυση 16×16 στην ανάλυση 32×32 τόσο για
τον Generator όσο και για τον Discriminator. Η µετάβαση γίνεται µέσω ενός µονοπατιού
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παράκαµψης των νέων στρώσεων και την αντίστοιχη παράµετρο µίξης α. Η παράµετρος
αυτή ξεκινάει από 0, οπότε απλώς προστίθεται µια upsampling στρώση στον Generator
και η αντίστοιχη downsampling στον Discriminator της προηγούµενης ανάλυσης, έως 1,
οπότε τα δίκτυα έχουν µεγαλώσει και έχουν ένα µπλοκ νέων συνελικτικών στρώσεων το
καθένα.
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Σχήµα 45: Συνολική απεικόνιση σταδιακής αύξησης των δικτύων του PGGAN.

Πηγή: Ανακατασκευή από «Progressive Growing of GANs for Improved Quality, Stability, and Varia-

tion», Karras et al., 2017 [74]

Κανονικοποίηση Εικονοστοιχείων (Pixel Normalization)

Παράλληλα, µαζί µε την καινοτοµία στη σταδιακή αύξηση της ανάλυσης, οι συγγραφείς
του [74] δοκίµασαν και µια νέα µορφή κανονικοποίησης των εξόδων των συνελικτικών
στρώσεων του Generator. Αυτή, την οποία ονοµάσαν Κανονικοποίηση ∆ιανύσµατος Χα-
ρακτηριστικού ανά Εικονοστοιχείο (Pixel-wise Feature Vector Normalization) ή Κανονι-
κοποίηση Εικονοστοιχείων (Pixel Normalization) όπως αλλιώς ονοµάζεται, ακολουθεί
τις συνελικτικές στρώσεις του Generator του PGGAN προκειµένου «να αποτραπεί το
σενάριο όπου τα µεγέθη στον Generator και στον Discriminator στρέφονται εκτός ελέγχου
ως αποτέλεσµα της αντιπαραθετικής εκπαίδευσης.».

Αναλυτικά, για κάθε δείγµα της οµάδας (batch), και γιά κάθε θέση κατά πλάτος (x) και
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Σχήµα 46: Σχηµατική απεικόνιση της Κανονικοποίησης Εικονοστοιχείων.

Πηγή: Ανακατασκευή από «PowerNorm: Rethinking Batch Normalization in Transformers», Yeh et al.,

2020 [115]

ύψος (y) της εξόδου της προηγούµενης συνελικτικής στρώσης κανονικοποιούνται όλα τα
στοιχεία τουδιανύσµατοςπουαποτελείται από την τιµή όλων των χαρτώνενεργοποίησης
στη συγκεκριµένη θέση πλάτους και ύψουςως προς την ευκλείδεια νόρµα αυτού. ∆ηλαδή,
αυτό που γίνεται είναι το εξής:

∥∥∥ ~ax,y∥∥∥←−
√√

1
C

C∑
c=1

(
~ax,y[c]

)2
(4.5)

~ax,y ←−
~ax,y∥∥∥ ~ax,y∥∥∥ + ϸ

, (x, y) = (1,1), ..., (W,H) (4.6)

όπου ϸ σταθερά της τάξης 10−8 (για αριθµητική σταθερότητα), C ο αριθµός των καναλιών
ή χαρτών ενεργοποίησης και (x, y) η θέση του εκάστοτε εικονοστοιχείου ή διανύσµατος
χαρακτηριστικών όπως τονίζεται στο σχήµα 46 δεξιά. Σύµφωνα µε τους συγγραφείς
του [74] είναι «εντυπωσιακό ότι αυτός ο βαρύς περιορισµός δεν φαίνεται να βλάπτει
τον Generator µε κανέναν τρόπο, και µάλιστα στα περισσότερα σύνολα δεδοµένων δεν
αλλάζει πολύ τα αποτελέσµατα, αλλά αποτρέπει την κλιµάκωση των µεγεθών σήµατος
πολύ αποτελεσµατικά όταν χρειάζεται».

Τυπική Απόκλιση Οµάδας (Batch Standard Deviation)

Στην προσπάθεια τους για αύξηση της ποικιλοµορφίας των παραγόµενων δειγµάτων,
οι συγγραφείς του PGGAN πρότειναν τη χρήση µιας νέας στρώσης στον Discriminator,
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που µετράει την τυπική απόκλιση των δειγµάτων της οµάδας Batch Standard Deviation.
Συγκεκριµένα, προς το τέλος του Discriminator προστίθεται ένας χάρτης ενεργοποίησης
στην έξοδο κάποιας συνελικτικής στρώσης στον οποίο αποθηκεύονται στατιστικά µεταξύ
των δειγµάτων της οµάδας. Τα στατιστικά εξάγονται συγκρίνοντας τις εξόδους της
προηγούµενης συνελικτικής στρώσης για κάθε δείγµα της οµάδας.

Επεξηγηµατικά, πρώτα υπολογίζεται η τυπική απόκλιση για κάθε διάνυσµα χαρακτηριστι-
κό σε κάθε θέση (x, y) ως προς την οµάδα, κάτι που αποτελεί εκτίµηση της πραγµατικής
τυπικής απόκλισης µεταξύ των εικόνων (πραγµατικών ή τεχνητών αντίστοιχα). Έπειτα,
υπολογίζεται ο µέσος όρος αυτών των εκτιµήσεων για όλες τα διανύσµατα χαρακτη-
ριστικών και όλες τις χωρικές θέσεις ώστε να προκύψει µία µόνο τιµή. Κατόπιν, αυτή
η τιµή αντιγράφεται σε όλες τις θέσεις ενός νέου χάρτη ενεργοποίησης διαστάσεων
ίδιων µε αυτών των υπολοίπων χαρτών. Ο χάρτης ενώνεται µε τους υπόλοιπους απλώς
προσθέτοντας τον σε αυτούς.

Αυτός η στρώση θα µπορούσε να εισαχθεί οπουδήποτε στον Discriminator, αλλά οι
συγγραφείς µετά από πειράµατα κατέληξαν ότι το καλύτερο είναι αυτή να εισαχθεί προς
το τέλος του Discriminator, κάτι που φαίνεται και στην αρχιτεκτονική του PGGAN που
παρουσιάζεται στην επόµενη παράγραφο. Τονίζεται στο σηµείο αυτό ότι οι τιµές της
τυπικής απόκλισης είναι σταθερές (µη-παραγωγίσιµες) και απλώς χρησιµοποιούνται από
τονDiscriminator για καλύτερη διάκριση των κατανοµών, κάτι που έµµεσα «πιέζει» τον
Generator να αυξήσει την ποικιλοµορφία των δειγµάτων που παράγει αποφεύγοντας τη
Συρρίκνωση Ρυθµών.

Αρχιτεκτονικής του PGGAN - Αποτελέσµατα

Πριν προχωρήσουµε στην παράθεση της αρχιτεκτονικής των δικτύων του PGGAN, αξίζει
να σηµειωθεί ότι οι συγγραφείς δεν χρησιµοποιήσαν ανάστροφες συνελικτικές στρώσεις
για να αποφύγουν το πρόβληµα σκακιέρας, όπως ειπώθηκε προηγούµενα. Έτσι, αυτό που
κάνουν είναι ένα αρχικό upsampling ακολουθούµενο από συνελικτικές στρώσεις µονα-
διαίου βήµατος (δηλ. που δεν µειώνουν το πλάτος και µήκος των χαρτών ενεργοποίησης
εισόδου), κάτι που φαίνεται και στην αρχιτεκτονική του Generator.

Παρακάτω, παραθέτουµε σε µορφή πίνακα την πλήρη αρχιτεκτονική των δικτύων του
PGGANόπωςπαρουσιάζονται στο [74]. Στον πίνακα 2, λοιπόν, φαίνονται τα δίκτυα πλήρως
ανεπτυγµένα (χωρίς δηλαδή τα µονοπάτια παράκαµψης που χρησιµοποιούνται κατά την
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αρχική φάση εκπαίδευσης). Εκεί µε «Conv» συµβολίζονται οι συνελικτικές στρώσεις µε
το µέγεθος των συνελικτικών φίλτρων να αναγράφεται δίπλα, µε «{Up,Down}sample»
συµβολίζονται οι στρώσεις που κάνουν {up,down}sampling στους χάρτες ενεργοποίησης
της εισόδου και µε «Fully-connected» συµβολίζεται η πλήρως-συνδεδεµένη στρώση στην
έξοδο του Discriminator. Τέλος, για λόγους πληρότητας µετά τον πίνακα παραθέτουµε
µερικά παραγόµενα δείγµατα του µοντέλου στο σύνολο δεδοµένων προσώπων διασήµων
υψηλής ανάλυσης, CelebA-HQ [43], στο σχήµα 47.

Σχήµα 47: Μερικές από τις καλύτερες παραγωγές του µοντέλου PGGAN το οποίο εκπαιδεύτηκε

στο σύνολο δεδοµένων προσώπων διασήµων υψηλής-ανάλυσης, CelebA-HQ. Φαίνεται τόσο η

εξαιρετική ποιότητα όσο και η µεγάλη ποικιλοµορφία των παραγόµενων δειγµάτων του Generator

του PGGAN.

Πηγή: «Progressive Growing of GANs for Improved Quality, Stability, and Variation», Karras et al., 2017

[74]

4.1.3 StyleGAN

Ένα χρόνο µετά την παρουσίαση του PGGAN, δηλαδή το 2018, οι δηµιουργοί του προχώρη-
σαν στην αναβάθµισή του και στην παρουσίαση του µοντέλου StyleGAN στο άρθρο τους
«A Style-Based Generator Architecture for Generative Adversarial Networks» [91]. Το µοντέλο
είχε µικρότερο αριθµό αλλά όχι µικρότερης σηµασίας καινοτοµίες, οι οποίες προκύπτουν
από τη θεώρηση ότι µια εικόνα συντίθεται από ένα σύνολο µεταβαλλόµενων χαρακτη-
ριστικών (τα οποία ονοµάζουν «στιλ» (styles)), τόσο για τις παραγόµενες εικόνες όσο
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Generator Ενεργ. Σχήµα Εξόδου Αρ. Παραµ.
Τυχαίο ∆ιάνυσµα – 512 × 1 × 1 –
Conv 4 × 4 LReLU 512 × 4 × 4 4.2Μ
Conv 3 × 3 LReLU 512 × 4 × 4 2.4Μ
Upsample – 512 × 8 × 8 –
Conv 3 × 3 LReLU 512 × 8 × 8 2.4Μ
Conv 3 × 3 LReLU 512 × 8 × 8 2.4Μ
Upsample – 512 × 16 × 16 –
Conv 3 × 3 LReLU 512 × 16 × 16 2.4Μ
Conv 3 × 3 LReLU 512 × 16 × 16 2.4Μ
Upsample – 512 × 32 × 32 –
Conv 3 × 3 LReLU 512 × 32 × 32 2.4Μ
Conv 3 × 3 LReLU 512 × 32 × 32 2.4Μ
Upsample – 512 × 64 × 64 –
Conv 3 × 3 LReLU 256× 64 × 64 1.2Μ
Conv 3 × 3 LReLU 256× 64 × 64 590k
Upsample – 256× 128 × 128 –
Conv 3 × 3 LReLU 128 × 128 × 128 295k
Conv 3 × 3 LReLU 128 × 128 × 128 148k
Upsample – 128 × 256 × 256 –
Conv 3 × 3 LReLU 64 × 256 × 256 74k
Conv 3 × 3 LReLU 64 × 256 × 256 37k
Upsample – 64 × 512 × 512 –
Conv 3 × 3 LReLU 32 × 512 × 512 18k
Conv 3 × 3 LReLU 32 × 512 × 512 9.2k
Upsample – 32 × 1024 × 1024 –
Conv 3 × 3 LReLU 16 × 1024 × 1024 4.6k
Conv 3 × 3 LReLU 16 × 1024 × 1024 2.3k
Conv 1 × 1 λινεαρ 3 × 1024 × 1024 51
Συνολικός Αριθµός Παραµέτρων 23.1Μ

Discriminator Ενεργ. Σχήµα Εξόδου Αρ. Παραµ.
Εικόνα εισόδου – 3 × 1024 × 1024 –
Conv 1 × 1 LReLU 16 × 1024 × 1024 64
Conv 3 × 3 LReLU 16 × 1024 × 1024 2.3k
Conv 3 × 3 LReLU 32 × 1024 × 1024 4.6k
Downsample – 32 × 512 × 512 –
Conv 3 × 3 LReLU 32 × 512 × 512 9.2k
Conv 3 × 3 LReLU 64 × 512 × 512 18k
Downsample – 64 × 256 × 256 –
Conv 3 × 3 LReLU 64 × 256 × 256 37k
Conv 3 × 3 LReLU 128 × 256 × 256 74k
Downsample – 128 × 128 × 128 –
Conv 3 × 3 LReLU 128 × 128 × 128 148k
Conv 3 × 3 LReLU 256× 128 × 128 295k
Downsample – 256× 64 × 64 –
Conv 3 × 3 LReLU 256× 64 × 64 590k
Conv 3 × 3 LReLU 512 × 64 × 64 1.2Μ
Downsample – 512 × 32 × 32 –
Conv 3 × 3 LReLU 512 × 32 × 32 2.4Μ
Conv 3 × 3 LReLU 512 × 32 × 32 2.4Μ
Downsample – 512 × 16 × 16 –
Conv 3 × 3 LReLU 512 × 16 × 16 2.4Μ
Conv 3 × 3 LReLU 512 × 16 × 16 2.4Μ
Downsample – 512 × 8 × 8 –
Conv 3 × 3 LReLU 512 × 8 × 8 2.4Μ
Conv 3 × 3 LReLU 512 × 8 × 8 2.4Μ
Downsample – 512 × 4 × 4 –
Τυπ. απόκλ. οµάδ. – 513 × 4 × 4 –
Conv 3 × 3 LReLU 512 × 4 × 4 2.4Μ
Conv 4 × 4 LReLU 512 × 1 × 1 4.2Μ
Fully-connected linear 1 × 1 × 1 513
Συνολικός Αριθµός Παραµέτρων 23.1Μ

Πίνακας 2: Αρχιτεκτονική του Generator (αριστερά) και του Discriminator (δεξιά) που χρη-
σιµοποιήθηκε για την εκπαίδευση του µοντέλου PGGAN στο σύνολο δεδοµένων CelebA-
HQ [43] για παραγωγή εικόνων 1024×1024.
Πηγή: Ανακατασκευή από «Progressive Growing of GANs for Improved Quality, Stability, and
Variation», Karras et al., 2017 [74]
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και στις πραγµατικές του συνόλου εκπαίδευσης. Το StyleGAN εκτός από το ότι αποτελεί
(µαζί µε τις επόµενες εκδόσεις του) το καλύτερο (state-of-the-art) µοντέλο, η πρώτη του
έκδοση που παρουσιάζεται στην παρούσα υποενότητα, θεωρείται ότι αποτελεί σηµείο
καµπής στην απόδοση των GANs λόγω της ποιότητας των παραγόµενων εικόνων.

Οι στόχοι σχεδίασης αυτού του δικτύου ξεκινώντας από το PGGAN ήταν αφενός η
καλύτερη ποιότητα (fidelity) των υψηλής-ανάλυσης παραγόµενων εικόνων και αφετέρου
η αύξηση της ποικιλοµορφίας χωρίς να θυσιάζεται η ποιότητα. Επίσης, οι συγγραφείς
ήθελαν να αυξήσουν την ελεγξιµότητα του µοντέλου τους (όπως π.χ. η προσθήκη γυαλιών
σε ένα πρόσωπο χωρίς να επηρεάζονται τα υπόλοιπα χαρακτηριστικά ή η αλλαγή του
χρώµατος των µαλλιών), κάτι που το κατάφεραν σε σηµαντικό βαθµό. Για το σκοπό αυτό,
οι συγγραφείς έδωσαν περισσότερο έµφαση στην επανασχεδίαση του Generator, ενώ
αντίθετα εκείνη την περίοδο, όπως οι ίδιοι αναφέρουν, οι περισσότερες προσπάθειες
γίνονταν για βελτίωση της σχεδίασης και λειτουργίας του Discriminator.

Εµβαθύνοντας λίγο στις συνεισφορές του [91], αυτές συνοψίζονται σε τρεις (3) βασι-
κές καινοτοµίες: το ∆ίκτυο Αντιστοίχισης Θορύβου, η Προσαρµοστική Κανονικοποίηση
∆είγµατος και η Έγχυση Θορύβου. Οι καινοτοµίες αυτές αναλύονται στις παραγράφους
που ακολουθούν, ενώ στο τέλος της υποενότητας παραθέτουµε αποτελέσµατα από την
εκπαίδευσή του StyleGAN σε σύνολα δεδοµένων εικόνων υψηλής ανάλυσης. Για αναφορά,
παραθέτουµε παρακάτω το πλήρως δίκτυο του Generator, το οποίο όπως αναφέρθηκε βα-
σίζεται στον Generator του PGGAN, δηλαδή εκπαιδεύεται σταδιακά µε αναλύσεις εικόνων
που ξεκινούν από 4×4 και µε διαδοχικούς διπλασιασµούς φτάνουν έως 1024×1024. Όπως
φαίνεται στο σχήµα αυτό (σχήµα 48), το τυχαίο διάνυσµα περνάει αρχικά από ένα δίκτυο
«ξεµπερδέµατος» και κατόπιν εισάγεται µε εκπαιδεύσιµα βάρη στις στρώσεις κανονικο-
ποίησης δειγµάτων. Η παραγωγή του ∆ικτύου Σύνθεσης ξεκινά από µια σταθερή τιµή,
ενώ θόρυβος εγχέεται µετά τις συνελικτικές στρώσεις για αύξηση της ποικιλοµορφίας.
Κατά την εκπαίδευση του µοντέλου υπάρχουν και µονοπάτια παράκαµψης τα οποία εδώ
παραλείπονται.

∆ίκτυο Αντιστοίχισης Θορύβου (Noise Mapping Network)

Ο Generator του StyleGAN («Style-based Generator») ακολουθεί τη γενική ιδέα του αρχικού
GAN: για είσοδοδιάνυσµα γκαουσιανού θορύβου (από τον λανθάνοντα χώροτουGenerator)
εκπαιδεύεται να παράγει ρεαλιστικές εικόνες και, στην περίπτωση αυτή, υψηλής ανάλυ-
σης. Αυτό που διακρίνει, ωστόσο, τον Style-based Generator από τον αρχικό - κάτι που
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Σχήµα 48: Αρχιτεκτονικη του Generator του µοντέλου StyleGAN.

Πηγή: Ανακατασκευή από «A Style-Based Generator Architecture for Generative Adversarial Netw-

orks», Karras et al., 2018 [91]

συνιστά και την πρώτη σηµαντική καινοτοµία του StyleGAN - είναι ότι το διάνυσµα αυτό
δεν δίνεται απευθείας στον Generator αλλά υπάρχουν οι εξής δύο διαφοροποιήσεις:

• ∆ίκτυο Αντιστοίχισης Θορύβου: το διάνυσµα θορύβου στην είσοδο του Generator
περνάει αρχικά από ένα ΤΝ∆, τύπου multi-layer perceptron (MLP), αποτελούµενο από
πλήρως-συνδεδεµένες στρώσεις ακολουθούµενες από συναρτήσεις ενεργοποίησης
τύπου ReLU. Ο στόχος εδώ είναι ο µη-γραµµικός µετασχηµατισµός της πρότερης
(prior) κατανοµής από την οποία δειγµατοληπτείται το αρχικό διάνυσµα σε µία που
οδηγεί σε πιο disentagled χώρο (βλ. σχήµα 49). Στο σχήµα αυτό απεικονίζονται τα
εξής: (α) Παράδειγµα συνόλου εκπαίδευσης - εδώ λείπουν δείγµατα για ορισµένους
συνδυασµούς παραλλαγών (π.χ. µακριά µαλλιά αρσενικών). (β) Αυτό αναγκάζει την
αντιστοίχιση από το z-χώρο σε χαρακτηριστικά εικόνας (όπως στο αρχικό GAN)
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να καµπυλωθεί έτσι ώστε ο απαγορευµένος συνδυασµός να εξαφανιστεί στο z-
χώρο για να αποφευχθεί η δειγµατοληψία µη έγκυρων συνδυασµών. (γ) Η εκµάθηση
αντιστοίχισης από το z-χώρο, µέσω του ∆ικτύου Αντιστοίχισης Θορύβου, στο w-
χώρο είναι ικανή να «αναιρέσει» µεγάλο µέρος της παραµόρφωσης.

• Εισαγωγή σε πολλές στρώσεις: η έξοδος του παραπάνω δικτύου είναι ένα διάνυσµα,
~w, (συνήθως) ίδιας διάστασης µε το αρχικό, το οποίο όµως δεν δίνεται στο υπόλοιπο
µέρος του Generator µε τον κλασικό τρόπο (δηλ. στην πρώτη στρώση). Αντ΄ αυτού
εισάγεται σε πολλά σηµεία στο υπόλοιπο µέρος τουGenerator και συγκεκριµένα στις
στρώσεις Προσαρµοστικής Κανονικοποίησης ∆είγµατος (βλ. επόµενη παράγραφο).

(α) Κατανοµή χαρακτηριστι-
κών εικόνας στοσύνολο εκπα-
ίδευσης

(β) Απευθείας αντιστοίχιση α-
πό τον z-χώρο στα χαρακτηρι-
στικά

(γ) Εκπαιδεύσιµη αντιστοίχι-
ση από τον z-χώρο στον w-
χώρο και µετά στα χαρακτηρι-
στικά

Σχήµα 49: Ενδεικτικό παράδειγµα επίδρασης του ∆ικτύου Αντιστοίχισης Θορύβου όταν υπάρχουν

δύο παράγοντες παραλλαγής (factors of variation) (δηλ. χαρακτηριστικά εικόνας, π.χ. αρρενωπότη-

τα και µήκος µαλλιών).

Πηγή: «A Style-Based Generator Architecture for Generative Adversarial Networks», Karras et al., 2018

[91]

Πιο αναλυτικά, ο λόγος ύπαρξης του δικτύου αντιστοίχισης θορύβου είναι η αύξηση
της ελεγξιµότητας του Generator µέσω της µείωσης του entanglement (µπερδέµατος -
προτιµούµε τη χρήση του αγγλικού όρου για το συγκεκριµένο) του χώρου εισόδου του
Generator. Έτσι, οι συγγραφείς περνούν το αρχικό τυχαίο διάνυσµα, ~z, από ένα απλό ΤΝ∆
(MLP) µε οκτώ (8) πλήρως συνδεδεµένες στρώσεις, στην έξοδο του οποίου βγαίνει το
«διάνυσµα ενδιάµεσου θορύβου», ~w. Το διάνυσµα αυτό είναι ίδιου µεγέθους µε το αρχικό,
ωστόσοσύµφωναµε τους συγγραφείς του [91], βρίσκεται σε έναν µετασχηµατισµένο χώρο
οι βάσεις του οποίου εκπαιδεύονται για να αντιστοιχούν σε οπτικά χαρακτηριστικά των
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εικόνων εξόδου. Θα ήταν ίσως παράλογο, εξάλλου, να αναµένουµε οι διαστάσεις ενός
γκαουσιανού χώρου, να αντιστοιχούν χωρίς κάποιο µετασχηµατισµό σε χαρακτηριστικά
του πολύ-υψηλής διαστασιµότητας χώρου των εικόνων εξόδου.

Ως αποτέλεσµα της εφαρµογής του ∆ικτύου Αντιστοίχισης Θορύβου, οι παρεµβολές
(interpolations) στον w-χώρο είναι πολύ πιο οµαλές, ενώ οι συγγραφείς έδειξαν πως
είναι δυνατή η εύρεση γραµµικών «κατευθύνσεων» µεταβολής συγκεκριµένων χαρακτη-
ριστικών (όπως π.χ. η ύπαρξη γενειάδας ή το χρώµα των µαλλιών). Το διάνυσµα αυτό
χρησιµοποιείται ως είσοδος στο Δίκτυο Σύνθεσης του Generator, όπου εισέρχεται µέσω
εκπαιδεύσιµων µετασχηµατισµών σε κάθε στρώση Προσαρµοστικής Κανονικοποίησης
∆είγµατος, όπως αναλύεται ακολούθως.

Προσαρµοστική Κανονικοποίηση ∆είγµατος (Adaptive Instance Normalization)

Αφού έχει παραχθεί το διάνυσµα ενδιάµεσου θορύβου, ~w, πρέπει να εισαχθεί στο ∆ίκτυο
Σύνθεσης του Generator. Όπως αναφέρθηκε, αυτό γίνεται µέσω µιας παραλλαγής της
στρώσης Κανονικοποίησης ∆είγµατος, της στρώσης Προσαρµοστικής Κανονικοποίησης
∆είγµατος (Adaptive Instance Normalization), όπου για την προσαρµογή χρησιµοποιείται
το µετασχηµατισµένο από ένα ΤΝ∆ διάνυσµα ~w. Θα ξεκινήσουµε µε µία σύντοµη περι-
γραφή της Κανονικοποίησης ∆είγµατος και κατόπιν θα αναλύσουµε πως υλοποιείται η
Προσαρµοστική εκδοχή αυτής.

κανάλια (C) ομ
άδ

α (B
)

H
 ×

 W

ένα κανάλι του δείγματος
(instance channel) 

Σχήµα 50: Σχηµατική απεικόνιση της Κανονικοποίησης ∆είγµατος.

Πηγή: Ανακατασκευή από «Instance Normalization: The Missing Ingredient for Fast Stylization»,

Ulyanov et al., 2016 [61]
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Ξεκινώντας, η Κανονικοποίηση ∆είγµατος (Instance Normalization) παρουσιάστηκε αρχι-
κά από τον Ulyanov et al. στο άρθρο τους «Instance Normalization: The Missing Ingredient
for Fast Stylization» [61]. Το όνοµά της προέρχεται από το ότι, σε αντίθεση µε την Κανονικο-
ποίηση Οµάδας, η κανονικοποίηση γίνεται ξεχωριστά για κάθε ένα από τα δείγµατα (ή τις
εξόδους των συνελικτικών στρώσεων) της οµάδας (batch), που εναλλακτικά ονοµάζονται
instances. Επίσης, εδώ όµοια µε την Κανονικοποίηση Οµάδας, η κανονικοποίηση γίνεται
ξεχωριστά για κάθε κανάλι της εισόδου (ή αντίστοιχα για κάθε χάρτη ενεργοποίησης
της εξόδου της προηγούµενης συνελικτικής στρώσης), όπως φαίνεται και στο σχήµα 50
επάνω.

Από µαθηµατική σκοπιά, η Κανονικοποίηση ∆είγµατος, ορίζεται ως εξής:

µC[b]
i
←−

1
|H×W |

|H×W |∑
i=1

(
~c[b]
i

)
(4.7)

σ2
C[b]
i
←−

1
|H×W |

|H×W |∑
i=1

[(
~c[b]
i

)
− µC[b]

i

]2
(4.8)

~c[b]
i ←−

~c[b]
i − µC[b]

i√
σ2
C[b]
i

+ ϸ
, b = 1, ..., B i = 1, ..., C (4.9)

όπου ~c[b]
i περιέχει όλα τα στοιχεία του i-οστού καναλιού (ή χάρτη ενεργοποίησης) και του

b-οστού δείγµατος µέσα στην οµάδα, το οποίο και κανονικοποιείταιώστε να έχει µηδενική
µέση τιµή και µοναδιαία διακύµανση. ΄Αρα, η Κανονικοποίηση ∆είγµατος γίνεται ως προς
κάθε δείγµα και συγκεκριµένα ως προς κάθε κανάλι του κάθε δείγµατος της οµάδας, ενώ
η Κανονικοποίηση Οµάδας γίνεται ως προς κάθε κανάλι αλλά όλων των δειγµάτων της
οµάδας.

Στο σηµείο αυτό και πριν προχωρήσουµε αξίζει να επαναορίσουµε την έννοια του «στιλ»
σύµφωνα µε τους συγγραφείς του StyleGAN: Εφαρµογή στιλ ισοδυναµεί µε την κλιµάκωση
(scaling) και τη µετατόπιση shifting των τυπικών (κανονικοποιηµένων) εξόδων των Συνελι-
κτικών Στρώσεων. Με βάση αυτόν τον ορισµό, είµαστε σε θέση να περιγράψουµε την Προ-
σαρµοστική Κανονικοποίηση∆είγµατος. Η προσαρµογή, λοιπόν, αφορά ακριβώςαυτήν την
εφαρµογή στιλ, το οποίο προέρχεται από το διάνυσµα ενδιάµεσου θορύβου. Η λογική είναι
η εξής: Πάρε ένα διάνυσµα από έναν (σχετικά) disentangled χώρο, και χρησιµοποίησέ το για
να µεταβάλλεις µε εκπαιδεύσιµο τρόπο τις εξόδους διαφόρων συνελικτικών στρώσεων
του Generator, εφαρµόζοντας έτσι ένα σύνολο από στιλ.

Για τη µετατροπή του διανύσµατος ενδιάµεσου θορύβου, ~w, σε συντελεστές κλιµάκωσης
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και µετατόπισης σε κάθε στρώση Κανονικοποίησης ∆είγµατος, οι συγγραφείς πρότειναν
τη χρήση δύο ΤΝ∆ τύπου MLP ανά στρώση. Έτσι, για την προσαρµογή των κανονικοποι-
ηµένων τιµών στην έξοδο της Κανονικοποίησης ∆είγµατος υπολογίζονται οι ακόλουθοι
συντελεστές:

~w[b] −→ [Asc] −→ (ysc)[b]
i (4.10)

~w[b] −→ [Ash] −→ (ysh)[b]
i , b = 1, ..., B i = 1, ..., C (4.11)

όπου (ysc)[b]
i είναι ο συντελεστής κλιµάκωσης και (ysh)[b]

i ο συντελεστής µετατόπισης του
i-οστού καναλιού (ή χάρτη ενεργοποίησης), [Asc] το MLP για εξαγωγή των συντελεστών
κλιµάκωσης και [Ash] τοMLP για εξαγωγή τωνσυντελεστών µετατόπισης για κάθε κανάλι,
B είναι ο αριθµός των δειγµάτων στην οµάδα και C ο αριθµός των καναλιών (ή χαρτών
ενεργοποίησης). Σηµειώνεται, ότι τα δίκτυα [Asc] και [Ash] εµπεριέχονται στα εκάστοτε
τετράγωνα µε την ένδειξη «Α» στο σχήµα 48 παραπάνω.

Εποµένως, µετά την εφαρµογή των «στιλ» που εξήχθησαν, η έξοδος της στρώσης Προ-
σαρµοστικής Κανονικοποίησης ∆είγµατος, θα είναι:

µC[b]
i
←−

1
|H×W |

|H×W |∑
i=1

(
~c[b]
i

)
σ2
C[b]
i
←−

1
|H×W |

|H×W |∑
i=1

[(
~c[b]
i

)
− µC[b]

i

]2

~w[b] −→ [Asc] −→ (ysc)[b]
i

~w[b] −→ [Ash] −→ (ysh)[b]
i

~c[b]
i ←− (ysc)[b]

i ∗
~c[b]
i − µC[b]

i√
σ2
C[b]
i

+ ϸ
+ (ysh)[b]

i , b = 1, ..., B i = 1, ..., C (4.12)

µε τα µεγέθη να είναι όπως προηγουµένως.

Έγχυση Θορύβου (Noise Injection)

Μία µικρότερη καινοτοµία που διαπίστωσαν οι συγγραφείς του StyleGAN ότι έχει εντυπω-
σιακά αποτελέσµατα είναι η έγχυση (injection) µετασχηµατισµένου θορύβου στις εξόδους
των συνελικτικών στρώσεων και πριν τις στρώσεις Προσαρµοστικής Κανονικοποίησης
∆είγµατος. Συγκεκριµένα, προκειµένου να εισάγουν στοχαστικές διαφοροποιήσεις για
αύξηση της ποικιλοµορφίας των παραγόµενων εικόνων, οι συγγραφείς του StyleGAN
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πρότειναν την έγχυση θορύβου στις εξόδους των συνελικτικών στρώσεων µέσω ενός
εκπαιδεύσιµου µετασχηµατισµού.

Πιο αναλυτικά, έστω η έξοδος µιας συνελικτικής στρώσης του ∆ικτύου Σύνθεσης του
Style-based Generator, διαστάσεων H×W×C (δηλαδή C στον αριθµό χάρτες ενεργοποίησης,
ο καθένας ύψους H και πλάτους W). Τότε ο θόρυβος που θα εγχυθεί θα είναι αρχικά
ένας δισδιάστατος πίνακας τυχαίων τιµών (από κανονική κατανοµή) διαστάσεων H×W.
Ταυτόχρονα, σε κάθε στρώση Έγχυσης Θορύβου, υπάρχει ένα σύνολο C εκπαιδεύσιµων
παραµέτρων που είναι τα βάρη µε τα οποία πολλαπλασιάζεται ο θόρυβος πριν αυτός προ-
στεθεί στους χάρτες ενεργοποίησης της συνελικτικής στρώσης. Έτσι, ο αρχικός θόρυβος,
πολλαπλασιασµένος µε το βάρος που αντιστοιχεί στον εκάστοτε χάρτη ενεργοποίησης,
προστίθεται σε αυτόν. Λαµβάνοντας υπόψη ότι έχουµεN στον αριθµό δείγµατα ανά οµάδα,
η πράξη που συντελείται στη στρώση Έγχυσης Θορύβου έχει ως εξής:

noiseN,1,W,H ←− randn(N,1,W,H) (4.13)

WnN,C ←− SGD(Wn) (4.14)

featuremaps←− featuremaps +WnN,C,1,1 ∗ noiseN,1,W,H (4.15)

όπου featuremaps είναι οι χάρτες ενεργοποίησης της προηγούµενης συνελικτικής
στρώσης. Παρακάτω, παραθέτουµε δύο εικόνες, µία από Generator που έχει εκπαιδευτεί
µε στρώσεις Έγχυσης Θορύβου και µία χωρίς. Τέλος, οι συγγραφείς παρατήρησαν ότι όσο
πιο αργά (στις τελευταίες στρώσεις) του Generator εγχέεται ο θόρυβος τόσο αυτός τείνει
να επηρεάζει τις παραγόµενες εικόνες σε πιο µικρές λεπτοµέρειες όπως τη θέση ή την
υφή των µαλλιών ή την ύπαρξη ρυτίδων κλπ., ενώ το αντίθετο συµβαίνει για τις αρχικές
στρώσεις.

Παραγωγές του StyleGAN και Μίξη Στιλ

Πριν ολοκληρώσουµε την περιγραφή της πρώτης έκδοσης του StyleGAN, παραθέτουµε σε
αυτήν την παράγραφοµερικές παραγωγές τουStyleGANπουφανερώνουν την υπεροχή και
αποτελεσµατικότητά του.

Ενώ ακολούθως παραθέτουµε µία εικόνα µίξης στιλ, δηλαδή δίνοντας διαφορετικά δια-
νύσµατα ενδιάµεσου (που αντιστοιχούν σε διαφορές παραγωγές) θορύβου στις στρώσεις
Προσαρµοστικής Κανονικοποίησης ∆είγµατος του ∆ικτύου Σύνθεσης του Generator.
Μάλιστα, οι συγγραφείς παρατήρησαν ότι οι στρώσεις που θα γίνει η µίξη, επηρεάζει το
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(α) Με θόρυβο (β) Χωρίς θόρυβο

Σχήµα 51: Επίδραση της έγχυσης θορύβου µετά τις συνελικτικές στρώσεις του Generator του

StyleGAN. Απ΄ ότι φαίνεται, η απουσία του θορύβου οδηγεί σε πιο θολές εικόνες µε λιγότερη

λεπτοµέρεια.

Πηγή: «A Style-Based Generator Architecture for Generative Adversarial Networks», Karras et al., 2018

[91]

απόπόσο πιο λεπτοµερή ή πιο χονδροειδή coarse στιλ µεταφέρονται από την εκάστοτε ει-
κόνα. Στο σχήµα 53, στις αρχικές στρώσεις Προσαρµοστικής Κανονικοποίησης ∆είγµατος
δίνονται τα διανύσµατα ~w από την εικόνα Β, ενώ στα υπόλοιπα δίνονται κανονικά από την
Α. Ως αποτέλεσµα αυτού, οι παραγωγές της εικόνας Α να µεταβάλλονται µε χονδροειδή
χαρακτηριστικά από τη Β (όπως το φύλο και η ηλικία).

StyleGAN2

Αξίζει να αναφερθεί, για λόγουςπληρότητας, πωςοι συγγραφείς τωνPGGANκαι StyleGAN
αναβάθµισαν εκ΄ νέου το τελευταίο ένα χρόνο αργότερα, παρουσιάζοντας το 2019 στο
άρθρο τους «Analyzing and Improving the Image Quality of StyleGAN» [102] το µοντέλο Style-
GANv2. Το νέοµοντέλοπεριείχε αρκετέςβελτιώσεις και καινοτοµίες, µε σηµαντικότερες
τις εξής δύο (2):

• Κατάργηση της Προσαρµοστικής Κανονικοποίησης ∆είγµατος: Πλέον δεν χρησιµο-
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Σχήµα 52: Μερικές από τις παραγωγές του µοντέλου StyleGAN (µε τυχαία διαλογή) το οποίο

εκπαιδεύτηκε στο σύνολο δεδοµένων προσώπων υψηλής-ανάλυσης του Flicker, FFHQ. Φαίνεται

τόσο η εξαιρετική ποιότητα όσο και η µεγάλη ποικιλοµορφία των παραγόµενων δειγµάτων του

Generator του StyleGAN.

Πηγή: «A Style-Based Generator Architecture for Generative Adversarial Networks», Karras et al., 2018

[91]

ποιούν τις στρώσεις Προσαρµοστικής Κανονικοποίησης ∆είγµατος, καθώς παρα-
τήρησαν πως κάποια artifacts που συστηµατικά δηµιουργούνταν στις παραγόµενες
εικόνες οφείλονταν στις στρώσεις αυτές. Αντ΄ αυτών εισήγαγαν µια παραλλαγή των
παραδοσιακών συνελικτικών στρώσεων, τις Modulated Convolutional Layers όπου
χρησιµοποιούν και πάλι τα διανύσµατα ~w για επιβολή των στιλ, απλά πλέον αυτό
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Σχήµα 53: Αποτέλεσµα µίξης στιλ, δηλ. των διανυσµάτων ενδιάµεσων θορύβων, από διαφορετικές

παραγωγές του Generator του StyleGAN.

Πηγή: «A Style-Based Generator Architecture for Generative Adversarial Networks», Karras et al., 2018

[91]

γίνεται στα βάρη και όχι στις εξόδους των συνελικτικών στρώσεων.

• Κατάργηση της Σταδιακής Αύξησης των ∆ικτύων: Οι συγγραφείς παρατήρησαν
πως αφενός λόγω των νέων συνελικτικών στρώσεων η σταδιακή εκπαίδευση δεν
προσέφερε σηµαντικά πλεονεκτήµατα στον χρόνο και στη σταθερότητα της εκπα-
ίδευσης, αλλά αφετέρου δηµιουργούσε και προβλήµατα λανθασµένης ευθυγράµµι-
σης οπτικών χαρακτηριστικών. Αντ΄ αυτού, χρησιµοποίησαν skip connections στον
Generator (βλ. pix2pix 4.2.1) και residual connections στον ∆ισςριµινατορ.

∆εν θα επεκταθούµε περαιτέρω, λόγω του ότι δεν υλοποιήσαµε µοντέλο που να βα-
σίζεται στο StyleGAN v2. Θα παραθέσουµε ωστόσο µερικές παραγωγές του Generator
του StyleGAN v2 όπου φαίνεται για ποιο λόγο τα µοντέλα τύπου StyleGAN αποτέλεσαν
σηµείο καµπής στην ποιότητα των παραγόµενων εικόνων από µοντέλα Παραγωγικής
Μοντελοποίησης. Αυτές φαίνονται στο σχήµα 54 παρακάτω. Ο ενδιαφερόµενος ανα-
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γνώστης καλείται να επισκεφθεί τις εξής ιστοσελίδες για περισσότερες παραγωγές από
το µοντέλο StyleGAN v2:

• https://thispersondoesnotexist.com: Παραγωγές του µοντέλου StyleGAN v2 το οποίο
έχει εκπαιδευθεί στο σύνολο δεδοµένων ανθρώπινων προσώπων του Flicker, Flicker
Faces High-Quality (FFHQ).

• https://thiscatdoesnotexist.com: Παραγωγές του µοντέλου StyleGAN v2 το οποίο
έχει εκπαιδευθεί στο σύνολο δεδοµένων προσώπων ζώων του Flicker, Animal Faces
High-Quality (AFHQ).

Σχήµα 54: Τέσσερις από τις καλύτερες παραγωγές του µοντέλου StyleGAN v2 το οποίο εκπαιδε-

ύτηκε στο σύνολο δεδοµένων προσώπων υψηλής-ανάλυσης του Flicker, FFHQ.

Πηγή: «Analyzing and Improving the Image Quality of StyleGAN», Karras et al., 2019 [102]

Στις εικόνες του σχήµατος 54 δεν παρατηρούνται τα artifacts αυτών του StyleGAN, ενώ η
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ποιότητα και η ποικιλοµορφία είναι εντυπωσιακές.

4.2 Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα

Περνάµε ακολούθως σε µία άλλη κατηγορία εφαρµογών των GANs στην Παραγωγική
Μοντελοποίηση εικόνων, αυτήν της Συζευγµένης Μετατροπής Εικόνας-σε-Εικόνα Paired
Image-to-Image Translation. Σε αυτήν την κατηγορία, τα µοντέλα GANs εκπαιδεύονται και
δοκιµάζονται υπο-συνθήκη, µε τη συνθήκη να είναι και η ίδια µία εικόνα (σε αντίθεση µε
άλλα µοντέλα όπως το Conditional GAN - βλ. παράγραφο 3.2 - στα οποία η συνθήκη είναι
η ετικέτα της τάξης). Γενικά, µε τη φράση «µετατροπή εικόνας-σε-εικόνα», εννοούµε την
εφαρµογή οποιουδήποτε απλού ή πιο σύνθετου µετασχηµατισµού σε µία εικόνα εισόδου,
όπως για παράδειγµα ο (σύνθετος) µετασχηµατισµός µιας ασπρόµαυρης σε µία έγχρωµη
εικόνα (όπως στο [97]).

Στα πλαίσια της Συζευγµένης Μετατροπής Εικόνα-σε-Εικόνα µε GANs ο Generator λαµ-
βάνει ως συνθήκη µία εικόνα και χρησιµοποιώντας το περιεχόµενο (δηλ. κάτι «σταθερό»)
και τα στιλ αυτής, καλείται στην έξοδό του να παράξει µία άλλη εικόνα από διαφορετικό
πεδίο (domain) από την αρχική. Εκτός από τον χρωµατισµό εικόνων που αναφέρθηκε, τα
GANs έχουν εφαρµοστεί µε επιτυχία σε εφαρµογές όπως η αύξηση της ανάλυσης εικόνων
(δηλ. της συζευγµένης µετατροπής µίας χαµηλής ανάλυσης εικόνα σε µία υψηλής - µο-
ντέλο SRGAN [54]), ή η αναπαλαίωση ασπρόµαυρων ταινιών (όπως εδώ:DeOldify Facebook
F8 Movie Colorization Demo), ή η µετατροπή ενός χάρτη κατάτµησης (segmentation map)
σε µία ρεαλιστική εικόνα (όπως µε το µοντέλο pix2pix που αναλύεται ακολούθως), ή
µετατροπή σκίτσου σε ρεαλιστική εικόνα και αρκετές άλλες. Στην παρούσα εργασία, σε
ότι αφορά τη Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα, κάνουµε χρήση του µοντέλου
pix2pix, γι΄ αυτό και για το υπόλοιπο αυτής της ενότητας θα εστιάσουµε σε αυτό.

4.2.1 pix2pix

Προχωρώντας, θα αναλύσουµε τη αρχιτεκτονική και τον τρόπο λειτουργίας του µοντέλου
pix2pix, τύπου GAN, το οποίο παρουσιάστηκε από τον Isola et al. στο άρθρο τους «Image-
to-Image Translation with Conditional Adversarial Networks» [51]. Όπως αναφέρθηκε, το
µοντέλο αυτό χρησιµοποιείται για Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα («pixels-to-
pixels mapping») και εποµένως για είσοδο µία εικόνα από το σύνολο δεδοµένων ενός
πεδίου καλείται, εφαρµόζοντας έναν εκπαιδεύσιµο µετασχηµατισµό, να δώσει µία εικόνα
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στην έξοδό του που αφενός να είναι ρεαλιστική και αφετέρου να είναι «κοντά» στις
εικόνες του συνόλου δεδοµένων ενός διαφορετικού πεδίου. Πρακτικά, λοιπόν, για την
εκπαίδευση αυτών των µοντέλων απαιτείται η ύπαρξη ενός επισηµασµένου συνόλου δε-
δοµένων, µε την έννοια ότι θα πρέπει οι εικόνες να είναι οργανωµένες σε ζεύγη εισόδων-
εξόδων. Πριν συνεχίσουµε, θεωρούµε χρήσιµο να αναφέρουµε πως για τη Συζευγµένη
Μετατροπή Εικόνας-σε-Εικόνα εκτός από GANs έχουν δοκιµαστεί και άλλες µορφές
ΤΝ∆, όπως οι Αυτόµατοι Κωδικοποιητές, ωστόσο η χρήση των πρώτων οδηγεί σε πιο
ρεαλιστικά και ποιοτικώς αναβαθµισµένα αποτελέσµατα.

Σε ότι αφορά τα επιµέρους δίκτυα του µοντέλου pix2pix, συναντάµε και εδώ την παραδο-
σιακή µορφή τωνGANs, δηλαδή ένα δίκτυο για τον Generator και ένα για τον Discriminator.
Ωστόσο, υπάρχουν σηµαντικές διαφοροποιήσεις σε σύγκριση µε τα δίκτυα των µοντέλων
που προηγήθηκαν, οι οποίες έχουν κάνουν µε το διαφορετικό της εφαρµογής αλλά
και µε σειρά καινοτοµιών οι οποίες προτάθηκαν από του συγγραφείς του µοντέλου.
Σηµειώνουµε, πως ο αρχικός στόχος των συγγραφέων του [51] ήταν η παραγωγή ρεαλι-
στικών εικόνων από τους χάρτες κατάτµησης (segmentation maps)3 αυτών. Ακολούθως,
αναλύουµε αρχικά τον Generator και κατόπιν τον Discriminator, ενώ στο τέλος αυτής της
υποενότητας παραθέτουµε παραγόµενα αποτελέσµατα και αναβαθµίσεις του µοντέλου
που προτάθηκαν αργότερα.

Generator του pix2pix: U-Net

Οι συγγραφείς του pix2pix χρησιµοποίησαν ως Generator µία παραλλαγή του δικτύου U-
Net, το οποίο είχε αρχικά προταθεί από τον Ronneberger et al., στο άρθρο τους «Convolu-
tional networks for biomedical image segmentation» [45], για παραγωγή χαρτών κατάτµησης
από εικόνες οργανικών ιστών. Τονίζουµε στο σηµείο αυτό, πως το δίκτυο U-Net στην ου-
σία κάνει και αυτό συζευγµένη µετατροπή εικόνας-σε-εικόνα, στο απλούστερο όµως έργο
παραγωγής χαρτών κατάτµησης από πραγµατικές εικόνες (κάτι που πιθανότατα δεν θα
ήταν πιο ωφέλιµο εάν γίνονταν µε µοντέλο GAN). Ωστόσο, στο αντίστροφο και σηµαντικά
πολυπλοκότερο έργο παραγωγής ρεαλιστικών εικόνων από χάρτες κατάτµησης, η χρήση
ενός µοντέλου τύπουGAN, όπως το pix2pix, οδηγεί σε σηµαντικά καλύτερα αποτελέσµατα

3Οι χάρτες κατάτµησης είναι ουσιαστικά εικόνες σε κάθε εικονοστοιχείο των οποίων ανατίθεται ένα
χρώµα από σύνολο διακριτών χρωµάτων. Το σύνολο αυτό περιέχει τόσα στον αριθµό χρώµατα όσες είναι και
οι διακριτές τάξεις των δεδοµένων εκπαίδευσης. Έτσι, κάθε εικονοστοιχείο ταξινοµείται, µε αποτέλεσµα
ο χάρτης να δείχνει τη θέση και µορφή όλων των αντικειµένων που υπάρχουν στην εικόνα (το παρασκήνιο
λαµβάνει ένα ουδέτερο χρώµα).
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από άποψη ρεαλισµού και συνοχής. Ακολούθως, αρχικά αναλύουµε το U-Net και κατόπιν
τις διαφοροποιήσεις αυτού για τη σχεδίαση του Generator του pix2pix.

αντιγραφή και περικοπή

εικόνα
εισόδου

641

128

256

512

1024

pooling μεγίστου 2×2

ανάστρ. συνελιξη 2×2

συνελ. 3×3 + ReLU

64

128

256

512 5121024

512 256

256 128

64128 64 2

συνελ. 1×1

(skip connection)

χάρτης κατάτμησης
εξόδου

Σχήµα 55: Αρχιτεκτονική του δικτύου U-Net.

Πηγή: Ανακατασκευή από «U-Net: Convolutional Networks for Biomedical Image Segmentation»,

Ronneberger et al., 2015 [45]

ΤοδίκτυοU-Net µοιάζει σηµαντικά µε τα δίκτυαΑυτόµατωνΚωδικοποιητώνπου αναλύθη-
καν στην ενότητα 2.3. Αποτελείται, δηλαδή, από µία σειρά συνελικτικών στρώσεων οι
οποίες µειώνουν το πλάτος και ύψος έως ένα σηµείο στένωσης bottleneck, ακολουθο-
ύµενες από ανάστροφες συνελικτικές στρώσεις οι οποίες αυξάνουν το πλάτος και ύψος
έως την τελική στρώση εξόδου. Οι πρώτες ανήκουν στο υποδίκτυο του encoder, ενώ οι
τελευταίες σε αυτό του decoder. Υπάρχουν, ωστόσο, δύο σηµαντικές διαφοροποιήσεις
µεταξύ του U-Net και των ΑΚ. Αρχικά, δεν εκπαιδεύεται µε στόχο την αυτοκωδικοποίηση
της εισόδου (δηλ. παραγωγής της ίδιας της εισόδου στην έξοδο), αλλά µε στόχο τον µε-
τασχηµατισµό αυτής σε κάποιο άλλο πεδίο. ∆εύτερη και σηµαντικότερη διαφοροποίηση
είναι ότι οι συγγραφείς του U-Net πρότειναν τη χρήση skip connections µεταξύ στρώσεων
του ίδιου επιπέδου του encoder και decoder. Όπως φαίνεται και στο σχήµα 55 παραπάνω,
αυτές αντιγράφουν αυτούσιους (ίσως περικοµµένους κατά πλάτος και ύψος για ταύτι-
ση των διαστάσεων) τους χάρτες ενεργοποίησης στις εξόδους κάποιων συνελικτικών
στρώσεων του encoder και τους επικολλούν ενώνοντάς τους µε αυτούς στην έξοδο των
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αντίστοιχων (ενν. οµοεπίπεδων) ανάστροφων συνελικτικών στρώσεων του decoder. Ο
λόγος ύπαρξης των λεγόµενων skip connections είναι διττός: από τη µία βοηθούν στη
ροή της πληροφορίας κατά την κατασκευή της εικόνας εξόδου από τη στρώση στένωσης
- ειδικά µε την πληροφορία που αφορά το περιεχόµενο ή τη σταθερή δοµή µιας εικόνας
που δεν επηρεάζονται σηµαντικά κατά τη µετατροπή - αλλά κυρίως διότι επιλύει το
πρόβληµα εξαφάνισης των παραγώγων κατά την εκτέλεση του προς τα πίσω περάσµατος
και του back-propagation, κάτι που µαστίζει τα βαθιά συνελικτικά νευρωνικά δίκτυα µε
συναρτήσεις ενεργοποίησης ReLU (ανορθωµένες γραµµικές µονάδες).

Συνοπτικά, η αρχιτεκτονική του δικτύου U-Net που απεικονίζεται στο σχήµα 55 έχει ως
εξής: οκτώ (8) συνελικτικές στρώσεις στο υποδίκτυο του encoder επιδρούν στην εικόνα
εισόδου έως το σηµείο στένωσης, ενώ οκτώ (8) ανάστροφες συνελικτικές στρώσεις
µετατρέπουν την ενδιάµεση αυτή αναπαράσταση στον χάρτη κατάτµησης στην έξοδο.
Με γκρι σηµειώνονται οι skip connection που µεταφέρουν περικοµµένα αντίγραφα των
χαρτών ενεργοποίησης των στρώσεων του encoder στις οµοεπίπεδες στρώσεις του
decoder για καλύτερη ροή της πληροφορίας.

Περνάµε τώρα στην περιγραφή του Generator του pix2pix. Αυτός, όπως αναφέρθηκε,
βασίζεται στο δίκτυο U-Net, έχοντας όµως µερικές σηµαντικές διαφορές καθώς η εικόνα
εξόδου δεν είναι πλέον χάρτης κατάτµησης αλλά µια έγχρωµη εικόνα. Αρχικά, οι συγγρα-
φείς του pix2pix προσέθεσαν στρώσεις κανονικοποίησης οµάδας (batch normalization)
µετά από κάθε συνελικτική στρώση του encoder και ανάστροφη συνελικτική στρώση
του decoder και πριν τις αντίστοιχες στρώσεις ενεργοποίησης ReLU. Επιπρόσθετα, οι
στρώσεις ενεργοποίησης του encoder είναι Leaky ReLU µε συντελεστή αρνητικής κλίσης
ίσο µε 0.2. Τέλος, τα περιθώρια (paddings) των συνελικτικών στρώσεων και η τελική
συνελικτική στρώση εξόδου του decoder έχουν προσαρµοστεί ώστε οι διαστάσεις των
εικόνων εξόδου να ταυτίζονται µε αυτές των εικόνων εισόδου (256×256×3 για όλα τα
σύνολα δεδοµένων που εφάρµοσαν το µοντέλο του στο [51]).

Discriminator του pix2pix: PatchGAN

Ο Discriminator του pix2pix αποτελεί µια σηµαντική καινοτοµία και συνεισφορά των
συγγραφέων στο σχεδιασµό GANs. Αυτός, τον οποίο ονόµασαν PatchGAN Discriminator,
βασίζεται στον Discriminator του DCGAN (βλ. υποενότητα 4.1.1) ωστόσο έχει µια καίρια
διαφορά: οι συγγραφείς έχουν αφαιρέσει µία ή περισσότερες συνελικτικές στρώσεις από
το τέλος του Discriminator καθώς και την πλήρως-συνδεδεµένη στρώση. Ως αποτέλεσµα
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αυτού, η έξοδος του PatchGAN Discriminator προκύπτει απλώς από µία συνελικτική
στρώση που εφαρµόζεται στο σηµείο που «κόβεται» το δίκτυο και η οποία βγάζει ένα
κανάλι (ή χάρτη ενεργοποίησης), ακολουθούµενη από µια σιγµοειδή συνάρτηση ενεργοπο-
ίησης. Επίσης, λόγωτουότι έχουµε υπο-συνθήκηπαραγωγή, στην είσοδο τουDiscriminator
εκτός από την τεχνητή εικόνα / επιθυµητή εικόνα εξόδου, δίνεται και η εικόνα εισόδου
του Generator ή η συνθήκη, κάτι που φαίνεται στο σχήµα 56 παρακάτω. Όπως φαίνεται
εκεί, για είσοδο (πραγµατική ή τεχνητή) εικόνα 64×64 καθώς και τη συνθήκη της εισόδου
του Generator επίσης 64×64, ο PatchGAN Discriminator θα δώσει µετά από πέντε (5)
συνελικτικές στρώσεις (ακολουθούµενες από στρώσεις Κανονικοποίησης Οµάδας και
ενεργοποίησης Leaky ReLU αρνητικής κλίσης 0.2). Η έξοδος είναι πίνακας πιθανοτήτων
ρεαλισµού του κάθε µέρους (patch) της εισόδου. Το δεκτικό πεδίο της κάθε τιµής ως
προς την είσοδο χρωµατίζεται διαφορετικά.

6

64

64

64

32

32

128

256

16

16

512
8

8

4

4
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4

4

Σχήµα 56: Αρχιτεκτονικη του PatchGAN Discriminator.

Πηγή: Κατασκευή µε βάση την αρχιτεκτονική που δίνεται στο «Image-to-Image Translation with

Conditional Adversarial Networks», Isola et al., 2016 [51]

Έτσι, στην έξοδο του PatchGAN Discriminator, θα έχουµε έναν πίνακα πιθανοτήτων, κάθε
στοιχείο του οποίου εκπαιδεύεται να δίνει την πιθανότητα το αντίστοιχο µέρος (patch)
της εισόδου να είναι αφενός ρεαλιστικό και αφετέρου να «ταιριάζει» µε το αντίστοιχο
µέρος της εικόνας συνθήκης (βλ. χρωµατισµένες περιοχές - δεκτικά πεδία - στο σχήµα 56
παραπάνω). Λόγω αυτής της σχεδιαστικής επιλογής, σε κάθε βήµα ο Discriminator δίνει
πολύ περισσότερη πληροφορία ανάδρασης (feedback) στον Generator, κάτι που οδηγεί σε
πιο γρήγορη και σταθερή εκπαίδευση. Επίσης, οι συγγραφείς του [51] διαπίστωσαν ότι
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η χρήση του PatchGAN Discriminator τους επέτρεψε να εκπαιδεύσουν το µοντέλο τους
µε αρκετά µικρού µεγέθους σύνολα δεδοµένων, όπως αυτό µε ζεύγη εικόνων-χαρτών
κατάτµησης µε λιγότερα από 2000 ζεύγη στο σύνολο εκπαίδευσης. Τέλος, αναφέρου-
µε ότι όταν ως συνάρτηση κόστους για την εκπαίδευση του εκάστοτε µοντέλου GAN
χρησιµοποιείται η Binary Cross-Entropy, τότε όπως αναφέρθηκε εφαρµόζεται σιγµοει-
δής συνάρτηση για τον σχηµατισµό του πίνακα πιθανοτήτων. Θα µπορούσαµε, ωστόσο,
να χρησιµοποιήσουµε οποιαδήποτε από τις αναφερθείσες συναρτήσεις κόστους, όπως
η συνάρτηση κόστους Ελαχίστων Τετραγώνων (την οποία και χρησιµοποιούµε µε τον
PatchGAN Discriminator σε κάποια από τα µοντέλα που εκπαιδεύτηκαν).

Εκπαίδευση του pix2pix - Αποτελέσµατα

Μια άλλη καινοτοµία (στα πλαίσια εκπαίδευσης GANs) που εφάρµοσαν οι συγγραφείς
του pix2pix έχει να κάνει µε τη συνάρτηση κόστους εκπαίδευσης του µοντέλου τους.
Συγκεκριµένα, χρησιµοποιήσαν την Binary Cross-Entropy προσθέτοντας, ωστόσο, και έναν
όρο κανονικοποίησης που µετράει την απόσταση στον χώρο των εικονοστοιχείων (pixel
distance loss term). Η βασική ιδέα προέρχεται από την εφαρµογή του pix2pix στο σύνολο
δεδοµένων χαρτών κατάτµησης-εικόνων, όπου για είσοδο ενός χάρτη κατάτµησης οι
πιθανές «σωστές» απαντήσεις είναι περισσότερες από µία, ωστόσο εκείνοι ήθελαν να
«πιέσουν» έµµεσα τον Generator να καταλήγει σε µία συγκεκριµένη. Έτσι, µαζί µε τη
συνάρτηση κόστους του GAN (adversarial loss) χρησιµοποιούν και έναν όρο που µετράει
την απόσταση L1 (Manhattan) µεταξύ της εικόνας που παράγει ο Generator και της
ιδανικής (πραγµατικής) εικόνας που καλούνταν να παράξει. Αυτή ήταν µία από τις πρώτες
εφαρµογέςGANsπου οGenerator έµµεσα βλέπει την εικόνα που καλείται να παράξει (όπως
γίνονταν για παράδειγµα στου ΑΚ).

Έτσι η συνάρτηση κόστους εκπαίδευσης του GAN θα είναι [51]:

LGAN (G,D) = Ey∼pdata (y)

[
logD(y; ~θD)

]
+ Ex∼pdata (x),z∼pz(z)

[
log(1 − D(G(x, z; ~θG); ~θD)

]
(4.16)

LL1(G) = Ex,y∼pdata (x,y),z∼pz(z)

[∥∥∥y − G(x, z; ~θG)
∥∥∥

1

]
(4.17)

JD
(
~θD, ~θG

)
= −LcGAN (G,D) (4.18)

JG
(
~θG, ~θD

)
= LcGAN (G,D) + λL1 ∗ LL1(G) (4.19)

όπου το «cGAN» προέρχεται από το ότι έχουµε υπο-συνθήκη παραγωγή (Conditional
GAN - CGAN). Στο σχήµα 57 παρακάτω, παραθέτουµε παραγωγές του µοντέλου pix2pix
σε διάφορα σύνολα δεδοµένων που έχει δοκιµαστεί από τους συγγραφείς του, στο
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[51]. Αξιοσηµείωτο σχετικά µε τις παραγωγές στο σχήµα αυτό είναι ότι οι συγγραφείς
χρησιµοποίησαν αρκετά µικρού µεγέθους σύνολα δεδοµένων, όλα µε λιγότερα από 2000
ζεύγη εικόνων.

Χάρτες Κατάτμησης σε Σκηνή ∆ρόμου Χάρτες Κατάτμησης σε Προσόψεις Κτιρίων Ασπρόμαυρες σε Έγχρωμες Εικόνες 

Αεροφωτογραφίες σε Εικόνες Χάρτη
είσοδος έξοδος

είσοδος έξοδος

είσοδος έξοδος

Εικόνες Ημέρας σε Νύχτας

είσοδος έξοδος είσοδος έξοδος

Σκίτσα (edges) σε Φωτογραφίες

είσοδος έξοδος

Σχήµα 57: Εφαρµογή του µοντέλου pix2pix για συζευγµένη µετατροπή εικόνας-σε-εικόνα σε διάφο-

ρα σύνολα δεδοµένων εκπαίδευσης. Σε όλα τα σύνολα δεδοµένων οι συγγραφείς χρησιµοποίησαν

ίδια αρχιτεκτονική του µοντέλου και ίδιες παραµέτρους εκπαίδευσης, ενώ όλες οι παραγωγές

είναι υπο-συνθήκη της εκάστοτε εικόνας εισόδου.

Πηγή: Ανακατασκευή από «Image-to-Image Translation with Conditional Adversarial Networks», Isola

et al., 2016 [51]

4.2.2 pix2pixHD

Ένα χρόνο µετά την παρουσίαση του pix2pix, ο Wang et al. από το ίδιο εργαστήριο
του Berkeley/NVIDIA παρουσίασαν στο άρθρο τους «High-Resolution Image Synthesis and
Semantic Manipulation with Conditional GANs» [84], µία αναβάθµιση του µοντέλου pix2pix,
το pix2pixHD, µε σκοπό τη συζευγµένη µετατροπή υψηλής ανάλυσης εικόνων (διαστάσεων
µεγαλύτερων από 1024×1024). Η ενδελεχής ανάλυση της αρχιτεκτονικής του µοντέλου
pix2pixHD αποφεύγεται µιας και που δεν γίνεται χρήση του στα πλαίσια της παρούσας
εργασίας, ωστόσο πριν παραθέσουµε ενδεικτικά αποτελέσµατα από τη χρήση του θα
αναφέρουµε τις βασικές αλλαγές/καινοτοµίες του.

Έτσι, αυτό που αποτέλεσε κλειδί για την επιτυχή εκπαίδευση του pix2pixHD σε πολύ-
υψηλής ανάλυσης εικόνες είναι η αύξηση της χωρητικότητας συνολικά του µοντέλου
καθώς και άλλες καινοτοµίες οι οποίες συνοψίζονται στις εξής τέσσερις (4):

• Residual Generator: ο Generator πλέον είναι σηµαντικά πιο περίπλοκος και µεγαλύτε-
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ρης χωρητικότητας καθώς αποτελείται από πολλές περισσότερες συνελικτικές
στρώσεις οι οποίες όµως πλέον εντοπίζονται µεταξύ του encoder και του decoder,
δεν αλλάζουν το πλάτος και ύψος των χαρτών ενεργοποίησης και περιέχουν residual
connections4. Επίσης, λόγω της υψηλής ανάλυσης, οι συγγραφείς του [84] επέλεξαν
να χρησιµοποιήσουν δύο υποδίκτυα στον Generator, ένα που «ασχολείται» µε την
παραγωγή εικόνων µισής-ανάλυσης από το άλλο και χρησιµοποίησαν residual conne-
ctions για να ενώσουν την έξοδο του χαµηλής-ανάλυσης υποδικτύου µε τις εξόδους
κάποιας στρώσεις του άλλου, πριν τον τελικό decoder.

• 3 × PatchGAN Discriminator: προκειµένου να αυξήσουν ακόµα περισσότερο το feed-
back που δίνει ο Discriminator οι συγγραφείς του pix2pixHD χρησιµοποιούν τρεις
(3) PatchGAN Discriminators καθένας από τους οποίους δέχεται την ίδια εικόνα
(ενν. µαζί µε την εικόνα της συνθήκης - 6 κανάλια) αλλά υποδειγµατολειπτηµένη
(downsampled). Οι πίνακες εξόδου των τριών δικτύων είναι ίδιας διάστασης και
συνδυάζονται παίρνοντας τον µέσο όρο των τιµών τους. Η αύξηση του feedback
του Discriminator βοήθησε σηµαντικά µε την ευστάθεια της εκπαίδευσης των πολύ-
υψηλής ανάλυσης συνόλων δεδοµένων.

• Κανοικοποίηση ∆είγµατος στον Discriminator: οι συγγραφείς διαπίστωσαν πως
η χρήση Κανονικοποίηση ∆είγµατος (Instance Normalization) στη θέση της Κανο-
νικοποίησης Οµάδας (Batch Normalization) οδήγησε σε καλύτερα παραγόµενα α-
ποτελέσµατα, γι΄ αυτό χρησιµοποιούν αυτόν τον τύπο κανονικοποίησης µετά τις
συνελικτικές στρώσεις των PatchGAN Discriminators.

• Αντικατάσταση της Απόστασης Εικονοστοιχείων µε Απόσταση Χαρακτηριστικών:
οι συγγραφείς χρησιµοποίησαν µια αρκετά πιο περίπλοκη λογική κανονικοποίησης
της συνάρτησης κόστους του Generator. Έτσι, αντί για την (απλή) µέτρηση της
απόστασης στον χώρο των εικονοστοιχείων µεταξύ των παραγόµενων και των
πραγµατικών εικόνων, οι συγγραφείς περνούν αµφότερες τις εικόνες από ένα προ-
εκπαιδευµένο δίκτυο ταξινόµησης εικόνων, το VGG 19 (βλ. υποενότητα 2.1) και
µετρούν την απόσταση των διανυσµάτων χαρακτηριστικών στην έξοδο της τελευ-

4Οι residual connections είναι στην ουσία συνδέσεις που παρακάµπτουν µία οι περισσότερες στρώσεις
στο δίκτυο. Οι συνδέσεις αυτές προσθέτουν την είσοδο των στρώσεων αυτών στην έξοδό τους, επιτρέπο-
ντας έτσι στο δίκτυο να µάθει ταυτοτικές συναρτήσεις, εάν αυτό βελτιστοποιεί τη συνάρτηση κόστους.
Επίσης, βοηθούν σηµαντικά τη ροή των gradients προς τα πίσω κατά την εκτέλεση του back-propagation,
κάτι που βοηθάει µε το πρόβληµα εξαφάνισης παραγώγων και επέτρεψε βαθύτερα δίκτυα.
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ταίας συνελικτικής στρώσης του παραπάνω δικτύου. Αυτή η κανονικοποίηση, που
ονοµάζεται feature loss, οδηγεί σε σηµαντικά καλύτερα οπτικά αποτελέσµατα ειδικά
για µικρού µεγέθους σύνολα δεδοµένων.

Παρακάτω, στο σχήµα 58, παραθέτουµε µερικές από τις παραγωγές του pix2pixHD
όπως δόθηκαν στο [84]. Τέλος, για λόγους πληρότητας, αξίζει να αναφέρουµε ότι οι
συγγραφείς του pix2pixHD δύο χρόνια αργότερα παρουσίασαν στο άρθρο τους «Semantic
Image Synthesis with Spatially-Adaptive Normalization» [107], το state-of-the-art µοντέλο
για συζευγµένη µετατροπή εικόνας-σε-εικόνα, το GauGAN. Στόχος του µοντέλου αυτού,
το όνοµα του οποίου αφορµάται από τον ζωγράφο Paul Gauguin, ήταν η δηµιουργία
ενός εργαλείου επεξεργασίας εικόνων και συγκεκριµένα διαδραστικής µετατροπής ενός
χάρτη κατάτµησης που ζωγραφίζει ο χρήστης σε ρεαλιστική εικόνα, σε πραγµατικό χρόνο
(online demo).

Σχήµα 58: Εφαρµογή του µοντέλου pix2pixHD για συζευγµένη µετατροπή σκίτσου σε ρεαλιστική

φωτογραφία. Οι φωτογραφίες είναι υποδειγµατολειπτηµένες για µείωση του µεγέθους, ωστόσο

η ανώτερη ποιότητα των παραγόµενων εικόνων είναι και πάλι εµφανής.

Πηγή: «High-Resolution Image Synthesis and Semantic Manipulation with Conditional GANs», Wang

et al., 2017 [84]
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4.3 Μη-Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα

Ακολούθως, περνάµε στην τρίτη και τελευταία κατηγορία εφαρµογών των GANs στα πλα-
ίσια της ΠαραγωγικήςΜοντελοποίησης εικόνων, αυτή τηςΜη-ΣυζευγµένηςΜετατροπής
Εικόνας-σε-Εικόνα (Unpaired Image-to-Image Translation). Αυτή η κατηγορία διαφέρει από
την προηγούµενη, δηλαδή τη Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα, καθώς εκεί για
κάθε είσοδο στον Generator υπάρχει ξεκάθαρη έξοδος-στόχος, την οποία εκπαιδεύεται
να προσοµοιώνει. Η ύπαρξη ή δηµιουργία, ωστόσο, ζευγών εικόνων (δηλ. επισηµασµένου
συνόλου δεδοµένων) για την εκπαίδευση τέτοιων µοντέλων δεν είναι εύκολη και γενικά
είναι αρκετά περιοριστική. Αντιθέτως, στη Μη-Συζευγµένη Μετατροπή δεν υπάρχει αυτή
η απαίτηση και τα µοντέλα καλούνται να µάθουν µία αντιστοίχιση µεταξύ χαρακτηριστι-
κών των εικόνων από δύο διαφορετικά πεδία και χωρίς να είναι ζευγαρωµένες, κάτι που
φαίνεται στο σχήµα 59 παρακάτω. Η µετατροπή, για παράδειγµα, ενός πίνακα του Claude
Monet σε µία ρεαλιστικήφωτογραφία είναι κάτι πρακτικά αδύνατο να µοντελοποιηθεί σαν
πρόβληµα Συζευγµένης Μετατροπής, λόγω της αδυναµίας κατασκευής του αντίστοιχου
συνόλου δεδοµένων, είναι ωστόσο κάτι που έχει αντιµετωπισθεί επιτυχώς µε µοντέλα
Μη-Συζευγµένης Μετατροπής, σαν και αυτά που αναφέρουµε σε αυτήν την ενότητα.

… ……

Μη-Συζευγμένη ΜετατροπήΣυζευγμένη Μετατροπή

xi yi X Y

Σχήµα 59: Απεικόνιση του πως διαφοροποιείται η Μη-Συζευγµένη από τη Συζευγµένη Μετατροπή

Εικόνας-σε-Εικόνα σε ότι αφορά τις απαιτήσεις του συνόλου δεδοµένων εκπαίδευσης: η πρώτη

απαιτεί σύνολο δεδοµένων µε ζεύγη εικόνων εισόδου-εξόδου, κάτι αρκετά περιοριστικό, ενώ στη

δεύτερη κάτι τέτοιο δεν είναι αναγκαίο, επιτρέποντας έτσι µεγαλύτερο εύρος εφαρµογών.

Πηγή: Ανακατασκευή από «Unpaired Image-to-Image Translation using Cycle-Consistent Adversarial

Networks», Zhu et al., 2017 [84]

Για τη µετατροπή µιας εισόδου σε µία επιθυµητή έξοδο χωρίς αυτή η «επιθυµητή» να
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έχει σαφώς καθοριστεί, τα µοντέλα Μη-Συζευγµένης Μετατροπής καλούνται να αφο-
µοιώσουν ποια στοιχεία στο εκάστοτε πεδίο εικόνων αφορούν το περιεχόµενο (δηλ. τη
σταθερή δοµή) αυτών και ποια σχετίζονται µε τα επιµέρους στιλ (δηλ. τα µεταβλητά
χαρακτηριστικά) του κάθε πεδίου. Κατόπιν, καλούνται να µεταφέρουν το περιεχόµενο
αντιγράφοντάς το στο πεδίο των εικόνων εξόδου, εφαρµόζοντας παράλληλα τα νέα στιλ
Γίνεται φανερό, εποµένως πως αυτή η κατηγορία εφαρµογών των GANs είναι σηµαντικά
δυσκολότερη µε περισσότερες προκλήσεις για επιτυχή εκπαίδευσης, µε πλεονέκτηµα
ωστόσο να αποτελεί η δυνατότητα χρησιµοποίησης πολύ µεγαλύτερων συνόλων δεδο-
µένων και συνόλων δεδοµένων που κατασκευάζονται πολύ πιο εύκολα και γρήγορα (µη-
επιβλέψιµη εκπαίδευση). Σε ότι ακολουθεί, θα αναλύσουµε το µοντέλο CycleGAN, το
πρώτο πετυχηµένο παράδειγµα GAN για Μη-Συζευγµένη Μετατροπή εικόνας-σε-εικόνα
το οποίο χρησιµοποιούµε και στα πλαίσια της παρούσας εργασίας, ενώ στο τέλος της
ενότητας θα αναφέρουµε για λόγους πληρότητας και άλλα µοντέλα αυτής της κατηγο-
ρίας.

4.3.1 CycleGAN

Ξεκινώντας, θα αναλύσουµε τη δοµή και τον τρόπο εκπαίδευσης του CycleGAN, το οποίο
παρουσιάστηκε αρχικά από τον Zhou et al. το 2017 στο άρθρο τους «Unpaired Image-to-
Image Translation using Cycle-Consistent Adversarial Networks» [84], ενώ υποβλήθηκαν αρ-
κετές ανανεώσεις µε την τελευταία το 2020. Προκειµένου να αντιµετωπίσουν τη µεγάλη
δυσκολία της Μη-Συζευγµένης Μετατροπής, οι συγγραφείς του CycleGAN πρότειναν τη
χρήση δύο GANs καθένα από τα οποία καλείται να µετατρέψει µία εικόνα από το ένα
πεδίο στο άλλο. Η σηµαντική καινοτοµία τους, ωστόσο, έγκειται στον τρόπο µε τον οποίο
αναγκάζουν τα δύο GANs να κάνουν έγκυρη µετατροπή µεταξύ των δύο πεδίων: η Κυκλική
Συνοχή (Cycle Consistency). Παρακάτω, αναλύουµε βασικά στοιχεία της αρχιτεκτονικής
του µοντέλου µε έµφαση να δίνεται στο σχηµατισµό των συναρτήσεων κόστους για την
εκπαίδευση των επιµέρους δικτύων.

∆ύο GANs

Όπως αναφέρθηκε, οι συγγραφείς του CycleGAN πρότειναν τη χρήση δύο GANs, καθένα
µε τον δικό του Generator και Discriminator, προκειµένου να γίνει δυνατή η µη-συζευγµένη
µετατροπή εικόνων σε ρεαλιστικές εικόνες του άλλου πεδίου. Έτσι, έστω G ο Generator
που µετατρέπει εικόνες από το πρώτο πεδίο (έστωX) στο δεύτερο (έστω Y ) και F οGene-
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rator που µετατρέπει εικόνες από το δεύτερο πεδίο στο πρώτο. Οι συγγραφείς πρότειναν
τη χρήση ενός βελτιστοποιητή (optimizer) για κοινή εκπαίδευση και των δύο Generators
(δηλ. σε κάθε βήµα θα υπολογίζονται οι παράγωγοι και κατόπιν θα µεταβάλλονται από
κοινού οι παράµετροι και των δύο δικτύων). Για τους Discriminators, ωστόσο, πρότειναν
να χρησιµοποιηθούν ξεχωριστοί βελτιστοποιητές λόγω των διαφορών που µπορεί να
υπάρχουν στο περιεχόµενο και στιλ των εικόνων του εκάστοτε πεδίου.

Έτσι, για τις συναρτήσεις κόστους εκπαίδευσης των δικτύων, δεδοµένου ότι οι συγγρα-
φείς (αρχικά) χρησιµοποίησαν την Binary Cross-Entropy, ισχύουν τα εξής:

• Η συνάρτηση κόστους για την εκπαίδευση του πρώτου GAN (Generator G : X −→ Y ,
Discriminator DY ), σύµφωνα µε την ανάλυση του προηγούµενου κεφαλαίου θα είναι:

LcGAN (G,DY , X, Y ) = Ey∼pdata (y) [log (DY (y))] + Ex∼pdata (x)[log (1 − DY (G (x)))] (4.20)

JDY
(
~θDY , ~θG

)
= −LcGAN (G,DY , X, Y ) (4.21)

JG
(
~θG, ~θDY

)
= LcGAN (G,DY , X, Y ) (4.22)

όπου όπως και για το pix2pix ο όρος «cGAN» χρησιµοποιείται για να δηλώσει πως
έχουµε υπο-συνθήκη παραγωγή και άρα στην είσοδο του εκάστοτε Discriminator θα
υπάρχουν κάθε φορά δύο εικόνες συνενωµένες.

• Αντίστοιχα, η συνάρτηση κόστους για την εκπαίδευση του δεύτερου GAN (Generator
F : Y −→ X , Discriminator DX ) θα είναι:

LcGAN (F, DX , Y, X ) = Ex∼pdata (x) [log (DX (x))] + Ey∼pdata (y)[log (1 − DX (F (y)))] (4.23)

JDX
(
~θDX , ~θF

)
= −LcGAN (F, DX , Y, X ) (4.24)

JF
(
~θF , ~θDX

)
= LcGAN (F, DX , Y, X ) (4.25)

Λαµβάνοντας υπόψη την από κοινού εκπαίδευση των δύο Generators, η (αντιπαραθετική)
συνάρτηση κόστους που καλούνται από κοινού να ελαχιστοποιήσουν είναι η εξής:

Jgen
(
~θG, ~θF , ~θDY , ~θDX

)
= LcGAN (G,DY , X, Y ) +LcGAN (F, DX , Y, X ) (4.26)

= Ex∼pdata (x)[log (1 − DY (G (x)))] + Ey∼pdata (y)[log (1 − DX (F (y)))] (4.27)

Κυκλική Συνοχή (Cycle Consistency)

Η κυκλική συνοχή, που αποτελεί την κεντρική ιδέα του τρόπου εκπαίδευσης των δικτύων
του CycleGAN, προκειµένου να εκτελέσουν µη-συζευγµένη µετατροπή εικόνων διαφορε-
τικών πεδίων, λειτουργεί ως εξής:
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τροφοδότησε τον Generator του πρώτου GAN µε µια εικόνα από το πρώτο πεδίο, πάρε
την έξοδό του (ιδανικά ρεαλιστική και αβίαστα κατατάξιµη στις εικόνες του δεύτερου
πεδίου) και τροφοδότησε τον Generator του δεύτερου GAN µε την τεχνητή αυτή εικόνα
του δεύτερου πεδίου µε σκοπό να λάβεις στην έξοδό του µια τεχνητή εικόνα που να
µοιάζει στην αρχική. Κατόπιν υπολόγισε την απόσταση µεταξύ της αρχικής εικόνας (που
δόθηκεως είσοδο στον πρώτοGenerator) και της εξόδου του δεύτερουGenerator µε κάποια
µετρική απόστασης εικόνων. Επανέλαβε την ίδια διαδικασία προς την άλλη κατεύθυνση,
δηλ. συγκρίνοντας µια εικονα από το δεύτερο πεδίο που εισάγεται στον δεύτερο Generator
µε την έξοδο του πρώτου. Βελτιστοποίησε τα δύο δίκτυα ώστε οι αποστάσεις αυτές να
γίνουν ελάχιστες, διασφαλίζοντας παράλληλα ότι οι εικόνες στην έξοδο των δικτύων είναι
ρεαλιστικές (µέσω του Discriminator του εκάστοτε πεδίου).

X Y

G

F

DYDX

G

F
Ŷ

X Y( X Y
(

G

F
X̂

(a) (b) (c)

cycle-consistency
loss

cycle-consistency
loss

DY DX

ŷx̂x y

Σχήµα 60: Απείκονιση του τρόπου εκπαίδευσης του CycleGAN.

Πηγή: «Unpaired Image-to-Image Translation using Cycle-Consistent Adversarial Networks», Zhu et

al., 2017 [84]

Στο σχήµα 60 δίνεται διαγραµµατικά ο τρόπος εκπαίδευσης του µοντέλου CycleGAN. Εκεί,
αριστερά (a), φαίνονται τα δύο πεδία εικόνων, X και Y , οι δύο Generator, G και F και οι δύο
Discriminators,DX καιDY . Στο κέντρο (b) φαίνεται ο τρόπος υπολογισµού του κόστους από
την Κυκλική Συνοχή (απόσταση x και x̂) του πεδίου X και δεξιά (c) (απόσταση y και ŷ) του
πεδίου Y . Στο CycleGAN, η απόσταση αυτή υπολογίζεται στον χώρο των εικονοστοιχείων,
π.χ. µε την Ευκλείδεια (L2) απόσταση.

Η όρος «κυκλική» δόθηκε στην παραπάνω διαδικασία καθώς οι διαδοχικές µετατροπές
σχηµατίζουν ένα κύκλο µεταξύ των πεδίων εικόνων, κάτι που φαίνεται και στο σχήµα
60 που προηγείται. Για την υλοποίηση της κυκλικής αυτής διαδροµής χρησιµοποιώντας
τα δύο (2) GANs που αναφέρθηκαν, οι συγγραφείς του [84] πρότειναν σε κάθε βήµα
να υπολογίζεται ένας όρος κόστους για την Κυκλική Συνοχή, τοποθετώντας τους δύο
Generators σε σειρά, µία φορά τον πρώτο ακολουθούµενο από το δεύτερο (X

G
−−→ Y

F
−−→ X̂)
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και µία αντίστροφα (Y
F
−−→ X

G
−−→ Ŷ ). Έτσι, όπως φαίνεται και στο σχήµα, σε κάθε βήµα υ-

πολογίζονται δύο αποστάσεις (ή κόστη) τις οποίες τα δίκτυα εκπαιδεύονται να µειώσουν,
ενθαρρύνοντας έτσι την Κυκλική Συνοχή. Εποµένως, εκτός του όρου αντιπαραθετικού
κόστους (adversarial loss) στην από κοινού συνάρτηση κόστους των δύο Generators
(σχέση 4.27), προστίθεται και ένας όρος που ενθαρρύνει την κυκλική συνοχή µέσω της
απόστασης εικονοστοιχείων των εικόνων στην αρχή και το τέλος του κάθε «κύκλου», µε
αποτέλεσµα η συνάρτηση κόστους που καλούνται από κοινού να ελαχιστοποιήσουν οι δύο
Generators θα είναι:

Lcyc(G, F ) = Lcyc

[
X

G
−−→ Y

F
−−→ X̂

]
+Lcyc

[
Y

F
−−→ X

G
−−→ Ŷ

]
= Ex∼pdata (x) [‖F (G (x)) − x‖1] + Ey∼pdata (y)

[
‖G (F (y)) − y‖1

]
(4.28)

Jgen
(
~θG, ~θF , ~θDY , ~θDX

)
= LcGAN (G,DY , X, Y ) +LcGAN (F, DX , Y, X ) + λcyc ∗ Lcyc(G, F ) (4.29)

= Ex∼pdata (x)[log (1 − DY (G (x)))] + Ey∼pdata (y)[log (1 − DX (F (y)))]

+ λcyc ∗
[
Ex∼pdata (x) [‖F (G (x)) − x‖1] + Ey∼pdata (y)

[
‖G (F (y)) − y‖1

]]
(4.30)

όπως όπως φαίνεται ως συνάρτηση απόστασης µεταξύ των εικόνων στην αρχή και το
τέλος του κάθε κύκλου χρησιµοποιείται η L1 ή Manhattan (αντί για την L2 ή Ευκλείδεια,
που όπως είναι γνωστό οδηγεί σε πιο θολές εικόνες), ενώ λcyc είναι το βάρος του όρου
κυκλικού κόστους (cyclic loss). Το βάρος αυτό, συµπερίληψης του κυκλικού κόστους,
συνήθως είναι αρκετά µεγαλύτερο της µονάδας, ενώ οι συγγραφείς προτείνουν µία τιµή
κοντά στο 10, λόγω του ότι είναι αρκετά σηµαντικότερο και δυσκολότερο το έργο επίτευ-
ξης της Κυκλικής Συνοχής απ΄ ότι της εκµάθησης ρεαλιστικών χαρακτηριστικών µέσω
των Discriminators. Κάτι άλλο σχετικά µε το βάρος συµπερίληψης του όρου κυκλικού
κόστους που διαπίστωσαν οι συγγραφείς στις αφαιρετικές µελέτες (ablation studies)
που διεξήγαγαν είναι ότι η έλλειψη του όρου αυτού (λcyc = 0) οδηγεί στο πρόβληµα
Συρρίκνωσης Ρυθµών σε αµφοτέρους τους Generators, κάτι που φαίνεται στο σχήµα 61
που έπεται.

Όπως φαίνεται από τις αφαιρετικές µελέτες της συνάρτησης κόστους του σχήµατος 61
που κατέθεσαν οι συγγραφείς, η µη χρήση των όρων αντιπαραθετικής εκπαίδευσης (δηλ.
µη-χρήση και των Discriminators) οδηγεί σε µη-ρεαλιστικά, ποιοτικά υποβαθµισµένα απο-
τελέσµατα. Η µη-χρήση, ωστόσο, του όρου κυκλικής συνοχής, αν και οδηγεί σε καλύτερα
αποτελέσµατα, αυτά υποφέρουν από Συρρίκνωση Ρυθµών. Στις δύο τελευταίες στήλες
φαίνονται η έξοδος του CycleGAN και η πραγµατική έξοδος αντίστοιχα, όπου φαίνεται
ότι η ταυτόχρονη συµπερίληψη των όρων αντιπαραθετικού και κυκλικού κόστους οδηγεί
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Είσοδος
Μόνο Κυκλ. Κόστος

(χωρίς adversarial)
Μόνο GANs

(χωρίς κυκλ. κόστος) CycleGAN Πραγμ. Έξοδος

Σχήµα 61: Αφαιρετικές µελέτες της συνάρτησης κόστους των Generators κατά την εκπαίδευση

τους σε σύνολο δεδοµένων χαρτών κατάτµησης-εικόνων (χωρίς ζεύγη εικόνων, ασχέτως που το

αρχικό σύνολο δεδοµένων ήταν φτιαγµένο για συζευγµένη µετατροπή).

Πηγή: Ανακατασκευή από «Unpaired Image-to-Image Translation using Cycle-Consistent Adversarial

Networks», Zhu et al., 2017 [84]

σε ρεαλιστικά αποτελέσµατα µε ποικιλοµορφία.

Ταυτοτικό Κόστος (Identity Loss)

Ένας πρόσθετος όρος που δοκίµασαν οι συγγραφείς του CycleGAN κατά τη διάρκεια δοκι-
µής του µοντέλου σε σύνολο δεδοµένων τοπίων µε στόχο τη µη-συζευγµένη µετατροπή
εικόνων από µία εποχή (π.χ. τοπία το καλοκαίρι) σε µία άλλη (π.χ. τοπία τον χειµώνα), είναι
αυτός του Ταυτοτικού Κόστους (Identity Loss). Συγκεκριµένα, οι συγγραφείς ήθελαν να
ενθαρρύνουν τους Generators να µάθουν ταυτοτικές συναρτήσεις όταν στην είσοδό τους
δίνονται εικόνες από το πεδίο εξόδου (αντί για εισόδου) τους. Μέσω αυτού του όρου,
βοήθησαν τους Generators να αντιστοιχίζουν καλύτερα τα χρώµατα της εικόνας εισόδου
και έτσι να πετυχαίνουν πιο ρεαλιστικά αποτελέσµατα. Αναλυτικά, ο όρος που πρότειναν
στο [84], καθώς και η νέα συνολική συνάρτηση κόστους που καλούνται από κοινού να
ελαχιστοποιήσουν οι δύο Generators, έχουν ως εξής:

Lidentity(G, F ) = Lidentity

[
Y

G
−−→ Ŷ

]
+Lidentity

[
X

F
−−→ X̂

]
= Ey∼pdata (y)

[
‖G (y) − y‖1

]
+ Ex∼pdata (x) [‖F (x) − x‖1] (4.31)
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Jgen
(
~θG, ~θF , ~θDY , ~θDX

)
= LcGAN (G,DY , X, Y ) +LcGAN (F, DX , Y, X )+

+ λcyc ∗ Lcyc(G, F ) + λidentity ∗ Lidentity(G, F ) (4.32)

= Ex∼pdata (x)[log (1 − DY (G (x)))] + Ey∼pdata (y)[log (1 − DX (F (y)))]

+ λcyc ∗
[
Ex∼pdata (x) [‖F (G (x)) − x‖1] + Ey∼pdata (y)

[
‖G (F (y)) − y‖1

]]
+ λidentity ∗

[
Ey∼pdata (y)

[
‖G (y) − y‖1

]
+ Ex∼pdata (x) [‖F (x) − x‖1]

]
(4.33)

µε τον συντελεστή συµπερίληψης της identity loss να εξαρτάται έντονα από το σύνολο
δεδοµένων εκπαίδευσης, µε τους συγγραφείς να προτείνουν µία τιµή κοντά στο 5 για το
σύνολο δεδοµένων που δοκίµασαν τη χρήση της.

Αρχιτεκτονικη ∆ικτύων - Αποτελέσµατα

Έχοντας πλέον το στήσιµο για την εκπαίδευση των δύο GANs και τις συναρτήσεις
κόστους που καλούνται να υλοποιήσουν, µένει η σχεδίαση της αρχιτεκτονικής των δι-
κτύων και η εκπαίδευσή τους. Έτσι, οι συγγραφείς αποφάσισαν οι δύο Generators να
είναι πανοµοιότυποι, όπως και οι δύο Discriminators. Συγκεκριµένα πρότειναν τις εξής
αρχιτεκτονικές:

• Generators: δύο (2) συνελικτικές στρώσεις ακολουθούµενες από στρώσεις Κανονι-
κοποίησης ∆είγµατος και στρώσεις ενεργοποίησης ReLU, αποτελούν το υποδίκτυο
του encoder του κάθε Generator. Ακολουθεί το υποδίκτυο στένωσης που αποτε-
λείται από συνελικτικές στρώσεις µοναδιαίου βήµατος (δηλ. δεν µεταβάλλουν
το πλάτος/ύψος των χαρτών ενεργοποίησης στην είσοδό τους) ακολουθούµενες
από όµοιες στρώσεις κανονικοποίησης και ενεργοποίησης, οι οποίες όµως έχουν
residual connections µεταξύ των εισόδων και εξόδων τους. Πρότειναν τη χρήση
εννέα τέτοιων οµάδων στρώσεων. Τέλος, το υποδίκτυο του κάθε Generator είναι
συµµετρικό αυτό του encoder και χρησιµοποιεί ανάστροφεςσυνελικτικές στρώσεις.

• Discriminators: ως Discriminator για κάθε GAN οι συγγραφείς χρησιµοποίησαν τον
PatchGAN Discriminator από το pix2pix µε ίδια δοµή και σχεδιαστικές παραµέτρους
όπως αναλύθηκαν εκεί (βλ. σχήµα 56).

Παρακάτω παρουσιάζουµε τα αποτελέσµατα εκπαίδευσης των δικτύων σε σύνολο δε-
δοµένων που περιέχει στο ένα πεδίο ρεαλιστικές εικόνες και στο άλλο εικόνες από
πίνακες ενός ζωγράφου. Συγκεκριµένα, εκπαιδεύτηκαν τέσσερα (4) διαφορετικά µοντέλα
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σε σύνολα δεδοµένων εικόνων των αντίστοιχων ζωγράφων, όλα για 100 epochs5 σταθε-
ρού βήµατος εκµάθησης (learning rate) ίσου µε 0.0002 και 100 όπου το βήµα γραµµικά
µειώνονταν στην αρχή του καθενός έωςτο0. Επίσης, σε επόµενη έκδοση τουάρθρου τους,
οι συγγραφείς χρησιµοποιούν ως συνάρτηση αντιπαραθετικής εκπαίδευσης των GANs τη
συνάρτηση κόστους Ελαχίστων Τετραγώνων αντί της Binary Cross-Entropy όπως δίνεται
στις σχέσεις 4.25 και 4.22, για λόγους που αναφέρθηκαν στην αρχή του προηγούµενου
κεφαλαίου. Οι παραγωγές του πρώτου Generator (εικόνες σε πίνακες) του κάθε µοντέλου
από τα τέσσερα που εκπαιδεύτηκαν δίνονται στο σχήµα που ακολουθεί, ενώ στο [84]
δίνονται αρκετές ακόµα εφαρµογές.

Είσοδος
 (εικόνα) Monet Van Gogh Cezanne Ukiyo-e

Σχήµα 62: Παραγωγές τεσσάρων (ίδιων) µοντέλων CycleGAN που έχουν εκπαιδευθεί σε σύνολα

δεδοµένων αποτελούµενα από πραγµατικές εικόνες (πρώτο πεδίο - κοινό σε όλα τα σύνολα

δεδοµένων εκπαίδευσης) και πίνακες γνωστών ζωγράφων. Βλέπουµε, ότι παρόλο που τα µοντέλα

εκπαιδεύτηκαν χωρίς ζεύγη εικόνων (unsupervised training), µπορούν να µεταφέρουν επιτυχώς

το περιεχόµενο της εικόνας εισόδου στην έξοδο εφαρµόζοντας κατόπιν τα στιλ του αντίστοιχου

πεδίου.

Πηγή: Ανακατασκευή από «Unpaired Image-to-Image Translation using Cycle-Consistent Adversarial

Networks», Zhu et al., 2017 [84]
5Ως epoch νοείται η ακολουθία όλων των βηµάτων ώστε να περάσουν µέσα από ένα µοντέλο όλα τα

δείγµατα του συνόλου δεδοµένων εκπαίδευσης. Σε κάθε βήµα περνάει µία οµάδα (batch) δειγµάτων.
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4.3.2 UNIT & MUNIT

Τέλος και για λόγους πληρότητας, αναφέρουµε σε αυτήν υποενότητα άλλα µοντέλα που
σχεδιάστηκαν για Μη-Συζευγµένη Μετατροπή εικόνας-σε-εικόνα, τα οποία υλοποιήθηκαν
και εκπαιδεύτηκαν από ερευνητές του ίδιου εργαστηρίου της εταιρείας NVIDIA όπως και
τα pix2pix και pix2pixHD. Έτσι, αρχικά θα αναφέρουµε συνοπτικά την ιδέα πίσω από το
µοντέλο UNIT και αποτελέσµατα από την εφαρµογή του, ενώ στο τέλος θα παραθέσουµε
και ορισµένα στοιχεία και αποτελέσµατα για την αναβάθµισή του, το µοντέλοMUNIT.

UNIT

Βασική ιδέα του µοντέλου UNIT, που παρουσιάστηκε από τον Liu et al. στο άρθρο του
«Unsupervised Image-to-Image Translation Networks» [79], είναι η ύπαρξη ενός διαµοιρα-
ζόµενου λανθάνοντα χώρου µεταξύ δύοπεδίων και η χρήση δικτύωνΜΑΚ (βλ. υποενότητα
2.3) και GANs για παραγωγή διανυσµάτων αυτού του χώρου και κατόπιν παραγωγή ρεα-
λιστικών εικόνων. Αυτή η «υβριδική» αρχιτεκτονική έκανε δυνατό τον µετασχηµατισµό
ενός διανύσµατος αυτού του κοινού χώρου σε µία ρεαλιστική εικόνα σε κάθε ένα από
τα δύο πεδία, ενθαρρύνοντας κατά την εκπαίδευση του µοντέλου η µετατροπή να γίνεται
διατηρώντας κάποια σύζευξη. Έµπνευση των συγγραφέων αποτέλεσε το ότι η µετατροπή
µιας εικόνας µεταξύ δύο πεδίων, αφήνει κάποια στοιχεία αυτής αναλλοίωτα, όπως π.χ. τη
δοµή κάποιων αντικειµένων, τη θέση τους ή το περίγραµµα αυτών. Αυτό που διαφέρει
είναι τα επιµέρους στιλ του κάθε πεδίου.

∆εν θα επεκταθούµε περαιτέρω στην ανάλυση, απλώς θα αναφέρουµε πως το UNIT χρησι-
µοποιεί δύοΜΑΚµε coupling µεταξύ τους για την εκµάθηση του λανθάνοντα αυτού χώρου,
ενώ για την παραγωγή ρεαλιστικών εικόνων χρησιµοποιεί, όπως και το CycleGAN, δύο
GANs (δύο (2) Generators + δύο (2) Discriminators). Στο σχήµα που ακολουθεί φαίνονται
µερικές παραγωγές του µοντέλου UNIT, που δικαιώνουν την επιλογή των συγγραφέων
να δηµιουργήσουν και να εκπαιδεύσουν αυτό το αρκετά σύνθετα µοντέλο, αποτελούµενο
από έξι (6) επιµέρους νευρωνικά δίκτυα (δύο Generators, δύο Discriminators και δύο
ΜΑΚ).
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Είσοδος Έξοδος Είσοδος Έξοδος

Σχήµα 63: Παραγωγές του µοντέλου UNIT.

Πηγή: Ανακατασκευή από «Unsupervised Image-to-Image Translation Networks», Liu et al., 2017 [79]

MUNIT

Οι συγγραφείς του MUNIT ένα χρόνο αργότερα παρουσίασαν µια αναβαθµισµένη έκδοση
του µοντέλου τους. Πρόκειται για το µοντέλο MUNIT και το άρθρο «Multimodal Unsupe-
rvised Image-to-Image Translation» [90], βασική ιδέα του οποίου είναι η δυνατότητα πα-
ραγωγής περισσότερων από µία ρεαλιστικές εικόνες για κάθε διάνυσµα του λανθάνοντα
χώρου και σε κάθε ένα από τα δύο πεδία του συνόλου δεδοµένων εκπαίδευσης. Για να
το πετύχουν αυτό, πρότειναν τη διάσπαση του αρχικού λανθάνοντα χώρου σε δύο (έναν
για το περιεχόµενο και έναν για το στιλ), ενώ επίσης διέσπασαν ακόµα περισσότερο τα
δίκτυα του µοντέλου τους, καταλήγοντας σε τέσσερις (4) ΜΑΚ (δύο ανά πεδίο - ένας
για παραγωγή του λανθάνοντος διανύσµατος περιεχοµένου και ένας για το λανθάνον
διάνυσµα στιλ της εκάστοτε εικόνας εισόδου). Για την εκπαίδευση του µοντέλου τους,
δανείστηκαν τη δοµή του Discriminator από το µοντέλο pix2pixHD και τη λογική και
αρχιτεκτονική των Generators του UNIT. Ο ενδιαφερόµενος αναγνώστης παραπέµπεται
στο σχετικό άρθρο, ενώ ακολούθως παραθέτουµε µερικές χαρακτηριστικές παραγωγές
του µοντέλου MUNIT, µε τις οποίες ολοκληρώνουµε το παρόν κεφάλαιο.

σελίδα 133 από 246



ΚΕΦΑΛΑΙΟ 4. ΕΦΑΡΜΟΓΕΣ ΤΩΝ GANS 4.3. ΜΗ-ΣΥΖΕΥΓΜΕΝΗ ΜΕΤΑ-
ΤΡΟΠΗ ΕΙΚΟΝΑΣ-ΣΕ-ΕΙΚΟΝΑ

Είσοδος Πραγμ.

(α) σκίτσα (ακμές) ⇿ παπούτσια 

∆είγματα Μετατροπών Είσοδος Πραγμ.

(β) σκίτσα (ακμές) ⇿ τσάντες 

∆είγματα Μετατροπών

Σχήµα 64: Παραγωγές του µοντέλου MUNIT.

Πηγή: Ανακατασκευή από «Multimodal Unsupervised Image-to-Image Translation», Huang et al., 2018

[90]
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Κεφάλαιο 5

Εφαρµογή GANs σε Παραγωγή Εικόνων
Μόδας - Μεθοδολογία

Περνάµε τώρα στον πυρήνα της παρούσας εργασίας, που είναι η εφαρµογή Generative
Adversarial Networks (GANs) σε σύνολα δεδοµένων εικόνων µόδας, δηλαδή σύνολα δε-
δοµένων που περιέχουν ρούχα ή/και µοντέλα που τα φορούν και τα διαφηµίζουν. Στα
πλαίσια αυτής, εποµένως, εκπαιδεύτηκαν αρχιτεκτονικές GANs όµοιες µε αυτές που
περιγράφηκαν στο προηγούµενο κεφάλαιο, ή παραλλαγές αυτών, σε σύνολα δεδοµένων
εικόνων µόδας. Στο παρόν κεφάλαιο θα περιγράψουµε τόσο τα σύνολα δεδοµένων
εκπαίδευσης όσο και τον σχεδιασµό και τον τρόπο εκπαίδευσης των µοντέλων που
χρησιµοποιήθηκαν, ενώ αφήνουµε τα αποτελέσµατα και τις µετρικές αξιολόγησης για το
επόµενο κεφάλαιο.

Στην πρώτη ενότητα του κεφαλαίου θα εστιάσουµε στα σύνολα δεδοµένων εκπαίδευσης,
δηλαδή στις εικόνες µόδας που χρησιµοποιήθηκαν για την εκπαίδευση των µοντέλων που
περιγράφονται στην επόµενη ενότητα.Μαζί µε τα σύνολα δεδοµένων θα αναφερθούµε και
στις τεχνικές προεπεξεργασίας αυτών που χρησιµοποιήθηκαν και σε άλλου παραµέτρους
εκπαίδευσης, ενώ µαζί µε την περιγραφή των µοντέλων που εκπαιδεύτηκαν θα δοθούν
όλες οι παράµετροι στησίµατος (setup) και εκπαίδευσης αυτών.
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5.1. ΣΥΝΟΛΑ ∆Ε∆ΟΜΕ-
ΝΩΝ ΕΙΚΟΝΩΝ ΜΟ∆ΑΣ

5.1 Συνολα ∆εδοµένων Εικόνων Μόδας

Για την εκπαίδευση των µοντέλων της παρούσας εργασίας χρησιµοποιήθηκαν τέσσερα
διακριτά σύνολα δεδοµένων (datasets): δύο από την οικογένεια συνόλων δεδοµένων De-
epFashion, το σύνολο δεδοµένων LookBook και το σύνολο δεδοµένων handbags2shoes α-
ποτελούµενο από δύο επιµέρους σύνολα δεδοµένων, το edge2handbag και το edge2shoe,
όπωςαναλύονται στις υποενότητεςπουακολουθούν. Τα σύνολαδεδοµένωναυτά χρησιµο-
ποιήθηκαν κατά την εκπαίδευση των αντίστοιχων µοντέλων µε σκοπό την κάλυψη και των
τριών κατηγοριών εφαρµογών, δηλαδή για παραγωγή εικόνας από θόρυβο, συζευγµένη
µετατροπή εικόνας-σε-εικόνα και µη-συζευγµένη µετατροπή εικόνας-σε-εικόνα.

Όλα τα σύνολα δεδοµένων που χρησιµοποιήθηκαν περιέχουν σχετικά χαµηλής ανάλυσης
εικόνες µε τα τρία (3) από τα τέσσερα (4) να περιέχουν εικόνες 64×64, ενώ το ένα
περιέχει εικόνες 128×128. Ο λόγος που προχωρήσαµε σε αυτήν την επιλογή είναι ότι
µε τετοια σύνολα δεδοµένων χρειάζονται σηµαντικά λιγότεροι και µικρότερης ισχύος
υπολογιστικοί πόροι (χώροι αποθήκευσης, χωρητικότητες µνηµών RAM και µνηµών
καρτών γραφικών κλπ.). Επίσης, αυτό µας επέτρεψε να «µικρύνουµε» τα µοντέλα µας,
κάνοντας έτσι την εκπαίδευσή τους πιο γρήγορη και πιο ευσταθή. Ακολουθεί µία συνοπτι-
κή περιγραφή του κάθε συνόλου δεδοµένων εκπαίδευσης που χρησιµοποιήθηκε καθώς
και των τεχνικών προεπεξεργασίας αυτών.

5.1.1 DeepFashion

Τα πρώτο σύνολο δεδοµένων που χρησιµοποιήθηκε ανήκει στην οικογένεια συνόλων
δεδοµένων DeepFashion. Τα σύνολα δεδοµένων εκπαίδευσης µοντέλων τεχνητής νοηµο-
σύνης DeepFashion παρουσιάστηκαν από τον Liu et al. το 2016 συνοδεύοντας το άρθρο
τους «DeepFashion: Powering Robust Clothes Recognition and Retrieval With Rich Annota-
tions» [55]. Συνολικά, το DeepFashion αποτελεί το µεγαλύτερο σύνολο δεδοµένων ει-
κόνων µόδας, µε περισσότερες από 800.000 ποικιλόµορφες εικόνες οι οποίες καλύπτουν
ένα ευρύ φάσµα κατηγοριών, από καλά-κεντραρισµένες (well-posed) εικόνες ρούχων από
καταστήµατα έως φωτογραφίες καταναλωτών χωρίς κανένα περιορισµό (αντληθείσες
από κοινωνικά µηχανές αναζήτησης εικόνων). Επιπρόσθετα, το DeepFashion είναι ένα
επιµελώς επισηµασµένο σύνολο δεδοµένων, µε κάθε εικόνα να έχει επισηµανθεί σχετικά
µε το σε ποια κατηγορία ρούχων ανήκει (από τις 50 συνολικά του συνόλου δεδοµένων),
µε ένα σύνολο χαρακτηριστικών της (από 1000 συνολικά χαρακτηριστικά), µε σηµάδια
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των ορίων του ρούχου (landmarks) καθώς και µε περιγραφικές ετικέτες από τον χρήστη
που την ανέβασε (user-generated metadata). Στο σχήµα 65 που ακολουθεί τα παραπάνω
φαίνονται µε µεγαλύτερη σαφήνεια.

ΥφήΕίδος Ύφασμα Μορφή Μέρος Στιλ

(α) Παράδειγµα εικόνων διαφορετικών κατηγοριών και χαρακτηριστικών στο DeepFashion. Τα χαρακτη-
ριστικά κατηγοριοποιούνται σε πέντε οµάδες: υφή, ύφασµα, σχήµα, µέρος και στιλ.

#
 ε
ικ
όν

ω
ν

(β) Αριθµός εικόνων των πρώτων 20 σε πληθυσµό κατηγοριών.

#
 ε
ικ
όν

ω
ν

(γ) Αριθµός εικόνων των πρώτων 10 σε πληθυσµό χαρακτηριστικών σε κάθε οµάδα.

Σχήµα 65: Στοιχεία του συνόλου δεδοµένων DeepFashion σχετικά µε τον τρόπο επισήµανσής του

και το διαµοιρασµό των εικόνων στις επιµέρους κατηγορίες / χαρακτηριστικά.

Πηγή: Ανακατασκευή από «DeepFashion: Powering Robust Clothes Recognition and Retrieval with

Rich Annotations», Liu et al., 2016 [55]
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Για την καλύτερη οργάνωση και χρήση του συνόλου δεδοµένων τους, οι δηµιουργεί
του DeepFashion πρότειναν την περαιτέρω διάσπασή του σε υποσύνολα δεδοµένων για
ξεχωριστές κατηγορίες εφαρµογών, τα οποία ονοµάζουν Benchmarks. Τα Benchmarks
αυτά, εποµένως, που συµπεριλαµβάνονται στο DeepFashion είναι τα εξής:

• «Category andAttribute Prediction Benchmark»: σύνολο δεδοµένων που προορίζεται
για ταξινόµηση εικόνων. Περιέχει 63.720 εικόνες µε ετικέτες από 50 αµοιβαίως-
αποκλειόµενες κατηγορίες και από 1000 χαρακτηριστικά (π.χ αµάνικο/όχι-αµάνικο,
µάξι/όχι-µάξι κλπ.). Ένα τέτοιο σύνολο δεδοµένων είναι καλώς στηµένο για εκπα-
ίδευση ταξινοµητών εικόνας, σαν και αυτούς που είδαµε στα ∆ιακριτικά Μοντέλα
(βλ. υποενότητα 2.1).

• «In-Shop Clothes Retrieval Benchmark (ICRB)»: το δεύτερο σύνολο δεδοµένων του
DeepFashion και ταυτόχρονα το πρώτο που κάνουµε χρήση, είναι το In-Shop Clothes
Retrieval Benchmark (ICRB), το οποίο περιέχει 54.642 εικόνες από 11.735 προϊόντα
του ηλεκτρονικού καταστήµατος της εταιρείας Forever21. Παρουσιάζουµε λεπτοµε-
ρώς αυτό το σύνολο δεδοµένων στην παράγραφο 5.1.1.1 που ακολουθεί.

• «Consumer-to-Shop Clothes Retrieval Benchmark (CCRB)»: πρόκειται για ένα ιδια-
ίτερο σύνολο δεδοµένων το οποίο περιέχει 251.361 ζεύγη εικόνων µε την πρώτη
εικόνα να είναι το ρούχο φορεµένο σε ένα µοντέλο και την άλλη το ίδιο ρούχο
φορεµένα σε κάποιον καταναλωτή σε αυθαίρετες συνθήκες φωτογράφισης. Οι
εικόνες έχουν συλλεχτεί από την πλατφόρµα ηλεκτρονικών καταστηµάτωνMogujie
της Κίνας. Σκοπός του συνόλου δεδοµένων είναι η δηµιουργία µοντέλων συζευγ-
µένης µετατροπής εικόνων από κοινές φωτογραφίες των κοινωνικών δικτύων σε
φωτογραφίες όπου το ρούχο είναι φορεµένο σε ένα µοντέλο στο κατάστηµα.

• «Fashion Image Synthesis Benchmark (FISB)»: αποτελώντας την τελευταία προ-
σθήκη στα επιµέρους benchmarks του DeepFashion, το Fashion Image Synthesis
Benchmark (FISB) περιέχει 78.979 εικόνες, κάθε µία επισηµασµένη µε µία λεκτική
περιγραφήκαι έναν χάρτη κατάτµησης. Παρουσιάζουµε λεπτοµερώςαυτό τοσύνολο
δεδοµένων στην παράγραφο 5.1.1.2 παρακάτω.

Μετά από αυτήν τη σύντοµη περιγραφή του συνόλου δεδοµένων DeepFashion, ακολουθο-
ύν τα επιµέρους σύνολα δεδοµένων που χρησιµοποιήσαµε για την εκπαίδευση κάποιων
από τα µοντέλα της παρούσας εργασίας. Συγκεκριµένα, στις παραγράφους που ακολουθο-
ύν, θα αναλύσουµε τα benchmarks In-Shop Clothes Retrieval και Fashion Image Synthesis,
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τα οποία θα χρησιµοποιήσουµε για εκπαίδευση µοντέλου αλλαγής πόζας και παραγωγής
ρεαλιστικών εικόνων µόδας αντίστοιχα.

In-Shop Clothes Retrieval Benchmark (ICRB)

Έτσι, αρχικά θα εστιάσουµε στο υποσύνολο δεδοµένων του DeepFashion, το In-Shop
Clothes Retrieval Benchmark (ICRB). Όπως αναφέρθηκε, αυτό περιέχει 54.642 εικόνες,
από 11.735 προϊόντα της εταιρείας Forever21, τα οποία στη συντριπτική τους πλειοψηφία
είναι φωτογραφηµένα σε ανθρώπους-µοντέλα. Όλες οι φωτογραφίες είναι ποιότητας
στούντιο µε ουδέτερα συνήθως παρασκήνια και ανάλυσης 256×256 (τουλάχιστον στη
χαµηλής-ανάλυσης έκδοση του συνόλου δεδοµένων που χρησιµοποιήθηκε στα πλαίσια
της παρούσας). Στόχος µας µε αυτό το σύνολο δεδοµένων ήταν να εκπαιδεύσουµε ένα
µοντέλο GAN το οποίο θα αλλάζει την πόζα του ανθρώπου που εικονίζεται στην εικόνα
εισόδου. Το µοντέλο αυτό, το PGPG (βλ. υποενότητα 5.2.1) απαιτεί, λοιπόν, εκτός από τη
φωτογραφία εισόδου και εξόδου (συζευγµένη µετατροπή) να υπάρχει και πληροφορία για
την πόζα της εικόνας εξόδου. Για καλή µας τύχη, οι δηµιουργοί του DeepFashion συµπε-
ριέλαβαν στο συγκεκριµένο benchmark και τις πόζες των ανθρώπων που εικονίζονται
και µάλιστα πλούσιες περιγραφές αυτών (rich pose annotations) που εξήχθησαν από το
µοντέλο DensePose [87] το οποίο έχει ενσωµατωθεί πλέον στη σουίτα µοντέλων της
Facebook, Detectron [89].

Στο σηµείο αυτό να σηµειώσουµε ότι η χρήση DensePose εικόνων για την περιγραφή της
πόζας µιας εικόνας εισόδου ή της αναµενόµενης εικόνας εξόδου ενός παραγωγικού µο-
ντέλου, περιέχει αρκετά περισσότερη πληροφορία σε σύγκριση µε άλλες τεχνικές όπως
η εξαγωγή σηµείων των αρθρώσεων από µοντέλα συνελικτικών νευρωνικών δικτύων,
ακόµα και µε καλές εκδοχές αυτών (όπως στο [72]). Ωστόσο οι δηµιουργοί του ICRB δεν
συµπεριέλαβαν τις πόζες όλων των εικόνων του συνόλου δεδοµένων τους, ούτε παρείχαν
κάποια πληροφορία σχετικά µε ποια προϊόντα ή ποιοι τύποι εικόνων έχουν συνυφασµένη
εικόνα πόζας. Το πρώτο βήµα εποµένως της προ-επεξεργασίας του συνόλου δεδοµένων
αποτέλεσε ο διαχωρισµός των εικόνων σε αυτές που έχουν και αυτές που δεν έχουν
εικόνα πόζας, κάτι που αναλύεται παρακάτω.

∆οµή του συνόλου δεδοµένων ICRB
Πριν προχωρήσουµε, ωστόσο, στην παράθεση των βηµάτων προ-επεξεργασίας του
συνόλου δεδοµένων, θεωρούµε σκόπιµο για λόγους καλύτερης κατανόησης να περι-
γράψουµε στο σηµείο αυτό πως είναι δοµηµένο το σύνολο δεδοµένων ICRB, ή τι θα
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Σχήµα 66: ∆είγµατα εικόνων από ένα προϊόν του συνόλου δεδοµένων In-shop Clothes Retrieval

Benchmark του DeepFashion. Αριστερά φαίνεται το ρούχο φορεµένο σε έναν άνθρωπο-µοντέλο

και δεξιά η συνυφασµένη εικόνα πόζας από το µοντέλο DensePose. Αµφότερες περιλαµβάνονται

στο σύνολο δεδοµένων εκπαίδευσης και είναι ανάλυσης 256×256.

Πηγή: «DeepFashion: Powering Robust Clothes Recognition and Retrieval With Rich Annotations», Liu

et al., 2016 [55]

δει ο υποψήφιος χρήστης του όταν το κατεβάσει και το αποσυµπιέσει. Έτσι, αυτό
λαµβάνει κανείς όταν αποσυµπιέσει τον αρχικό φάκελο του συνόλου δεδοµένων είναι
τρεις κεντρικοί υποφάκελοι: ο φάκελος «Anno» που περιέχει τις ετικέτες µε κατη-
γορίες/χαρακτηριστικά/λεκτικές περιγραφές κλπ., ο φάκελος «Eval» που περιέχει ένα
αρχείο διαχωρισµού του αρχικού συνόλου δεδοµένων σε σύνολα εκπαίδευσης-δοκιµής
και, τέλος, ο φάκελος «Img» που περιέχει τις εικόνες χωρισµένες σε φακέλους ανάλογα
µε την κατηγορία στην οποία ανήκουν και στον κωδικό του προϊόντος του καταστήµατος,
κάτι που δίνεται γραφικά στο σχήµα 67 παρακάτω.

Στα πλαίσια της παρούσας εργασίας και συγκεκριµένα της εκπαίδευσης του µοντέλου
αλλαγής πόζας, χρειαζόµαστε µόνο τις εικόνες του συνόλου δεδοµένων καθώς και
τις εικόνες πόζας που υπάρχουν στον υποφάκελο dense pose του φακέλου Anno του
συνόλου δεδοµένων. Επίσης, πρέπει να δηµιουργήσουµε ζεύγη µεταξύ των αντίστοιχων
εικόνων, µία διαδικασία που αναλύεται στην παράγραφο προ-επεξεργασίας του συνόλου
δεδοµένων, ενώ ακολούθως παραθέτουµε ένα δείγµα εικόνων από το σύνολο δεδοµένων
εκπαίδευσης (δηλ. εικόνες που βρίσκονται σε υποφακέλους του φακέλου Img).

Πριν ολοκληρώσουµε την περιγραφή της δοµής του συνόλου δεδοµένων, θα αναφερθούµε
συνοπτικά στον τρόπο εντοπισµού στοιχείων για µία εικόνα από το µονοπάτι αυτής από τη
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ICRB root

Anno

attributes

dense pose

Img

MEN

Denim

id_00000080

01_1_front_IUV.png

01_1_side_IUV.png

...
...

WOMEN
...

segmentation

DeepFashion_segmentation_train.json

...

list_bbox_inshop.txt

Eval

list_eval_partition.txt

Img

MEN

Denim

id_00000080

01_1_front.jpg

01_1_side.jpg

...
...

WOMEN
...

Σχήµα 67: ∆οµή φακέλων και αρχείων του In-shop Clothes Retrieval Benchmark.
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ρίζα (root) του συνόλου δεδοµένων. Έστω λοιπόν η εικόνα στο ακόλουθο µονοπάτι:

/Img/MEN/Denim/id_00005608/01_3_back.jpg

τότε, «MEN/Denim» είναι η κατηγορία που ανήκει το προϊόν στον φάκελο του οποίου
βρίσκεται η εικόνα, «id_00005608» είναι ο φάκελος του προϊόντος στο όνοµα του οποίου
δηλώνεται και το ID του προϊόντος στο κατάστηµα και «01_3_back.jpg» είναι το όνοµα το
αρχείου της εικόνας. Στο όνοµα αυτό δηλώνεται η οµάδα εντός του προϊόντος που ανήκει
(π.χ. οι εικόνες ενός προϊόντος µπορεί να χωρίζονται µε βάση το χρώµα ή το µέγεθος),
εδώ «01», ακολουθούµενη από έναν αύξοντα αριθµό των στοιχείων της οµάδας, εδώ «3»
και τέλος την πόζα στην οποία απεικονίζεται το µοντέλο (ένα από τα «front», «back»,
«side», «additional»), εδώ «back».

Σχήµα 68: Εικόνα στο µονοπάτι /Img/MEN/Denim/id_00005608/01_3_back.jpg του ICRB.

Όπως φαίνεται, πρόκειται πράγµατι για µία εικόνα που περιέχει ένα ανδρικό παντελόνι, φορεµένο

σε µοντέλο µε πόζα προς τα πίσω, στοιχεία που δηλώνονται στο µονοπάτι της εικόνας.

Προ-επεξεργασία του συνόλου δεδοµένων ICRB: ICRB Scraper
Περνάµε ακολούθως στα βήµατα προ-επεξεργασίας που χρειάστηκαν ώστε το σύνολο
δεδοµένων ICRB να µπορεί να χρησιµοποιηθεί για την εκπαίδευση του µοντέλου αλλα-
γής πόζας (αλλά µερικώς και σε αυτό εξαγωγής ρούχων από µοντέλα, όπως εξηγείται
στην υποενότητα 5.1.2). Πριν προχωρήσουµε, θεωρούµε σκόπιµο να αναφερθεί πως η
προ-επεξεργασία που κάνουµε σε επίπεδο συνόλου δεδοµένων προσπαθούµε κατά το
δυνατό να µην επηρεάζει το αρχικό σύνολο δεδοµένων, µιας και που τα µεγέθη αυτών
συνήθως είναι απαγορευτικά για αλλαγές, αλλά να έγκειται σε παραγωγή αρχείων που
θα χρησιµοποιηθούν από τον φορτωτή είτε για φιλτράρισµα των εικόνων ή για εφαρµογή
µετασχηµατισµών αυτών. Για τον σκοπό αυτό δηµιουργήθηκε ένας scraper ειδικού σκοπού
µε τη βασικές λειτουργίες να συνοψίζονται στα εξής βήµατα:
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1. ΄Αντληση Εικόνων Πόζας: επισκέπτεται κάθε τελικό φάκελο του συνόλου δεδο-
µένων, δηλαδή φακέλους µε όνοµα id_XXXXXXXX (όπου X ψηφίο του 8-ψήφιου
ID του προϊόντος) και για κάθε έναν ελέγχει εάν υπάρχει φάκελος µε το ίδιο
όνοµα στο αντίστοιχο µονοπάτι µε τις εικόνες από το DensePose, /Anno/dense
pose/Img/*/*/. Εάν ναι, αντιγράφει όλες τις εικόνες πόζας και τις επικολλά στον
αρχικό φάκελο.

2. Εµπρόσθιο Πέρασµα: Ακολούθως, ο scraper επισκέπτεται εκ νέου όλους τους
τελικούς φακέλους µε σκοπό τη δηµιουργία δύο json αρχείων σε κάθε έναν από
αυτούς: το item_info.json και item_posable_info.json. Στο πρώτο αρχειο,
αποθηκεύει τα ονόµατα και το πλήθος των εικόνων του εκάστοτε προϊόντος, καθώς
και τις οµάδες στις οποίες αυτές χωρίζονται και το πλήθος των οµάδων αυτών. Η
λογική εδώ είναι ότι για τη δηµιουργία ζευγών εικόνων αλλαγής πόζας δεν αρκεί
µόνο οι εικόνες να είναι του ίδιου προϊόντος, αλλά πρέπει να ανήκουν και στην ίδια
οµάδα αυτού (δηλ. να απεικονίζεται το ίδιο χρώµα, µέγεθος κλπ. του προϊόντος).
Στο δεύτερο αρχείο, το οποίο σχηµατίζεται µετά το πρώτο, καταγράφονται, για κάθε
οµάδα εικόνων, όλα τα ζεύγη φωτογραφιών για τα οποία υπάρχει τόσο η κανονική
εικόνα όση και η εικόνα πόζας και για τις δύο, δηµιουργώντας έτσι µία λίστα δυάδων
(σε κάθε δυάδα υπάρχουν µόνο τα ονόµατα αρχείων των κανονικών εικόνων). Η
διαδικασία αυτή επαναλαµβάνεται και για τα 11.735 προϊόντα του ICRB.

3. Οπίσθιο Πέρασµα: Αφού ολοκληρωθεί το εµπρόσθιο πέρασµα του συνόλου δεδο-
µένων από τον scraper, ξεκινάει το οπίσθιο πέρασµα, στο οποίο αναδροµικά ενώνο-
νται τα αρχεία json του κάθε τελικού φακέλου σχηµατίζοντας όλο και µεγαλύτερα
τέτοια αρχεία, ίδιας όµως δοµής. Συγκεκριµένα, η συνένωση δύο αρχείων json
ακολουθεί την εξής λογική:

3.1. ένωσε τις λίστες µε τα ονόµατα των αρχείων εικόνων, αφού πρώτα προσθέσεις
στην αρχή του ονόµατος του κάθε αρχείου το όνοµα του φακέλου στον οποίο
ανήκει

3.2. πρόσθεσε τους αντίστοιχους µετρητές των δύο αρχείων

3.3. ένωσε τις λίστες δυάδων των αρχείων item_posable_info.json κατά αντι-
στοιχία µε το πρώτο βήµα

3.4. αποθήκευσε το αποτέλεσµα σε ένα νέο αρχείο µε όνοµα items_info.json ή
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items_posable_info.json ανάλογα µε το ποια αρχεία συνενώθηκαν

Η αναδροµική εκτέλεση της παραπάνω διαδικασίας οδηγεί στη δηµιουργία δύο
αρχείων περιγραφής του συνόλου δεδοµένων στη ρίζα ή αρχικό φάκελο αυτού:
το /Img/items_info.json και το /Img/items_posable_info.json. Αυτά τα
αρχεία περιέχουν αντίστοιχα όλες τις εικόνες και οµάδες εικόνων του συνόλου
δεδοµένων και όλα τα ζεύγη µε εικόνων µε διαφορετικές πόζες για τις οποίες
υπάρχουν και οι αντίστοιχες εικόνες πόζας.

Θα θέλαµε να σηµειώσουµε στο σηµείο αυτό πως µερικές από τις εικόνες του συνόλου
δεδοµένων στο όνοµα του αρχείου τους και συγκεκριµένα στο πεδίο που αναγράφεται η
πόζα έχουν την τιµή «additional». Αυτές οι εικόνες δυστυχώς δεν παρουσιάζουν συνοχή
και ενώ κάποιες είναι όντως µία πρόσθετη πόζα όπως και αυτές που το όνοµά τους
τελειώνει σε «front» ή «back», στην πλειονότητά τους είναι εικόνες που προβάλλουν
διαφορετικά σηµεία του σώµατος ή σκέτο το ρούχο και γενικά δεν θα ήταν δόκιµο να
χρησιµοποιηθούν στην εκπαίδευση του µοντέλου. Για τον λόγο αυτό, αν και οι εικόνες
αυτές λαµβάνονται υπόψη από τον scraper, εν τέλει δεν χρησιµοποιούνται στην εκπα-
ίδευση κάποιου µοντέλου. Επίσης, όπωςφαίνεται, στον παρακάτωπίνακα δίνονται µερικά
στοιχεία του συνόλου δεδοµένων πριν και µετά την προ-επεξεργασία αυτού µέσω του
ICRB Scraper:

Πίνακας 3: Σύγκριση µεγέθους του συνόλου δεδοµένων ICRB πριν και µετά την προ-
επεξεργασία.

# Εικόνων # Οµάδων
# Εικόνων
µε Πόζα

# Οµάδων µε
Εικόνες µε

Πόζα

# Ζευγών
Εικόνων µε

Πόζα

Πριν 54.642 - - - -

Μετά 52.675 12.923 46.436 11.184 46.273 (×2)

Fashion Image Synthesis Benchmark (FISB)

Προχωράµε στη συνέχεια στην περιγραφή του δεύτερου υποσυνόλου δεδοµένων του
DeepFashion που χρησιµοποιήσαµε για την εκπαίδευση µοντέλων στην παρούσα εργασία,
του Fashion Image Synthesis Benchmark (FISB). Αυτό το σύνολο δεδοµένων που, όπως
αναφέρθηκε, περιέχει 78.979 εικόνες ανάλυσης 128×128, δηµιουργήθηκε µε σκοπό την
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εκπαίδευση µοντέλων για παραγωγή νέων εικόνων ρουχισµού. Μαζί µε τις εικόνες,
οι δηµιουργοί δίνουν ένα σύνολο ετικετών, όπως χάρτες κατάτµησης ή λεζάντες, που
όµως δεν µας χρειάστηκαν στην παρούσα εργασία. Παρακάτω δίνονται ορισµένες εικόνες
από σύνολο δεδοµένων FISB για καλύτερη κατανόηση του περιεχοµένου του συνόλου
δεδοµένων.

Σχήµα 69: Τυχαία δείγµατα από το (υπο)σύνολο δεδοµένων FISB του DeepFashion. Οι εικόνες είναι

ανάλυσης 128×128px.

Ως προς τη δοµή του συνόλου δεδοµένων FISB, αυτή σε αντίθεση µε το ICRB είναι πρακτι-
κά ανύπαρκτη. Οι δηµιουργοί του απλώς δίνουν σε ένα τεράστιο αρχείο Img.h5 (τύπου
HDF5) µεγέθους 16.5GB όλες τις εικόνες του συνόλου δεδοµένων τους αποθηκευµένες
σειριακά. Ωστόσο, όπως φαίνεται και στο σχήµα 69 που προηγείται, οι εικόνες δεν είναι
σωστά περικοµµένες πριν από την αποθήκευσή τους στο αρχείο δεδοµένων. Εποµένως,
κάποια προ-επεξεργασία σε επίπεδου συνόλου δεδοµένων απαιτείται και στην περίπτωση
του FISB, κάτι που αναλύεται ακολούθως.

Προ-επεξεργασία του συνόλου δεδοµένων FISB: FISB Scraper
Πριν προχωρήσουµε στη µέθοδο προ-επεξεργασίας του συνόλου δεδοµένων FISB που
εφαρµόστηκε, θεωρούµε σκόπιµο να αναφερθούµε στον τρόπο χρήσης του στην παρο-
ύσα εργασία. Έτσι, όπως αναφέρθηκε και προηγούµενα, µε αυτό το σύνολο δεδοµένων
θέλουµε να εκπαιδεύσουµε ένα µοντέλο τύπου GAN και µάλιστα µία παραλλαγή του
StyleGAN (βλ. υποενότητα 4.1.3) για παραγωγή ρεαλιστικών εικόνων µόδας που να µοι-
άζουν (ιδανικά να είναι αδιάκριτες) από αυτές του σύνολου εκπαίδευσης. Σε µία αρκετά
απλουστευµένη προσέγγιση, το µοντέλο καλείται να µάθει την κατανοµή πιθανότητας του
κάθε εικονοστοιχείου της εικόνας εξόδου ώστε όταν λάβει ένα δείγµα αυτής να παράξει
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µία ρεαλιστική εικόνα. Όπως φαίνεται, όµως, στις εικόνες του σχήµατος 69 παραπάνω, οι
εικόνες, µη-όντας σωστά περικοµµένες και µάλιστα χωρίς να υπάρχει µία διάσταση/θέση
που να µπορούσαµε να τις περικόψουµε ώστε αυτέ να είναι σωστά κεντραρισµένες,
δυσχεραίνουν αρκετά το έργο του µοντέλου και κάνουν επιτακτική την ανάγκη εύρεσης
σηµείων περικοπής για κάθε εικόνα ξεχωριστά.

Έτσι, το πρώτο βήµα προ-επεξεργασίας του σύνολου δεδοµένων FISB ήταν η εύρεση των
σηµείων περικοπής των εικόνων που περιέχει. Για το σκοπό αυτό ακολουθήσαµε την εξής
απλή διαδικασία:

1. Εύρεση Κάτω Ορίου: ξεκινάµε από τα τελευταία εικονοστοιχεία της κάθε εικόνας
και περικόπτουµε ένα µικρό µακρόστενο ορθογώνιο διαστάσεων 128×2px (πλ×υ) και
ελέγχουµε εάν το ορθογώνιο αυτό περιέχει µόνο ουδέτερα χρώµατα παρασκηνίου
(ελέγχοντας τη διαφορά της ελάχιστης από τη µέγιστη τιµή σε κάθε κανάλι). Για όσο
η συνθήκη είναι αληθής (δηλ. το ορθογώνιο ανήκει στο παρασκήνιο) µεγαλώνουµε
κατά ένα εικονοστοιχείο και δοκιµάζουµε εκ νέου. Η βασική ιδέα εδώ είναι ότι όταν
βρεθεί η πρώτη σειρά εικονοστοιχείων του απεικονιζόµενου αντικειµένου (π.χ. τα
παπούτσια ή οι µηροί των ποδιών) σηµαίνει πως βρήκαµε την τελευταία σειρά
εικονοστοιχείων και άρα η επόµενή της είναι η πρώτη που περικοπεί.

2. Εύρεση ΄Ανω Ορίου: ακολούθως, έχοντας δηλαδή καταγράψει το κάτω όριο, επα-
ναλαµβάνουµε µία αντίστοιχη διαδικασία για το επάνω. Παίρνουµε, δηλαδή, µία
ζώνη εικονοστοιχείων 128×2px (πλ×υ) και µεγαλώνουµε το ύψος της ζώνης έως
ότου βρούµε µη ουδέτερα χρώµατα στο ορθογώνιο. Κατόπιν καταγράφουµε την
τελευταία σειρά για την οποία δεν βρέθηκε αντικείµενο, ως το άνω όριο της
εικόνας.

3. Εύρεση Οριζόντιων Ορίων: έχοντας το άνω και κάτω όριο της κάθε εικόνας και µε
δεδοµένο ότι θέλουµε αυτές να είναι τετράγωνες, η εύρεση των οριζόντιων ορίων
απλώς περικόπτουµε ισοµερώς την εικόνα (µετά την άνω και κάτω περικοπή) και
καταγράφουµε αυτά τα όρια. Πρέπει να σηµειωθεί, ότι αυτό «δουλεύει» διότι οι
δηµιουργεί του συνόλου δεδοµένων έβαλαν τις εικόνες µε σωστό κεντράρισµα από
αριστερά και δεξιά αλλά µε λανθασµένο στο άνω και κάτω όριο.

Επαναλαµβάνοντας αυτή τηδιαδικασία για κάθε εικόνα του FISB, δηµιουργούµε ένα αρχείο
- το ονοµάζουµε crops.json - το οποίο αποθηκεύουµε στο φάκελο-ρίζα αυτού. Έχει
ενδιαφέρον, να απεικονίσουµε γραφικά τη συχνότητα περικοπής ως προς µήκος και
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πλάτος της κάθε εικόνας, κάτι που γίνεται στα σχήµατα που ακολουθούν όπου φαίνεται
ότι ή µόνη λύση για να έχουµε σωστά περικοµµένες εικόνες είναι να κάνουµε περικοπή
σε κάθε εικόνα ξεχωριστά.

(α) άνω όριο (β) κάτω όριο

(γ) αριστερό όριο (δ) δεξιό όριο

Σχήµα 70: Συχνότητα (πιθανότητα) ορίων περικοπής σε κάθε µεριά των εικόνων του FISB

Επιπρόσθετα και όπως και κατά την προ-επεξεργασία του ICRB της προηγούµενης πα-
ραγράφου, επιλέξαµε να µην αλλάξουµε καθόλου το αρχείο δεδοµένων απλώς να προ-
σθέσουµε και εδώ αρχεία µετα-πληροφορίας ώστε να µπορεί να γίνει η προ-επεξεργασία
της κάθε εικόνας τη στιγµή της φόρτωσής της από τον φορτωτή δεδοµένων (dataloader).
Στο σχήµα 71 παρακάτω παραθέτουµε τις ίδιες εικόνες µε αυτές του σχήµατος 69
οι οποίες έχουν περικοπεί σύµφωνα µε τα όρια της εκάστοτε εικόνας από το αρχείο
crops.json.

Μία ακόµη λειτουργία την οποία υλοποιήσαµε στον scraper του FISB είναι αυτή της
ανίχνευσης του χρώµατος παρασκηνίου της κάθε εικόνας. Η κεντρική ιδέα πίσω από
αυτήν την κίνηση είναι η ίδια όπως και για τη περικοπή εικόνων: η εκπαίδευση ενός
µοντέλου παραγωγής εικόνων είναι πιο αργή και σηµαντικά πιο ασταθής όταν το σύνολο
δεδοµένων δεν περιέχει εικόνες µε σαφή και συνεκτική δοµή. Έτσι, όταν ζητάµε από το
µοντέλο µας να παράγει εικόνες δίνοντάς του κάποιες εικόνες µε λευκό φόντο, κάποιες
µε γκρι, κάποιες µε καφέ και κάποιες µε περισσότερα από ένα χρώµατα, στην ουσία
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Σχήµα 71: Τυχαία δείγµατα από το (υπο)σύνολο δεδοµένων FISB του DeepFashion, µετά την

περικοπή. Οι εικόνες είναι οι αντίστοιχες του σχήµατος 69, επίσης ανάλυσης 128×128px.

απλώς δυσκολεύουµε το έργο του. Για τον σκοπό αυτό, εξάγουµε το χρώµα παρασκηνίου
ή σωστότερα την οµάδα χρώµατος του παρασκηνίου της κάθε εικόνας του FISB. Η
διαδικασία εξαγωγής του χρώµατος παρασκηνίου, η οποία επίσης υλοποιείται από τον
FISB Scraper έχει ως εξής:

1. Λωρίδες ∆ειγµατοληψίας: όπως και παραπάνω αποκόπτουµε ένα στενό ορθογώνιο
παραλληλόγραµµο από την εκάστοτε εικόνα, µόνο που αυτή τη φορά η λωρίδα
είναι ως προς το ύψος της εικόνας. Συγκεκριµένα, για κάθε εικόνα αποκόπτουµε
µία λωρίδα διαστάσεων 15×100px (πλ×υ) από το αριστερό τµήµα (θέση αριστερής-
επάνω γωνίας λωρίδας [10,5]px) και µία ίδιων διαστάσεων από το δεξίο τµήµα (θέση
αριστερής-επάνω γωνίας λωρίδας [105,5]px).

2. ∆ειγµατοληψία Χρώµατος: κατόπιν, επιλέγουµε από ποια λωρίδα θα γίνει η δειγµα-
τοληψία του χρώµατος παρασκηνίου βλέποντας ποια έχει περισσότερο οµοιόµορφα
χρώµατα. Πιο αναλυτικά, υπολογίζουµε τα διακριτά χρώµατα και το πλήθος εικονο-
στοιχείων ανά χρώµα για κάθε λωρίδα και επιλέγουµε αυτή που έχει τα περισσότερα
εικονοστοιχεία µε το ίδιο χρώµα. Αυτό είναι και το χρώµα που θεωρούµε ότι
κυριαρχεί στο παρασκήνιο της κάθε εικόνας.

3. Εξαγωγή Οµάδας Χρώµατος: προκειµένου να µην έχουµε πολλά διακριτά χρώµα-
τα παρασκηνίου, µετά την εξαγωγή του χρώµατος της κάθε οµάδας κβαντίζου-
µε τις τιµές των χρωµάτων, στρογγυλοποιώντας στην κοντινότερη πεντάδα του
RGB χρώµατος του κάθε καναλιού. Τέλος, µετατρέπουµε την κβαντισµένη τιµή
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χρώµατος RGB του παρασκηνίου της κάθε εικόνας σε δεκαεξαδική (hex) τιµή και
προσθέτουµε τον δείκτη (index) της εικόνας στη λίστα µε αυτά των εικόνων που
έχουν τη συγκεκριµένη τιµή χρώµατος παρασκηνίου. Ό λόγος που χρησιµοποιήσαµε
hex τιµές χρωµάτων είναι διότι έτσι ο χρήστης µπορεί να ζητήσει εικόνες µε
χρώµα λευκότερο από µία τιµή και ο φορτωτής απλώς να συγκρίνει τις συµβολο-
σειρές. Αποθηκεύουµε το τελικό λεξικό χρωµάτων-λιστών δεικτών σε ένα αρχείο
backgrounds.json το οποίο, όπως και προηγούµενα, αποθηκεύουµε στον φάκελο-
ρίζα του συνόλου δεδοµένων FISB.

Παρακάτω, και για λόγους πληρότητας, παραθέτουµε την κατανοµή των χρωµάτων
παρασκηνίου που εξήχθησαν µε την παραπάνω διαδικασία, όπου ενδεικτικά δίνουµε και
κάποιες εικόνες που έχουν το αντίστοιχο χρώµα παρασκηνίου. Όπως φαίνεται στο σχήµα
αυτό, οι δηµιουργοί του FISB δεν ήταν αρκετά επιµελείς ως προς τη συλλογή εικόνων,
κάτι που όπως αποδείχτηκε δυσκόλεψε αρκετά την ευσταθή εκπαίδευση του µοντέλου
µας που το χρησιµοποιεί.

Σχήµα 72: Συχνότητα (πιθανότητα) χρώµατος παρασκηνίου του (υπο)συνόλου δεδοµένων FISB

του DeepFashion. Στο σχήµα έχουν προστεθεί και ενδεικτικές εικόνες µε τα αντίστοιχα χρώµατα

παρασκηνίου. Η σκιαγραµµισµένη περιοχή στις εικόνες είναι η περιοχή εξαγωγής του χρώµατος

παρασκηνίου.
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5.1.2 LookBook

Φεύγοντας από το DeepFashion, στην παρούσα παράγραφο θα περιγράψουµε ένα άλλο
σύνολο δεδοµένων το οποίο χρησιµοποιήθηκε για την εκπαίδευση ενός από τα µοντέλα
µας, το LookBook. Το LookBook είναι ένα σύνολο δεδοµένων που δηµιουργήθηκε και πα-
ρουσιάστηκε από τον Yoo et al. στο άρθρο τους «Pixel-Level Domain Transfer» [66]. Κύριος
σκοπός του άρθρου τους ήταν η παρουσίαση του µοντέλου PixelDTGAN, παραλλαγή του
οποίου εκπαιδεύσαµε και στην παρούσα εργασία (βλ. παράγραφο 5.2.2), για συζευγµένη
µετατροπή εικόνας ενός ανθρώπου που φοράει ένα ρούχο στην εικόνα του ρούχου σε
ουδέτερο παρασκήνιο (δηλ. εξαγωγή ρούχου). Για την καλύτερη εκπαίδευση του µοντέλου
τους, οι συγγραφείς του [66] συνέλεξαν εικόνες από πέντε (5) µεγάλα ηλεκτρονικά κατα-
στήµατα της Ασίας και συγκεκριµένα τα: bongjashop.com, jogunshop.com, stylenanda.com,
smallman.co.kr και wonderplace.co.kr. Συνολικά, συλλέχθηκαν 84.748 εικόνες από 9.732
προϊόντα ρούχων άνω της µέσης (π.χ. µπλουζάκια, µπουφάν, φούτερ κλπ.). Έτσι, κάθε
εικόνα ρούχου σε ουδέτερο παρασκήνιο αντιστοιχίζεται σε κατά µέσο όρο οκτώ (8)
φωτογραφίες όπου το ρούχο έχει φορεθεί σε άνθρωπο-µοντέλο, οι οποίες όµως έχουν
τραβηχτεί ως επί το πλείστο εκτός στούντιο (δηλ. το παρασκήνιο συνήθως είναι αρκετά
θορυβώδες).

Σχήµα 73: Τυχαία δείγµατα από το σύνολο δεδοµένων LookBook. ∆εξιά φαίνεται το προϊόν σε

ουδέτερο παρασκήνιο, ενώ αριστερά φαίνονται τέσσερις (4) τυχαίες αντιστοιχίσεις αυτού. Οι

εικόνες είναι ανάλυσης 256×256px.

∆οµή του συνόλου δεδοµένων LookBook
Πριν προχωρήσουµε, ωστόσο, στην παράθεση των βηµάτων προ-επεξεργασίας του συ-
νόλου δεδοµένων, θεωρούµε σκόπιµο για λόγους καλύτερης κατανόησης να περιγράψου-
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µε και εδώ (όπως και στο ICRB) πως είναι δοµηµένο το σύνολο δεδοµένων LookBook, ή
τι θα δει ο υποψήφιος χρήστης του όταν το κατεβάσει και το αποσυµπιέσει. Έτσι, αυτό
λαµβάνει κανείς όταν αποσυµπιέσει τον αρχικό φάκελο του συνόλου δεδοµένων είναι
ένας κεντρικός υποφάκελος: ο φάκελος «Img» που περιέχει τις εικόνες χωρισµένες σε
φακέλους ανάλογα µε τον αύξοντα αριθµό του προϊόντος στο οποίο ανήκουν, κάτι που
δίνεται γραφικά στο σχήµα 74 παρακάτω. Όπως φαίνεται και εκεί, σε κάθε τελικό φάκελο
(µε όνοµα φακέλου id_XXXXXXXX όπου X το ψηφίο του αύξοντα αριθµού) υπάρχει η
εικόνα του ρούχου σκέτο (αρχείο flat.jpg) καθώς και κατά µέσο όρο οκτώ (8) εικόνες
(µε ονόµατα αρχείων {0-7}.jpg) των ανθρώπων που φορούν το ρούχο αυτό.

LookBook root

Img

id_0000000

0.jpg

1.jpg

...

flat.jpg

...

id_0001234

0.jpg

1.jpg

...

flat.jpg

...
Σχήµα 74: ∆οµή φακέλων και αρχείων του συνόλου δεδοµένων LookBook.

Προ-επεξεργασία του συνόλου δεδοµένων LookBook: PixelDTScraper
Η προ-επεξεργασία του συνόλου δεδοµένων LookBook ήταν αρκετά πιο απλή από αυτήν
των συνόλων δεδοµένων που προηγήθηκαν. ∆ηµιουργήθηκε και εδώ ένας scraper, ο
PixelDTScraper, βασικές εργασίες του οποίου ήταν οι ακόλουθες:

1. Έλεγχος των Προϊόντων: επίσκεψη όλων των τελικών φακέλων και έλεγχος ότι
υπάρχει το αρχείο µε τορούχοσκέτο καθώςκαι τουλάχιστον µία ακόµη εικόνα (ώστε
να βγαίνει ένα τουλάχιστον ζεύγος για συζευγµένη µετατροπή). Πράγµατι, µετά την
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εκτέλεση αυτού του βήµατος διαπιστώθηκε πως από τα 9.732 προϊόντα τα 8.726
πληρούσαν αυτήν τη συνθήκη, ενώ τα υπόλοιπα στα οποία έλειπε η εικόνα µε το
ρούχο ή αυτή ήταν η µοναδική εικόνα του προϊόντος, αφαιρέθηκαν.

2. Έλεγχος των Εικόνων: σε αρκετές περιπτώσεις οι εικόνες δεν ήταν τετράγωνες
ή/και ήταν µεγαλύτερης ανάλυσης από 256×256, δείγµα ενός µη-επιµελώς συλλεγ-
µένου συνόλου δεδοµένων. Ακολούθως, ο PixelDTScraper επισκέπτεται κάθε τελικό
φάκελο και για κάθε εικόνα µη-σωστών διαστάσεων κάνει τα εξής:

2.1. σµίκρυνση της εικόνας (µε τήρηση των αναλογιών) ώστε η µεγαλύτερη διάστα-
ση (συνήθως το ύψος) να είναι 256px

2.2. τοποθέτηση της εικόνας στο κέντρο ενός λευκού καµβά διαστάσεων
256×256px, το οποίο ουσιαστικά προσθέτει λευκές µπάρες ίδιου µεγέθους
αριστερά και δεξιά της εικόνας (ή επάνω και κάτω εάν το πλάτος ήταν η
µεγαλύτερη διάσταση)

2.3. αντικατάσταση της αρχικής εικόνας από τη νέα (in-place editing)

3. Εξαγωγή Πληροφοριών των Προϊόντων: ως τελευταίο βήµα προ-επεξεργασίας σε
επίπεδο συνόλου δεδοµένων, ο PixelDTScraper εκτελεί µία διαδικασία παρόµοια µε
αυτήν του ICRB Scraper για εξαγωγή πληροφοριών σχετικά µε τις εικόνες του συ-
νόλου δεδοµένων και αποθήκευσή της στον κεντρικό φάκελο, η οποία συνοψίζεται
στα εξής δύο (2) βήµατα:

3.1. Εµπρόσθιο Πέρασµα: ο scraper επισκέπτεται εκ νέου όλους τους τελικούς
φακέλους µε σκοπό τη δηµιουργία ενός json αρχείου σε κάθε έναν από αυτούς,
το αρχείο item_dt_info.json. Στο αρχείο αυτό, αποθηκεύει τα ονόµατα και
το πλήθος των εικόνων του εκάστοτε προϊόντος. Επίσης, στο αρχείο αυτό
αποθηκεύονται τα ζεύγη εικόνων άνθρωπος-προϊόν, δηµιουργώντας έτσι µία
λίστα δυάδων και το πλήθος αυτών. Η διαδικασία αυτή επαναλαµβάνεται και
για τα 8.726 προϊόντα του LookBook.

3.2. Οπίσθιο Πέρασµα: Αφού ολοκληρωθεί το εµπρόσθιο πέρασµα του συνόλου
δεδοµένων από τον scraper, ξεκινάει το οπίσθιο πέρασµα, στο οποίο ανα-
δροµικά ενώνονται τα αρχεία json του κάθε τελικού φακέλου σχηµατίζοντας
όλο και µεγαλύτερα τέτοια αρχεία, ίδιας όµως δοµής, µε τη συνένωση των
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αρχείων να ακολουθεί ίδια λογική µε αυτή του ICRB Scraper. Η αναδροµική
εκτέλεση της παραπάνω διαδικασίας οδηγεί στη δηµιουργία ενός αρχείου
περιγραφής του συνόλου δεδοµένων στη ρίζα ή αρχικό φάκελο αυτού, το
/Img/items_dt_info.json. Αυτό το αρχείο περιέχει όλες τις εικόνες και
τα ζεύγη εικόνων του συνόλου δεδοµένων LookBook, που στο σύνολό τους
είναι 77.507 εικόνες (8.726 προϊόντων και 68.781 ανθρώπων) και 68.820 ζεύγη
εικόνων αντίστοιχα (λόγος που τα ζεύγη είναι λίγο περισσότερα είναι διότι
κάποια προϊόντα έχουν περισσότερες από µία εικόνες προϊόντων).

Ακολούθως, µετά τη διαπίστωση ότι και στο σύνολο δεδοµένων ICRB του DeepFashion
υπάρχουν ορισµένες εικόνες των ρούχων σκέτων και φωτογραφισµένων σε ουδέτερα πα-
ρασκήνια (όπωςδηλαδή και στο LookBook) αποφασίσαµε να συµπεριλάβουµε και αυτά στο
σύνολο δεδοµένων εκπαίδευσης LookBook, διαδικασία που αναλύεται ακολούθως.

Επάυξηση ∆εδοµένων από το DeepFashion ICRB
Μετά από έλεγχο που έγινε στο σύνολο δεδοµένων ICRB του DeepFashion διαπιστώθηκε
ότι 683 προϊόντα αυτού περιέχουν σκέτα τα ρούχα ενώ παράλληλα έχουν και εικόνες
ανθρώπων του φορούν. Αυτές είναι οι περιπτώσεις όπου µέσα στον αντίστοιχο φάκελο
προϊόντος του ICRB υπάρχουν εικόνες µε όνοµα αρχείου *_flat.jpg. Τα προϊόντα αυτά,
όπως είναι λογικό, ταιριάζουν σηµαντικά µε αυτά του LookBook και µάλιστα οι άνθρωποι
είναι φωτογραφηµένοι σε συνθήκες στούντιο, αρκετά καλύτερες δηλαδή από αυτές των
εικόνων ανθρώπων του LookBook. Αυτό που έγινε εποµένως είναι το εξής:

1. Μεταφορά Προϊόντων από το ICRB: τα 683 προϊόντα που εντοπίστηκαν µεταφέρθη-
καν στον κεντρικό φάκελο του συνόλου δεδοµένων LookBook

2. Μετανοµασία Προϊόντων από το ICRB: στα προϊόντα δόθηκε ένα όνοµα µε βάση
την τελευταία τιµή του αύξοντα αριθµού των δεικτών των προϊόντων του Lo-
okBook. Έτσι, τα νέα προϊόντα υπάρχουν στους φακέλου id_00008726 έως και
id_00009408.

3. Μετονοµασία Εικόνων και scraping: ακολούθως οι εικόνες των ανθρώπων µετονο-
µάστηκαν για να τηρούν την ονοµατολογία του LookBook, δηλαδή έλαβαν ονόµατα
αρχειων 0.jpg, 1.jpg κλπ. Κατόπιν, εκτελέστηκε ένα εµπρόσθιο και ένα οπίσθιο
πέρασµα του PixelDTScraper προκειµένου να συµπεριληφθούν και αυτοί οι νέοι
φάκελοι.
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Ακολούθως, παραθέτουµε ένα δείγµα από τα προϊόντα του συνόλου δεδοµένων ICRB που
προστέθηκαν στο LookBook, ενώ κατόπιν δίνουµε µία περίληψη του συνόλου δεδοµένων
LookBook πριν και µετά την προ-επεξεργασία αυτού.

Σχήµα 75: Τυχαίο δείγµα από τα προϊόντα του συνόλου δεδοµένων ICRB του DeepFashion που

προστέθηκαν στο LookBook. ∆εξιά φαίνεται το προϊόν σε ουδέτερο παρασκήνιο, ενώ αριστεράφα-

ίνονται τέσσερις (4) τυχαίες αντιστοιχίσεις αυτού. Οι εικόνες είναι και εδώ ανάλυσης 256×256px.

Πίνακας 4: Περίληψη του συνόλου δεδοµένων LookBook πριν και µετά την προ-
επεξεργασία και την προσθήκη των εικόνων από προϊόντα του ICRB του DeepFashion.

# Προϊόντων
# Εικόνων

(ανθρώπων + ρούχων) # Ζευγών Εικόνων

LookBook (Πριν) 9.732
84.748

(75.016 + 9.732) -

LookBook (Μετά) 8.726
77.507

(68.781 + 8.726) 68.820 (×2)

ICRB (Μετά) 683
3.644

(2.961 + 683) 2.922 (×2)

Συνολικά (Μετά) 9.409
81.151

(71.742 + 9.409) 71.742 (×2)

5.1.3 handbags2shoes

Το τέταρτο και τελευταίο σύνολο δεδοµένων που χρησιµοποιήσαµε για την εκπαίδευση
µοντέλων στην παρούσα εργασία είναι το σύνολο δεδοµένων handbags2shoes. Πρόκειται
για ένα υβριδικό σύνολο δεδοµένων αποτελούµενο από δύο επιµέρους σύνολα και, όπως
είναι λογικό, χρησιµοποιήθηκε για µη-συζευγµένη µετατροπή εικόνας-σε-εικόνα. Το σύνο-
λο δεδοµένων handbags2shoes έχει προκύψει από τα εξής σύνολα δεδοµένων:

1. shoes_64.hdf5: πρόκειται για το σύνολο δεδοµένων που δηµιουργήθηκε από τους
Yu και Grauman για την εκπαίδευση µοντέλων τους στα [37] και [86]. Αποτελείται
από 50.025 εικόνες παπουτσιών από τον κατάλογο του ηλεκτρονικού καταστήµατος
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Zappos.com. Όπως φαίνεται και στο σχήµα 76 που ακολουθεί, αυτό το σύνολο δεδο-
µένων περιλαµβάνει εικόνες από τέσσερις βασικές κατηγορίες υποδηµάτων: παπο-
ύτσια, σανδάλια, παντόφλες και µπότες. Όλες οι εικόνες του συνόλου δεδοµένων
shoes_64.hdf5 είναι κεντραρισµένες, σε λευκό φόντο, µε τον ίδιο προσανατολισµό
(νοτιοδυτικό) και σε ανάλυση 64×64px. Το συνολικό µέγεθος του αρχείου hdf5 που
περιέχει τις εικόνες είναι 260MB.

2. handbags_64.hdf5: πρόκειται για το σύνολο δεδόµενων που δηµιουργήθηκε από
τους Zhu et al. για τις ανάγκες του άρθρου τους «Generative Visual Manipulation on
the Natural Image Manifold» [67]. Αποτελείται από 137.300 εικόνες τσαντών (κυρίως
γυναικείων) από τη µηχανή αναζήτησης της Amazon. Όπως φαίνεται και στο σχήµα
77 παρακάτω, οι εικόνες που περιέχονται σε αυτό το σύνολο δεδοµένων είναι
κεντραρισµένες, σε λευκό φόντο και σε ανάλυση 64×64px. Το συνολικό µέγεθος του
αρχείου hdf5 που περιέχει τις εικόνες είναι 774MB.

Για καλή µας τύχη τα δύο παραπάνω σύνολα δεδοµένων, τα οποία από κοινού σχηµατίζουν
το σύνολο δεδοµένων που ονοµάζουµε handbags2shoes, περιέχουν εικόνες επιµελώς
συλλεγµένες και επεξεργασµένες. ∆εν απαιτείται εποµένως κάποια περαιτέρω προ-
επεξεργασία του συνόλου δεδοµένων handbags2shoes το οποίο νοείται έτοιµο για χρήση
από µοντέλα για µη-συζευγµένη µετατροπή εικόνας-σε-εικόνα.
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(α) παπούτσια (β) σανδάλια

(γ) παντόφλες (δ) µπότες

Σχήµα 76: Κατηγορίες υποδηµάτων που περιέχονται στο σύνολο δεδοµένων shoes_64.hdf5. Οι

εικόνες είναι ανάλυσης 64×64px.

Πηγή: http://vision.cs.utexas.edu/projects/finegrained/utzap50k

σελίδα 156 από 246

http://vision.cs.utexas.edu/projects/finegrained/utzap50k/


ΚΕΦΑΛΑΙΟ 5. ΕΦΑΡΜΟΓΗ GANS ΣΕ ΠΑΡΑ-
ΓΩΓΗ ΕΙΚΟΝΩΝ ΜΟ∆ΑΣ - ΜΕΘΟ∆ΟΛΟΓΙΑ

5.1. ΣΥΝΟΛΑ ∆Ε∆ΟΜΕ-
ΝΩΝ ΕΙΚΟΝΩΝ ΜΟ∆ΑΣ

Σχήµα 77: Τυχαία δείγµατα από τοσύνολοδεδοµένωνhandbags_64.hdf5. Οι εικόνες είναι ανάλυσης

64×64px.

Πηγή: http://efrosgans.eecs.berkeley.edu/iGAN/samples
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5.2. ΜΟΝΤΕΛΑ ΠΟΥ ΕΚΠΑΙ∆ΕΥΤΗΚΑΝ

5.2 Μοντέλα που εκπαιδεύτηκαν

Ακολούθως, περνάµε στην ενότητα περιγραφής των µοντέλων που εκπαιδεύτηκαν στην
παρούσα εργασία, χρησιµοποιώντας για την εκπαίδευσή τους τα σύνολα δεδοµένων που
περιγράφηκαν στην προηγούµενη ενότητα. Όλα τα µοντέλα αυτά είναι ΒΠΜ τύπου GAN,
ενώ καλύπτουν το πλήρες φάσµα εφαρµογών των GANs στην Παραγωγική Μοντελο-
ποίηση εικόνων. Συγκεκριµένα, τα µοντέλα που εκπαιδεύτηκαν καθώς και η κατηγορία
εφαρµογής του καθενός από αυτά δίνονται στον πίνακα 5 που ακολουθεί.

Πίνακας 5: Σύνοψη των µοντέλων που εκπαιδεύτηκαν.

Όνοµα
Μοντέλου

Εφαρµογή
Κατηγορία
Εφαρµογής

Σύνολο
∆εδοµένων

Μοντέλο
Βάσης

PGPG
(PoseGAN) Αλλαγή Πόζας

Συζευγµένη
µετατροπή

DeepFashion
ICRB

-

PixelDTGAN Εξαγωγή Ρούχου
Συζευγµένη
µετατροπή

LookBook &
DeepFashion

ICRB
pix2pix

DiscoGAN Μεταφορά Στιλ
Μη-Συζευγµένη

µετατροπή
handbags2shoes CycleGAN

StyleGAN
Παραγωγή

εικόνων µόδας
Παραγωγή από

θόρυβο
DeepFashion

FISB
StyleGAN

Όπως φαίνεται και στον πίνακα, στόχος µας µε την παρούσα εργασία ήταν η δηµιουργία
ενός πολυ-εργαλείου αποτελούµενο από µοντέλα GAN το οποίο θα µπορεί να εκτελεί
ρεαλιστικές παραγωγές και µετασχηµατισµούς σε εικόνες µόδας και ρουχισµού. Σε ότι
ακολουθεί στο παρόν κεφάλαιο, θα περιγράψουµε τη δοµή και τον τρόπο σχεδιασµού
και εκπαίδευσης του κάθε µοντέλου ξεχωριστά, θα δώσουµε τις τελικές παραµέτρους
καθώς και δείγµατα εισόδου-εξόδου για το καθένα. Αφήνουµε την παρουσίαση των
καµπύλων εκπαίδευσης, των µετρικών και πληθώρα παραγωγών των µοντέλων για το
επόµενο κεφάλαιο, ώστε ο ενδιαφερόµενος αναγνώστης να µπορεί εύκολα και γρήγορα
να αναζητήσει τα αποτελέσµατα της παρούσας εργασίας. Η περιγραφή των µοντέλων
ακολουθεί τη σειρά µε την οποία εκπαιδεύτηκαν ή οποία ταυτίζεται µε τη σειρά µε την
οποία τοποθετούνται στον παραπάνω πίνακα.
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5.2.1 Αλλαγή Πόζας (PGPG - PoseGAN)

Το πρώτο µοντέλο GAN που εκπαιδεύτηκε στα πλαίσια της παρούσας εργασίας είναι µία
ελαφρώς παραλλαγµένη εκδοχή του µοντέλου PGPG, που σχεδίασαν και υλοποίησαν ο
Ma et al. στο άρθρο τους «Pose Guided Person Image Generation» [81]. Βασική ιδέα των δη-
µιουργών του PGPG είναι η δηµιουργία ενός µοντέλουGAN για αυτοµατοποιηµένη αλλαγή
πόζας σε µία εικόνα εισόδου σύµφωνα µε µία εικόνα πόζας που δίνεται ταυτόχρονα στην
είσοδο του µοντέλου. Οι συγγραφείς εφάρµοσαν το µοντέλο τους σε σύνολα δεδοµένων
εικόνων µόδας µε σκοπό την εφαρµογή του σε αντίστοιχα σενάρια του πραγµατικού
κόσµου (π.χ. αυτόµατη αλλαγή πόζας στις εικόνες ενός ηλεκτρονικού καταστήµατος για
µείωση του κόστους φωτογράφισης).

Όπως αναφέρθηκε στην προηγούµενη ενότητα, για την εκπαίδευση του µοντέλου θα
χρησιµοποιηθεί το σύνολο δεδοµένων ICRB του DeepFashion, αποτελούµενο από ζεύγη
εικόνων εισόδου-εξόδου µε τις αντίστοιχες εικόνες πόζας της κάθε µίας. Πριν προχω-
ρήσουµε θέτουµε στο σηµείο αυτό τη λογική εκπαίδευσης και δοκιµής το µοντέλου:

δοθείσης στην είσοδο µιας εικόνας εισόδου και της πόζας της εικόνας εξόδου, το µοντέλο
καλείται να παράξει µία ρεαλιστική εικόνα κατά το δυνατόν πιο κοντά στην πραγµατική
εικόνα εξόδου, αλλάζοντας έτσι την πόζα του εικονιζόµενου ανθρώπου και ρούχου στην
είσοδο

Πρόκειται, εποµένως, για µοντέλο Συζευγµένης Μετατροπής εικόνας-σε-εικόνα, και
µάλιστα συζευγµένης µετατροπής δυάδας εικόνων σε εικόνα (δηλ. µε διπλή συνθήκη).
Παρακάτω, αρχικά παραθέτουµε ορισµένα στοιχεία για το µοντέλο PGPG, όπως αυτό
παρουσιάστηκε στο [81] και κατόπιν δίνουµε την αρχιτεκτονική του µοντέλου που υλο-
ποιήσαµε στα πλαίσια της εργασίας καθώς και των παρµέτρων εκπαίδευσης αυτού.

Γενική Περιγραφή του Μοντέλου PGPG

Θα ξεκινήσουµε την περιγραφή του µοντέλου αλλαγής πόζας που υλοποιήσαµε από την
παράθεση στοιχείων του αρχικού µοντέλου και άρθρου, του PGPG. Το µοντέλο PGPG
εισήγαγε µία νέα και αρκετά καινοτόµα αρχιτεκτονική GAN, τουλάχιστον σε ότι αφορά
το δίκτυο του Generator. Καθένα από τα δίκτυα του µοντέλου, δηλαδή ο Generator και ο
Discriminator αναλύονται στις παραγράφους που ακολουθούν, ενώ η συνολική αρχιτεκτο-
νική του µοντέλου δίνεται στο σχήµα 78 παρακάτω για αναφορά.
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συνένωση

συνένωση

Εικόνα εισόδου
(συνθήκη)

Εικόνα εισόδου
(συνθήκη)

Πόζα εικόνας 
εξόδου

Στάδιο-Ι του Generator (G1)

Στάδιο-ΙI του Generator (G2) τεχνητό ζεύγος

Εικόνα εισόδου
(συνθήκη)

Εικόνα εισόδου
(συνθήκη)

πραγματικό ζεύγος

 Discriminator (D)
στο Στάδιο-ΙΙ

βελτιωμένο
αποτέλεσμα

χονδροειδές
αποτέλεσμα

χάρτης
διαφορών

0/1

Πραγματική Εικόνα 
(στόχος)

Σχήµα 78: Συνολική αρχιτεκτονική του µοντέλου PGPG. Φαίνονται τα δύο στάδια του Generator, ο

Discriminator καθώς και οι είσοδοι/έξοδοι όλων των υποδικτύων του µοντέλου.

Πηγή: Ανακατασκευή από «Pose Guided Person Image Generation», Ma et al., 2017 [81]

Generator του PGPG
Η καινοτοµία στη σχεδίαση της αρχιτεκτονικής του Generator του µοντέλου PGPG έγκει-
ται στη χρήση δύο διακριτών υποδικτύων τα οποία τοποθετούνται σειριακά και τα οποία
από κοινού εκπαιδεύονται για την παραγωγή ρεαλιστικών εικόνων αλλαγής πόζας στην
έξοδο που λαµβάνεται από το δεύτερο υποδίκτυο. Έτσι, σε αντίθεση µε τη λογική άλλων
µοντέλων συζευγµένης µετατροπής, οι συγγραφείς του PGPG σκέφτηκαν ότι το µοντέλο
τους θα εκπαιδεύονταν πιο σταθερά και µε καλύτερα αποτελέσµατα εάν διασπούσαν την
εργασία του Generator σε δύο επιµέρους εργασίες που υλοποιούνται από δύο ξεχωριστά
υποδίκτυα, ως εξής:

• Στάδιο-Ι του Generator (G1): το πρώτο στάδιο ή υποδίκτυο του Generator λαµβάνει
ως εισόδους την πραγµατική εικόνα εισόδου και την πόζα της εικόνας εξόδου
συνενωµένες (στα κανάλια). Σηµειώνεται εδώ πως οι συγγραφείς χρησιµοποίησαν
heatmapannotations1 για τις πόζες, δηλαδήεικόνες µε λευκό χρώµαστις αρθρώσεις
και µαύρο οπουδήποτε αλλού. Σε αντίθεση, εµείς κάναµε χρήση των πολύ πιο πλο-
ύσιων DensePose annotations στα οποία υπάρχει και πληροφορία των επιφανειών
του σώµατος. Οι συγγραφείς ονοµάζουν µε «I» την εκάστοτε πραγµατική εικόνα

1Τα heatmap annotations της πόζας ενός ανθρώπου είναι ένα σύνολο σηµείων που βρίσκονται στις
θέσεις των αρθρώσεων του σώµατος. Για την κωδικοποίησή τους, δηµιουργείται µία εικόνα 17 καναλιών,
σε κάθε ένα από τα οποία υπάρχει µία λευκή περιοχή στη θέση της αντίστοιχης άρθρωσης και µαύρο αλλού.
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και µε «P» την εκάστοτε εικόνα πόζας. Έστω, εποµένως, ότι έχουµε ένα ζεύγος
εικόνων εισόδου-εξόδου, (IA, IB) συνοδευόµενες από τις αντίστοιχες εικόνες πόζας,
(PA, PB). Στην είσοδο του πρώτου σταδίου του Generator δίνονται (συνενωµένες) το
ζεύγος εικόνων (IA, PB) και το υποδίκτυο G1 καλείται να παράξει µία ρεαλιστική
εκδοχή της IB, έστω ˆIB1 . Ωστόσο, επειδή αυτό αποτελεί γενικά δύσκολο στόχο, οι
συγγραφείς πρότειναν να εκπαιδεύσουν το υποδίκτυο αυτό «πιέζοντάς» το η εικόνα
ˆIB1 που επιστρέφει να αποτελεί µία χονδροειδή (π.χ. θολή) εκδοχή της πραγµατικής
IB αιχµαλωτίζοντας ωστόσο όλη την πληροφορία της πόζας και τη βασική δοµή της
ζητούµενης εικόνας. Για να το πετύχουν αυτό, το δίκτυο G1 εκπαιδεύεται απλώς µε
κάποια συνάρτηση κόστους µέτρησης απόστασης στον χώρο των εικονοστοιχείων
(π.χ. Manhattan), κάτι που αν και βοηθάει στην ευστάθεια της εκπαίδευσης, γενικά
οδηγεί σε πιο θολά και «ασφαλή» αποτελέσµατα.

• Στάδιο-ΙΙ του Generator (G2): στο δεύτερο στάδιο του Generator του PGPG, ή υπο-
δίκτυο G2, οι συγγραφείς δοκίµασαν επίσης κάτι αρκετά εφευρετικό. ∆οθείσης
εκ νέου της αρχικής (πραγµατικής) εικόνας εισόδου καθώς και της εικόνας που
παρήγαγε το πρώτο στάδιο, G1, ο G2 δεν καλείται να παράξει µία ρεαλιστική εικόνα
απευθείας, αλλά έναν χάρτη (ή εικόνα) διαφορών η οποία προστίθεται στη έξοδο
του G1. Η προσθήκη της εξόδου του G2 στην έξοδο G1 πιέζει το υποδίκτυο G2 να
µάθει να «αποθορυβοποιεί» τη χονδροειδή έξοδο του G1 και να την κάνει λιγότερο
θολή (sharpen), ενώ ταυτόχρονα βοηθάει σηµαντικά στη σταθεροποίηση της εκπα-
ίδευσης ειδικά στα αρχικά στάδια αυτής [81]. Επανερχόµενοι στους συµβολισµούς
που δόθηκαν στο άρθρο, για το εµπρόσθιο πέρασµα του Generator, θα ισχύει:

(IA, PB) −→ G1 −→ ˆIB1 (5.1)(
IA, ˆIB1

)
−→ G2 −→

(
+ ˆIB1

)
−→ ÎB (5.2)

όπου µε ÎB συµβολίζεται η τελική έξοδος του Generator.

Ο λόγος διαχωρισµού των δικτύων, εποµένως, είναι διότι το δύσκολο έργο αιχµαλώτισης
της νέας πόζας δίνεται σε ένα δίκτυο το οποίο εκπαιδεύεται µε συνάρτηση κόστους
ανακατασκευής (reconstruction loss), κάτι που γίνονταν και στους ΑΚ και κάτι γενικά
πιο εύκολο και σταθερό, ενώ το έργο «προσθήκης ρεαλισµού» δίνεται σε ένα δίκτυο το
οποίο πρέπει να παράγει ρεαλιστικούς χάρτες διαφοράς και όχι ρεαλιστικές εικόνες
εξ΄ ολοκλήρου. Ακολούθως, παραθέτουµε τις συναρτήσεις κόστους µε τις οποίες εκ-
παιδεύονται τα υποδίκτυα του Generator και τις οποίες καλούνται να ελαχιστοποιήσουν
βελτιστοποιώντας τις παραµέτρους τους. Τονίζουµε στο σηµείο αυτό πως τα δύο δίκτυα
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εκπαιδεύονται και βελτιστοποιούνται από κοινού, από έναν βελτιστοποιητή. Οι συνάρτηση
κόστους για το υποδίκτυο G1 του Generator έχουν ως εξής:

LG1 = ‖[G1 (IA, PB) − IB] � (1 +MB)‖1 (5.3)

όπου η µάσκα της πόζας PB, MB, έχει ίδιες διαστάσεις µε την πραγµατική εικόνα εξόδου,
IB, αλλά λαµβάνει δυαδικές τιµές: 0 για τα εικονοστοιχεία εκτός του σώµατος και 1
για τα υπόλοιπα (τα DensePose annotations έχουν ήδη 0 στο παρασκήνιο, οπότε η MB

υπολογίζεται άµεσα). Η χρήση µάσκας στον υπολογισµό του κόστους ενθαρρύνει το G1
να αγνοεί τις αλλαγές του παρασκηνίου που πιθανόν θα υπάρχουν στη νέα πόζα και να
επικεντρώνεται στα σηµεία εντός του σώµατος. Αυτό, αν και κάνει ακόµα πιο θολές
τις παραγόµενες εικόνες από το G1 (ειδικά στο παρασκήνιο), αυξάνει την ευστάθεια του
δικτύου και το βοηθάει να µάθει πιο γρήγορα. Η παραπάνω συνάρτηση κόστους του G1,
εποµένως, µετράει την απόσταση των εικονοστοιχείων της εικόνας στην έξοδό του από
την πραγµατική χρησιµοποιώντας την απόσταση L1 ή Manhattan. Πριν αναφέρουµε τη συ-
νάρτηση κόστους τουG2 υποδικτύου και επειδή αυτή χρησιµοποιεί και το αντιπαραθετικό
(adversarial) κόστος εκπαίδευσης τωνGANs, θα παραθέσουµε σύντοµα ταβασικά στοιχεία
του Discriminator.

Discriminator του PGPG
Για το δίκτυο του Discriminator οι συγγραφείς του PGPG χρησιµοποίησαν µία παραλλαγή
του Discriminator του DCGAN (βλ. σχήµα 42), που όµως επειδή πρόκειται για υπο-συνθήκη
παραγωγή, στην είσοδο του Discriminator εκτός από την πραγµατική/τεχνητή εικόνα
εισάγεται και η εικόνα-συνθήκη. Η τελευταία, στο PGPG, είναι η αρχική εικόνα εισόδου
του Generator, IA. Έτσι, κάθε φορά ο Discriminator στην είσοδό του θα έχει έξι (6) αντί για
τρία (3) κανάλια (οι δύο εικόνες συνενωµένες - βλ. Discriminator του pix2pix, παράγραφος
4.2.1), δηλαδή είτε το ζεύγος εικόνων (IA, IB) ή το

(
IA, ÎB

)
. Ως συνάρτηση κόστους για την

εκπαίδευση του Discriminator, οι συγγραφείς του [81], χρησιµοποιήσαν την Binary Cross-
Entropy (σχέση 3.5), την οποία συµβολίζουν ως Lbce

(
inputs, label

)
(όπου label είναι 0 για

τα τεχνητά και 1 για τα πραγµατικά δείγµατα στον Discriminator).

Έτσι, η συνάρτηση κόστους που προσπαθεί να ελαχιστοποιήσει ο Discriminator του PGPG,
θα είναι:

LD
adv = Lbce (D (IA, IB) ,1) +Lbce

(
D

(
IA, G2

(
IA, ÎB1

))
,0

)
, (5.4)

Επανερχόµενοι τώρα στη συνάρτηση κόστους που καλείται να ελαχιστοποιήσει το δε-
ύτερο στάδιο του Generator του PGPG, δηλαδή το υποδίκτυο G2, αυτή σύµφωνα µε τους
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συγγραφείς θα πρέπει να είναι το άθροισµα του αντιπαραθετικού κόστους (που προέρχε-
ται από τον Discriminator) και ενός κόστους ανακατασκευής παρόµοιο µε αυτό του G1. Η
βασική ιδέα πίσω από τη χρήση του όρου ανακατασκευής στον χώρο των εικονοστοιχείων
(L1/Manhattan) είναι ότι η αυτός επιταχύνει την εκπαίδευση του δεύτερου σταδίου (κατ΄
αντιστοιχία µε το πρώτο) και ταυτόχρονα αυτή η τάση θόλωσης των εικόνων εξόδου
«βοηθάει» µε τις µετρικές αξιολόγησης των παραγόµενων εικόνων. Συµπερασµατικά, η
συνάρτηση κόστους του G2 δίνεται ακολούθως:

LG
adv = Lbce

(
D

(
IA, G2

(
IA, ÎB1

))
,1

)
(5.5)

LG2 = LG
adv + λrecon ∗

∥∥∥∥(G2
(
IA, ÎB1

)
− IB

)
� (1 +MB)

∥∥∥∥
1
, (5.6)

όπου και εδώ εφαρµόζεται η µάσκα της πόζας εξόδου για καλύτερη αξιολόγηση της
απόδοσης του µοντέλου συγκεκριµένα κατά την αλλαγή της πόζας, ενώ λrecon είναι το
βάρος του κόστους ανακατασκευής, συνήθως (όπως και στο PGPG) αρκετά µεγαλύτερο
της µονάδας.

Για λόγους σαφήνειας, τονίζουµε στο σηµείο αυτό πως κατά το εµπρόσθιο πέρασµα στον
Generator, το G1 υπολογίζει την έξοδό του και το κόστος ανακατασκευής συγκρίνοντάς
τη µε την αρχική εικόνα και µετά παγώνει. ∆ηλαδή, το δεν υπολογίζονται οι παράγωγοι
των παραµέτρων του G1 ως προς το κόστος του G2, παρόλο που ο ίδιος βελτιστοποιητής
µεταβάλλει από κοινού τις παραµέτρους των δύο υποδικτύων. Ακολούθως και πριν πε-
ράσουµε στις λεπτοµέρειες της υλοποίησής µας, παραθέτουµε στο σχήµα 79, παρακάτω,
ενδεικτικά αποτελέσµατα των συγγραφέων τουPGPGµετά την εκπαίδευση του µοντέλου
τους στο σύνολο δεδοµένων DeepFashion ICRB (στην υψηλής ανάλυσης εκδοχή του,
δηλαδή σε εικόνες 256×256px).

Υλοποίηση του Μοντέλου Αλλαγής Πόζας: PoseGAN

Στην παράγραφο αυτή θα δώσουµε τη δική µας υλοποίηση για τα δίκτυα του PGPG, ένα
µοντέλο που ονοµάσαµε PoseGAN (credits to prof. P. Mitkas). ∆υστυχώς είχαµε πολύ
περιορισµένες πληροφορίες για την αρχιτεκτονική και τις παραµέτρους εκπαίδευσης του
PGPG από το [81] γι΄ αυτό και το PoseGAN παρόλο που εµπνέεται σηµαντικά και ακολουθεί
τη γενική οργάνωση του PGPG δεν µπορεί να θεωρηθεί ως απλή υλοποίηση του άρθρου.
Με αφετηρία, εποµένως, τη συνολική ιδέα και δοµή του PGPG καθώς και τις ελάχιστες
παραµέτρους των συνελικτικών στρώσεων των δικτύων τους, στην παράγραφο αυτή θα
ξεκινήσουµε µε την περιγραφή του Generator (αρχικά του G1 και κατόπιν του G2) και θα
ολοκληρώσουµε µε την περιγραφή του δικτύου του Discriminator.
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Εικόνα εισόδου
(συνθήκη)

Πόζα εικόνας 
εξόδου

Εικόνα εξόδου
(πραγματική)

Χονδροειδές
αποτέλεσμα (G1)

Βελτιωμένο
αποτέλεσμα (G2)

Σχήµα 79: Ενδεικτικές παραγωγές του µοντέλου PGPG µετά από εκπαίδευσή του στο σύνολο

δεδοµένων ICRB του DeepFashion.

Πηγή: Ανακατασκευή από «Pose Guided Person Image Generation», Ma et al., 2017 [81]

Στάδιο-Ι του Generator (G1)
Όπως αναφέρθηκε, ο σκοπός του πρώτου σταδίου του Generator, G1, είναι η ενσωµάτωση
της πόζας της εικόνας εξόδου µε την εικόνα εισόδου (ή εικόνα-συνθήκη). Για την επίτευξη
του στόχου αυτού, οι συγγραφείς προτείνουν τη χρήση ενός δικτύου παρόµοιο µε το U-
Net που χρησιµοποιείται ως Generator στο µοντέλο pix2pix (βλ. υπενότητα 4.2.1). Κάτι
που επισηµαίνουν είναι ότι επειδή κατά την αλλαγή της πόζας µπορεί να χρειαστεί
να µεταφερθεί πληροφορίας από τη µεριά της εικόνας στην άλλη, θα ήταν χρήσιµο
στη σηµείο στένωσης του δίκτυο σαν αυτά των ΑΚ που θα χρησιµοποιηθεί ως G1 να
χρησιµοποιηθεί µία πλήρως συνδεδεµένη στρώση.

Η υλοποίηση του υποδικτύου G1 του Generator στην οποία καταλήξαµε για το PoseGAN
έχει τα ακόλουθα χαρακτηριστικά:

D βασίζεται στο δίκτυο U-Net, έχοντας οκτώ (8) συνελικτικές στρώσεις µε βήµα
(stride) 1 στον encoder (όλες µε φίλτρα 3×3) και ισόποσες ανάστροφες συνελικτικές
στρώσεις στον decoder µε skip connections από τις αντίστοιχες στρώσεις του
encoder, (κάποιες µε φίλτρα 2×2 ενώ άλλες 3×3 όπως εξηγείται παρακάτω) και
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ακολουθούµενες από στρώσεις Κανονικοποίησης Οµάδας (βλ. παράγραφο 4.1.1)

D στο σηµείο στένωσης (bottleneck) εφαρµόζει σειριακά: συνελικτική στρώση µείω-
σης των καναλιών, στρώση flatten, πλήρως συνδεδεµένη στρώση 2560 −→ 2560

νευρώνων, στρώση unflatten και συνελικτική στρώση αύξησης των καναλιών2, ώστε
να συµπεριληφθεί πλήρως-συνδεδεµένη

D εκπαιδεύεται µε συνάρτηση κόστους ανακατασκευής στον χώρο των εικονοστοιχε-
ίων, L1 ή Manhattan, ωστόσο οι παράµετροί του βελτιστοποιούνται από κοινού µε
αυτές του υποδικτύου G2

Η αρχιτεκτονική του υποδικτύου G1 µπορεί να συνοψιστεί ως εξής:
PoseGAN › G1 › Encoder

UF6−→16 −→ [

CONV3Cin→2*Cin −→ BN −→ LReLU0.2 −→ CONV32*Cin→2*Cin −→ BN −→ LReLU0.2 −→ POOL2

] × 4

όπου οι τετράγωνες αγκύλες εσωκλείουν τις οµάδες στρώσεων συστολής (contracting
blocks) όπως ονοµάζονται στο U-Net (τέσσερις (4) χρησιµοποιήθηκαν συνολικά στον
encoder του G1 - γενικά είναι µία από τις υπερ-παραµέτρους του µοντέλου). Με UF συµ-
βολίζουµε τη συνελικτική στρώση αύξησης των καναλιών (µοναδιαίο βήµα, φίλτρα 1×1),
ενώ CONVXCin→Cout συµβολίζουµε µία συνελικτική στρώση µε φίλτρα X×X, µοναδιαίο βήµα,
Cin κανάλια εισόδου και Cout εξόδου. Με BN συµβολίζουµε µία στρώση κανονικοποίησης
οµάδας. Με POOL2 συµβλίζουµε µία στρώση pooling µεγίστου µε βήµα 2.

PoseGAN › G1 › Bottleneck

PJ256→10 → FLATTEN10×8×8→2560 → FC2560→2560 → LReLU0.2 →

UNFLATTEN2560→10×8×8 → PJ10→256

όπου µε PJCin→Cout συµβολίζουµε συνελικτική στρώση προβολής των καναλιών (µοναδιαίο
βήµα, φίλτρα 1×1) από Cin σε Cout και µε FC συµβολίζουµε την πλήρως-συνδεδεµένη
στρώση.

2Οι στρώσεις προβολής (αύξησης ή µείωσης) των καναλιών είναι συνελικτικές στρώσεις µε µοναδιαίο
βήµα και φίλτρο διάστασης 1×1. Αυτές οι στρώσεις επενεργούν σε κάθε θέση του πλέγµατος µειώνοντας
µονάχα τον αριθµό των χαρτών ενεργοποίησης ή καναλιών της εισόδου.
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PoseGAN › G1 › Decoder

[

UP2× −→ CONV2Cin→Cin/2 −→ CONCAT_SKIP_CON −→ CONV3Cin→Cin/2 −→

BN −→ LReLU0.2 −→ CONV2Cin/2→Cin/2 −→ BN −→ LReLU0.2

] × 4 −→ PJ16→3 −→ TANH

όπου οι τετράγωνες αγκύλες εσωκλείουν τις οµάδες στρώσεων επέκτασης (expanding
blocks) όπως ονοµάζονται στο U-Net (τέσσερις (4) χρησιµοποιήθηκαν συνολικά στον
decoder του G1 - γενικά είναι µία από τις υπερ-παραµέτρους του µοντέλου). Επίσης, µε
UP2× συµβολίζουµε τη στρώση διγραµµικού (bilinear) upsampling που τη χρησιµοποιούµε
σύµφωνα µε τα ευρήµατα των συγγραφέων των PGGAN, StyleGAN (του προηγούµενου
κεφαλαίου) αντί για ανάστροφη συνελικτική, CONCAT_SKIP_CON είναι η skip connection
που µεταφέρει Cin/2 στο πλήθος χάρτες ενεργοποίησης από την έξοδο του αντίστοιχου
contracting block του encoder (ίδιου πλάτους και ύψους), ενώ οι τελευταίες δύο στρώσεις
χρησιµοποιούνται για την έξοδο εικόνας τριών καναλιών (RGB) και κάθε εικονοστοιχείο
στο εύρος [-1,1]. Τέλος, µε TANH συµβολίζουµε τη συνάρτηση εξόδου υπερβολικής εφα-
πτοµένης, η οποία έχει σιγµοειδή µορφή και πεδίο τιµών το [−1.0,1.0].

Στάδιο-ΙΙ του Generator (G2
Θα αναφέρουµε εκ νέου και συνοπτικά, ότι σκοπός του δεύτερου σταδίου του Generator
του PGPG ή, στη δική µας υλοποίηση, του PoseGAN, είναι δοθέντων µιας αρχικής εικόνας
και µιας θολής εικόνας της εικόνας εξόδου (ή τουλάχιστον µίας που έχει αιχµαλωτίσει
την πόζα της εικόνας εξόδου), να παράξει και να επιστρέψει µία ρεαλιστική εικόνα που
να µοιάζει στην πραγµατική εικόνα εξόδου ώστε να ξεγελάσει τον Discriminator. Για τη
διευκόλυνση του έργου του προστίθεται στην έξοδό του η θολή εικόνα εξόδου του G1,
κάτι που αναγκάζει το υποδίκτυο G2 να παράγει χάρτες διαφορών για αποθορυβοποίηση
και sharpening. Για την υλοποίηση του δεύτερου σταδίου οι συγγραφείς του PGPG χρη-
σιµοποιούν επίσης µία παραλλαγή του U-Net χωρίς όµως πλήρως-συνδεδεµένη στρώση
αυτή τη φορά καθώς η πληροφορία της πόζας έχει θεωρητικά αιχµαλωτιστεί.

Στη δική µας υλοποίηση, το G2 του Generator του PoseGAN είναι σχεδόν πανοµοιότυπο µε
τον Generator του pix2pix, δηλαδή πρόκειται για ένα δίκτυο U-Net, µε τη σηµαντική προ-
σθήκη DropOut [35] στο πρώτο µισό του encoder του G2. Με τη στρώση DropOut νευρώνες
απενεργοποιούνται σε κάθε βήµα µε τυχαία σειρά τόσο κατά το εµπρόσθιο όσο και κατά
το οπίσθιο πέρασµα. Αυτό αναγκάζει το µοντέλο να µάθει πιο εύρωστα χαρακτηριστικά
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και γενικά έχει βρεθεί πως βοηθάει µε τη γενίκευση (generalization) αυτού. Σηµειώνουµε
στο σηµείο αυτό, πως αν και εν γένει στις εφαµοργές συζευγµένης µετατροπής εικόνας-
σε-εικόνα, επειδή υπάρχει ξεκάθαρος στόχος εξόδου, δεν χρεισηµοποιείται καµία πηγή
θορύβου ή στοχαστικότητας (γι΄ αυτό και δεν εισάγεται τυχαίος θόρυβος στην είσοδο του
Generator). Ωστόσο, στα πλαίσια του PoseGAN κρίναµε πως η εισαγωγή αυτής της πηγής
στοχαστικότητας θα βοηθούσε το G2 να παράγει πιο ποικιλόµορφες εικόνες ειδικά στα
σενάρια όπου η αλλαγή της πόζας οδηγούσε στην εµφάνιση νέων σηµείων του σώµατος
και, κυριότερα, νέων ρούχων.

Υπενθυµίζουµε πως το υποδίκτυο G2 εκπαιδεύεται τόσο µε κόστος ανακατασκευής
(Manhattan) όσο και µε το αντιπαραθετικό κόστος από τις προβλέψεις του Discriminator
για τα δείγµατά που παράγει. Παρακάτω και αντίστοιχα µε το G1, δίνουµε παραστατικά
την αρχιτεκτονική του δικτύου του G2.

PoseGAN › G2 › Encoder

UF6−→32 −→ [

CONV3Cin→2*Cin −→ BN −→ DO −→ LReLU0.2 −→

CONV32*Cin→2*Cin −→ BN −→ DO −→ LReLU0.2 −→ POOL2

] × 6

όπου µε DO συµβολίζουµε τη στρώση DropOut, ενώ όλα τα µεγέθη είναι ίδια όπως και
στον encoder του G1. Επίσης, φαίνεται από την αρχική στρώση αύξησης των καναλιών,
UF6−→32, ότι στον encoder του G2 χρησιµοποιούµε περισσότερα κανάλια στις συνελικτικές
στρώσεις, αλλά κυριότερα χρησιµοποιούµε και δύο ακόµα οµάδες στρώσεων συστολής,
για συνολικά έξι (6). Σηµειώνεται, ότι η στρώση UF (αύξησης των καναλιών) αποτελείται
από φίλτρα διάστασης 7×7.

PoseGAN › G2 › Bottleneck

∆εν χρησιµοποιήθηκε καµία στρώση στο σηµείο στένωσης του G2.

Οι 1024 χάρτες ενεργοποίησης διαστάσεων 4×4 περνούν στην επόµενη στρώση.
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PoseGAN › G2 › Decoder

[

UP2× −→ CONV2Cin→Cin/2 −→ CONCAT_SKIP_CON −→ CONV3Cin→Cin/2 −→

BN −→ LReLU0.2 −→ CONV2Cin/2→Cin/2 −→ BN −→ LReLU0.2

] × 6 −→ PJ32→3 −→ TANH

Τονίζουµε στο σηµείο αυτό πως η αύξηση της χωρητικότητας του encoder και αντίστοιχα
του decoder του G2 έγινε διότι κρίναµε ότι το έργο του G2 είναι στην πραγµατικότητα
πιο δύσκολο από του G1 και είναι αυτό που στην τελική θα κριθεί από τις µετρικές
αξιολόγησης και, κυρίως, το ανθρώπινο µάτι.

Discriminator του PoseGAN
Σε αντίθεση µε τους συγγραφείς του PGPG, ο Discriminator που χρησιµοποιήσαµε για
την εκπαίδευση του PoseGAN είναι ο PatchGAN Discriminator του pix2pix µε ίδια δοµή
και αρχιτεκτονική όπως αυτόν του σχήµατος . Η αρχιτεκτονική του δίνεται παραστατικά
ακολούθως.

PoseGAN › Discriminator

UF6−→8 −→ [

CONV3Cin→2*Cin −→ IN −→ ReLU −→

] × 5 −→ PJ512→1

όπου η χρήση πέντε (5) οµάδων στρώσεων συστολής οδηγεί στην παραγωγή πίνακα
πιθανοτήτων 2×2 στην έξοδο. Κάθε στοιχείο του πίνακα εξόδου ουσιαστικά βλέπει ένα
µέρος (patch) 32×32 της αντίστοιχης µεριάς της εισόδου, ενώ µε IN συµβολίζουµε την
κανονικοποίηση δείγµατος. Οι στρώσεις CONV είναι βήµατος 2, δηλαδή µειώνουν στο
µισό το πλάτος και ύψος των χαρτών ενεργοποίησης (ή καναλιών) στην είσοδό τους.

Παράµετροι εκπαίδευσης και αποτελέσµατα
Για την εκπαίδευση του µοντέλου χρησιµοποιήθηκε ο αλγόριθµος βελτιστοποίησης Adam
[31] τόσο για τις παραµέτρους του Generator (τα υποδίκτυά του βελτιστοποιούνται από
κοινού) όσο και του PatchGAN Discriminator. Το αρχικό βήµα εκµάθησης ορίσθηκε ίσο
µε 0.0001 και οι παράµετροι απόσβεσης του αλγορίθµου, �1 και �2, ορίσθηκαν ίσες µε
0.9 και 0.999 αντίστοιχα (σύµφωνα µε το [31]). Ως συνάρτηση αντιπαραθετικού κόστους
χρησιµοποιήσαµε τη συνάρτηση κόστους Ελαχίστων Τετραγώνων (βλ. 3.1) ενώ εφαρµόσα-
µε Κανονικοποίηση Φάσµατος στην τελευταία συνελικτική στρώση του Discriminator,
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αυτή της προβολής των καναλιών στο ένα κανάλι εξόδου. Χρησιµοποιήσαµε το 10% των
εικόνων του αρχικού συνόλου εκπαίδευσης ως σύνολο ελέγχου (test set) και το υπόλοιπο
90% ως σύνολο εκπαίδευσης.

Εκπαιδεύσαµε το µοντέλο PoseGAN µε τις παραπάνω παραµέτρους για 93 περάσµατα του
συνόλου δεδοµένων (epochs) σε εικόνες από το σύνολο δεδοµένων ICRB (DeepFashion)
που όµως πρώτα µετατρέψαµε σε ανάλυση 128×128. Πριν την είσοδό τους στο µοντέλο, οι
εικόνες µετατρέπονται σε τρισδιάστατους πίνακες και οι τιµές τους κανονικοποιούνται
στο δίαστηµα [−1.0,1.0]. Αποτελέσµατα από την εφαρµογή του PoseGAN στη χαµηλής-
ανάλυσης εκδοχή του συνόλου δεδοµένων ICRB του DeepFashion δίνονται στην πρώτη
ενότητα του κεφαλαίου που ακολουθεί, ενότητα 6.1. Ο ενδιαφερόµενος αναγνώστης
καλείται να ανατρέξει στην ενότητα αυτή.

5.2.2 Εξαγωγή Ρούχου (PixelDTGAN)

Περνάµε, ακολούθως, στην περιγραφή του δεύτερου µοντέλου που αναπτύχθηκε στα
πλαίσια της παρούσας εργασίας. Το µοντέλο αυτό, που ονοµάστηκε PixelDTGAN κατά την
παρουσίασή του από τον Yoo el al. στο άρθρο τους «Pixel-Level Domain Transfer» [66].
Όπως φαίνεται και στον πίνακα 5 που προηγήθηκε, πρόκειται και αυτό για ένα µοντέλο
Συζευγµένης Μετατροπής εικόνα-σε-εικόνα το οποίο εκπαιδεύτηκε χρησιµοποιώντας τα
ζεύγη εικόνων από το σύνολο δεδοµένων LookBook επαυξηµένο µε αυτά από το ICRB
(DeepFashion) για Εξαγωγή Ρούχου από ανθρώπους-µοντέλα. Έτσι, αυτό που θέλουµε
να πετύχουµε µε την εκπαίδευση του µοντέλου αυτού, είναι δοθείσης µιας εικόνας που
απεικονίζεται ένας το άνω µέρος του σώµατος ενός ανθρώπου που φοράει ρούχα, να προ-
σπαθήσουµε να εξάγουµε ή καλύτερα να προσεγγίσουµε τα ρούχα αυτά απεικονίζοντάς τα
στην έξοδο του µοντέλου.

Το µοντέλο PixelDTGAN γενικά µοιάζει αρκετά µε το pix2pix που περιγράφηκε στο προη-
γούµενο κεφάλαιο και προορίζεται και για παρόµοια εργασία. ∆εδοµένης, λοιπόν, της
ανάλυσης που έχει προηγηθεί, εδώ θα είµαστε αρκετά συνοπτικοί. Θα ξεκινήσουµε µε
την ανάλυση του προβλήµατος (τι ήθελαν να πετύχουν οι συγγραφείς), θα συνεχίσουµε
δίνοντας τη δοµή των δικτύων που προτάθηκαν στο [66] και θα ολοκληρώσουµε την
υποενότητα αυτή δίνοντας τη δική µας προσέγγιση και αρχιτεκτονική των δικτύων που
εκπαιδεύσαµε.
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Ανάλυση προβλήµατος Εξαγωγής Ρούχων (PixelDTGAN)

Όπως αναφέρθηκε, οι συγγραφείς προσπάθησαν µέσω της χρήσης GAN να λύσουν το
πρόβληµα συζευγµένης µετατροπής εικόνας µε άνθρωπο στην εικόνα του ρούχου που φο-
ράει. Όπως αναφέρουν, ωστόσο, το πρόβληµα αυτό κανονικά δεν έχει µοναδική απάντηση
και ιδανικά θα θέλαµε ένα µοντέλο να µας δίνει παραλλαγές του ρούχου που απεικονίζε-
ται ή περισσότερες όψεις αυτού, όπως φαίνεται και στο σχήµα 80 παρακάτω.

Εικόνα εισόδου
(συνθήκη)

Πιθανές εικόνες εξόδου
(στόχοι)

Σχήµα 80: Απεικόνιση των πραγµατικών εξόδων ή αυτών ενός ιδανικού µοντέλου εξαγωγής

ρούχου.

Πηγή: Ανακατασκευή από «Pixel-Level Domain Transfer», Yoo et al., 2016 [66]

Οι συγγραφείς, ωστόσο, εστίασαν στην παραγωγή ενός µόνο ρούχου ή µιας µόνο όψης
αυτού από το µοντέλο GAN που ανέπτυξαν καθώς έτσι διευκολύνεται σηµαντικά το έργο
του Generator. Επιπρόσθετα, το σύνολο δεδοµένων που συνέλεξαν για την εκπαίδευση
του µοντέλου τους, το LookBook που αναλύθηκε στην προηγούµενη ενότητα, αποτελείται
από ζεύγη πολλά-προς-ένα µε το «πολλά» να είναι εικόνες ανθρώπων και το «ένα» να είναι
εικόνα ρούχου που απεικονίζεται σε όλους αυτούς.

Ένα άλλο σηµαντικό σηµείο που διαπίστωσαν οι συγγραφείς του [66] είναι, όπως φαίνεται
και στο σχήµα παραπάνω, δεν αρκεί ο Generator ενός καλά εκπαιδευµένου GAN να παράγει
ρεαλιστικές εικόνες ρούχων στη έξοδό του, αλλά πρέπει αυτές να είναι συνυφασµένες µε
το ρούχο πουφοράει ο άνθρωπος που εικονίζεται στην εικόνα εισόδου (ή συνθήκη) αυτού.
Εποµένως, πρότειναν τον έλεγχο από ξεχωριστά δίκτυα-Discriminators των παραγόµενων
εικόνων µε το ένα να µετράει και να δίνει feedback σχετικά µε τον ρεαλισµό και το
άλλο σχετικά µε το αν σχετίζονται οι εικόνες εισόδου-εξόδου σηµασιολογικά (δηλ. εάν
για είσοδο άνδρα που φοράει µπουφάν η έξοδος είναι εικόνα που µοιάζει µε µπουφάν).
Πρόκειται για µία καινοτοµία των συγγραφέων που σύµφωνα µε αυτούς οδήγησε στην
πιο γρήγορη εκπαίδευση του µοντέλου τους. Παρακάτω, δίνουν µε την αρχιτεκτονική και
αναλύουµε τη δοµή των προτεινόµενων δικτύων.
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Αρχιτεκτονική του µοντέλου (PixelDTGAN)

Συνοπτικά, η αρχιτεκτονική του µοντέλου (PixelDTGAN) συνοψίζεται στα ακόλουθα
δίκτυα:

• Generator: µοιάζει µε το δίκτυοU-Net, δηλαδή τονGenerator του pix2pix, ωστόσο έχει
δύοσηµαντικές διαφοροποιήσεις: πρώτον δεν έχει skip connections από τον encoder
στον decoder και δεύτερον σε κάθε οµάδα στρώσεων περιέχεται µία (1) αντί για δύο
(2) συνελικτικές στρώσεις. Ουσιαστικά, δεν διακρίνει τίποτα άλλο τον Generator του
PixelDTGAN από έναν ΑΚ, πέρα από το ότι δεν εκπαιδεύεται για αυτοκωδικοποίηση
της εισόδου. Για την εκπαίδευσή του Generator οι συγγραφείς χρησιµοποίησαν µόνο
αντιπαραθετική συνάρτηση κόστους και όχι ανακατασκευής (όπως προηγούµενα).

• Discriminators: η καινοτοµία και συνεισφορά των συγγραφέων του µοντέλου ήταν,
όπως αναφέρθηκε, η χρήση δύο Discriminators, τον DR (ή real/fake Discriminator
όπως τον ονοµάζουν) που εκπαιδεύεται να επιστρέφει πιθανότητες ρεαλισµού
των εικόνων εισόδους και τον DA (ή associated/unassociated Discriminator όπως
τον ονοµάζουν) που εκπαιδεύεται να επιστρέφει πιθανότητες (σηµασιολογικής)
συσχέτισης µεταξύ των εικόνων εισόδου. Μία άλλη λεπτοµέρεια της υλοποίησής
τους είναι ότι αν και έχουµε υπο-συνθήκη παραγωγή, οι συγγραφείς επέλεξαν να
µην δίνουν στον real/fake Discriminator, DR , την εικόνα συνθήκης κάτι που κάνουν
ωστόσο για τον associated/unassociated Discriminator,DA. Η λογικής τους εδώ είναι
και πάλι ότι κάτι τέτοιο θα επιταχύνει ακόµα περισσότερο την εκπαίδευση ενώ η
επιβολή της υπο-συνθήκης παραγωγής γίνεται ταυτόχρονα από το άλλο δίκτυο, δη-
λαδή οι Discriminators δουλεύουν συνεργατικά. Τέλος, για καλύτερη εκπαίδευση του
associated/unassociated Discriminator, DA, οι συγγραφείς δίνουν εκτός από ζεύγη
εικόνων συνθήκη-(πραγµατική/τεχνητή του πεδίου στόχος) όπου εκπαιδεύεται να
βγάλει 1/0 αντίστοιχα και ζεύγη εικόνων συνθήκη-(πραγµατική αλλά αταίριαστη του
πεδίου στόχος), όπου η εικόνα (πραγµατική αλλά αταίριαστη του πεδίου στόχος)
προέρχεται από το (πραγµατικό) σύνολο δεδοµένων του δεύτερου πεδίου, αλλά
δεν είναι η σωστή πραγµατική εικόνα εξόδου για τη δεδοµένη εικόνα εισόδου (ή
συνθήκης).

Στο σχήµα 81 παρακάτω δίνουµε την αρχιτεκτονική του µοντέλου όπως προτάθηκε στο
[66]. Εκεί, µε IS σηµειώνεται η εικόνα εισόδου στον Generator καθώς και η µία από τις δύο
εικόνες που εισάγεται στον associated/unassociated Discriminator, DA, µε IT σηµειώνεται
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η πραγµατική εικόνα εξόδου, ενώ µε ÎT η έξοδος του Generator (που εκπαιδεύεται για να
προσεγγίζει την IT ). Τέλος, µε I−T σηµειώνεται µία άλλη πραγµατική εικόνα ασυσχέτιστη
µε την εικόνα εισόδου, ενώ το T δηλώνει ότι οι εικόνες ανήκουν σε αυτές του πεδίου-
στόχος.

Generator

real/fake Discriminator

associated/unassociated Discriminator

συνένωση (κανάλια)

επιλογή

ή ή

ή ή

Πεδίο συνθήκης Πεδίο στόχου

Encoder Decoder

Σχήµα 81: Πλήρης αρχιτεκτονική του µοντέλου PixelDTGAN. Φαίνονται το δίκτυο του Generator

(επάνω), καθώς και οι δύο Discriminators (µέση και κάτω). Επίσης, απεικονίζεται η είσοδος και

έξοδος του κάθε δικτύου.

Πηγή: Ανακατασκευή από «Pixel-Level Domain Transfer», Yoo et al., 2016 [66]

Για την εκπαίδευση του µοντέλου τους, οι συγγραφείς χρησιµοποιήσαν τη συνάρτηση
κόστους Binary Cross-Entropy σε όλα τα δίκτυα. Επίσης, οι δύο Discriminators του µο-
ντέλου εκπαιδεύονται και βελτιστοποιούνται ξεχωριστά. Τέλος, οι συγγραφείς εκπα-
ίδευσαν το µοντέλο τους σε εικόνες χαµηλότερης ανάλυσης από αυτήν του συνόλου
δεδοµένων και συγκεκριµένα σε ανάλυση 64×64. Ακολουθεί, η δική µας υλοποίηση του
PixelDTGAN.
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Υλοποίηση του (PixelDTGAN)

Η δική µας υλοποίηση του µοντέλου (PixelDTGAN) δεν αποτελεί πιστή υλοποίηση της
παραπάνω αρχιτεκτονικής και αντιγραφή των παραµέτρων εκπαίδευσης. Ο λόγος είναι
διττός: κατά πρώτον όταν παρουσιάστηκε το [66] τόσο οι Discriminators όσο και οι
Generators δεν ήταν τόσο εξελιγµένοι (π.χ. δεν χρησιµοποιούνταν η στρώση κανονικο-
ποίηση φάσµατος ή η συνάρτηση κόστους ελαχίστων τετραγώνων) και κατά δεύτερον ο
εκπονητής της παρούσας ήταν ανέκαθεν κατά της αντιγραφής-επικόλλησης εργασιών και
υπέρ του πειραµατισµού. Έτσι, παρακάτω παραθέτουµε σειριακά τις αρχιτεκτονικές του
Generator, του real/fake Discriminator και του associated/unassociated Discriminator, ενώ
στο τέλος της υποενότητας παραθέτουµε τις παραµέτρους εκπαίδευσης που χρησιµοποι-
ήθηκαν.

Generator του PixelDTGAN
Ο Generator που υλοποιήσαµε δεν διαφέρει σηµαντικά από αυτόν του PixelDTGAN µε
την ουσιαστικότερη διαφορά να εντοπίζεται στο σηµείο στένωσης, όπου το µήκος των
δικών µας διανυσµάτων (ή αριθµός καναλιών εάν ειδωθείως η έξοδος της προηγούµενης
συνελικτικής στρώσης) είναι 100 αντί για 64 που φαίνεται στο παραπάνω σχήµα. Επίσης,
στη δική µας υλοποίηση, ο Generator εκπαιδεύεται ταυτόχρονα µε τα αντιπαραθετικά
κόστη από τους δύο Discriminators και µε κόστος ανακατασκευής L1, κάτι που όπως
κρίναµε από την εκπαίδευση του PoseGAN βοηθάει µε την ευστάθεια της εκπαίδευσης.
Ακολουθεί η αρχιτεκτονική του δικτύου του Generator, η οποία δίνεται χρησιµοποιώντας
το ίδιο σύνολο συµβολισµών για τις επιµέρους στρώσεις όπως και στην περιγραφή του
PoseGAN στην προηγούµενη ενότητα.

PixelDTGAN › Generator › Encoder

CONV53→128 −→ LReLU0.2 −→ [

CONV3Cin→2*Cin −→ BN −→ LReLU0.2

] × 3 −→ CONV41024→100 −→ PN

όπου οι τετράγωνες αγκύλες εσωκλείουν τις οµάδες στρώσεων συστολής (contracting
blocks) (πέντε (5) χρησιµοποιήθηκαν συνολικά στον encoder του Generator συµπεριλαµ-
βανοµένης της αρχικής στρώσης και της στρώσης στο σήµειο στένωσης που χρησιµο-
ποιεί Κανονικοποίηση Εικονοστοιχείων - γενικά είναι µία από τις υπερ-παραµέτρους του
µοντέλου). Με PN συµβολίζουµε τη στρώση Κανονικοποίηση Εικονοστοιχείων.
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PixelDTGAN › Generator › Decoder

TCONV4100→1024 −→ PN −→ ReLU −→ [

TCONV5Cin→Cin/2 −→ BN −→ ReLU

] × 3 −→ TCONV5128→3 −→ TANH

όπου µε TCONVX συµβολίζουµε µία ανάστροφη συνελικτική στρώση µε φίλτρα X×X, ενός
όπως φαίνεται και σύµφωνα µε το [66], οι ανορθωµένες γραµµικές µονάδες στον decoder
δεν είναι leaky όπως στον encoder αλλά κανονικές.

Discriminators του PixelDTGAN
Οι δύο Discriminators είναι πανοµοιότυποι στη σχεδίαση. ∆ιαφέρουν µόνο στο ότι ο DA
λαµβάνει στην είσοδό του δύο εικόνες συνενωµένες και άρα έξι (6) κανάλια, ενώ ο DR
δέχεται µία εικόνα και άρα τρία (3) κανάλια. Ως πρότυπο δίκτυο για τους Discriminators
χρησιµοποιήθηκε ο PatchGAN, κάτι που γενικά έχει ακολουθηθεί σε όλα τα µοντέλα που
εκπαιδεύτηκαν πλην του τελευταίου και κάτι που γενικά εφαρµόζεται όλο και συχνότερη
στη σχετική βιβλιογραφία. Σε σύγκριση µε τον Discriminator του PoseGAN, οι δύο Di-
scriminators εδώ έχουν παρόµοια δοµή, ωστόσο εδώ δοκιµάσαµε 4 οµάδες στρώσεων
συστολής (αντί για 5) και 128 κανάλια βάσης (αντί για 16). Επίσης, οι δύο Discriminators
δεν περιέχουν την αρχική στρώση αύξησης των καναλιών - αντ΄ αυτού ξεκινάνε αµέσως οι
οµάδες στρώσεων συστολής. Η κοινή αρχιτεκτονική και των δύο Discriminators δίνεται
ακολούθως.

PixelDTGAN › Discriminator

CONV33/6−→128 −→ [

CONV3Cin→2*Cin −→ IN −→ ReLU −→

] × 4 −→ PJ1024→1

όπου η χρήση τεσσάρων (4) οµάδων στρώσεων συστολής οδηγεί στην παραγωγή πίνακα
πιθανοτήτων 4×4 στην έξοδο. Κάθε στοιχείο του πίνακα εξόδου ουσιαστικά βλέπει ένα
µέρος (patch) 16×16 της αντίστοιχης µεριάς της εισόδου, ενώ µε IN συµβολίζουµε την
κανονικοποίηση δείγµατος. Οι στρώσεις CONV είναι βήµατος 2.

Παράµετροι εκπαίδευσης και αποτελέσµατα
Για την εκπαίδευση του µοντέλου χρησιµοποιήθηκε ο αλγόριθµος βελτιστοποίησης Adam
[31] τόσο για τις παραµέτρους του Generator όσο και για αυτές του καθενός PatchGAN
Discriminator. Το αρχικό βήµα εκµάθησης ορίσθηκε σε όλους τους βελτιστοποιητές ίσο
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µε 0.0001 και οι παράµετροι απόσβεσης του αλγορίθµου, �1 και �2, ορίσθηκαν ίσες µε 0.9
και 0.999 αντίστοιχα (σύµφωνα µε το [31]). Ως συνάρτηση αντιπαραθετικού κόστους και
στους δύοDiscriminators χρησιµοποιήθηκε η συνάρτηση κόστους Ελαχίστων Τετραγώνων
(βλ. 3.1) ενώεφαρµόσαµεΚανονικοποίησηΦάσµατος στην τελευταία συνελικτική στρώση
και των δύο PatchGAN Discriminators (δηλ. της στρώση προβολής των καναλιών στο ένα
κανάλι εξόδου). Χρησιµοποιήσαµε το 10% των εικόνων του αρχικού συνόλου εκπαίδευσης
ως σύνολο ελέγχου (test set) και το υπόλοιπο 90% ως σύνολο εκπαίδευσης.

Εκπαιδεύσαµε την υλοποίησή µας του µοντέλου PixelDTGAN µε τις παραπάνω παρα-
µέτρους για 348 περάσµατα του συνόλου δεδοµένων (epochs) σε εικόνες από το σύνολο
δεδοµένων LookBook + ICRB (DeepFashion) που όµως πρώτα µετατρέψαµε σε ανάλυση
64×64. Πριν την είσοδό τους στο µοντέλο, οι εικόνες µετατρέπονται σε τρισδιάστατους
πίνακες και οι τιµές τους κανονικοποιούνται στο διάστηµα [−1.0,1.0]. Αποτελέσµατα από
την εφαρµογή του PixelDTGAN στη χαµηλής-ανάλυσης εκδοχή του συνόλου δεδοµένων
LookBook και ICRB (DeepFashion) δίνονται στη δεύτερη ενότητα του κεφαλαίου που
ακολουθεί, ενότητα 6.2. Ο ενδιαφερόµενος αναγνώστης καλείται να ανατρέξει στην
ενότητα αυτή, ενώακολούθωςπαραθέτουµε για σύγκριση τα αποτελέσµατα (δηλ. µερικές
παραγωγές) του PixelDTGAN όπως παρουσιάστηκαν στο [66]:

εί
σο

δο
ς

έξ
οδ

ος

Σχήµα 82: Παραγωγές του µοντέλου PixelDTGAN όπως παρουσιάστηκαν στο αντίστοιχο άρθρο.

Πηγή: Ανακατασκευή από «Pixel-Level Domain Transfer», Yoo et al., 2016 [66]

5.2.3 Ταίριασµα Στιλ (DiscoGAN - CycleGAN)

Το τρίτο µοντέλο που υλοποιήσαµε και εκπαιδεύσαµε στα πλαίσια της παρούσας της ερ-
γασίας είναι µία παραλλαγή του CycleGAN που αναφέρθηκε στο τέλος του προηγούµενου
κεφαλαίου. Θα αναφερθούµε, εποµένως, στην παρούσα υποενότητα σε Μη-Συζευγµένη
Μετατροπή εικόνας-σε-εικόνα προκειµένου να ταιριάξουµε την οπτική εµφάνιση ή στιλ
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µιας εικόνας παπουτσιού που δίνεται στην είσοδο µε µια εικόνα τσάντας ή το αντίστρο-
φο. Το µοντέλο (DiscoGAN), στο οποίο οποία θα βασιστούµε για την υλοποίησή µας,
παρουσιάστηκε το 2017 από τον Kim et al. στο άρθρο τους «Learning to Discover Cross-
Domain Relations with Generative Adversarial Networks» [76], στην προσπάθειά τους να
εκπαιδεύσουν ένα µοντέλο που αναγνωρίζει συσχετίσεις µεταξύ δύο πεδίων εικόνων χρη-
σιµοποιώντας δύο ξεχωριστά (µη-ζευγαρωµένα) σύνολα δεδοµένων εικόνων. Η πλήρης
αρχιτεκτονική του µοντέλου DiscoGAN που αναπτύχθηκε δίνεται ακολούθως, ενώ όπως
αναφέραµε κατά την ανάλυση των συνόλων δεδοµένων, θα χρησιµοποιήσουµε το µοντέλο
αυτό αφού το εκπαιδεύσουµε στο σύνολο δεδοµένων handbags2shoes για παραγωγή
εικόνων τσαντών που ταιριάζουν µε εικόνες παπουτσιών και το αντίστροφο.

Σχήµα 83: Πλήρης αρχιτεκτονική του µοντέλου DiscoGAN. Φαίνονται τα δύο µοντέλα GAN,

(GAB, DB) και (GAB, DB), ενδεικτικές είσοδοι και έξοδοι του κάθε δικτύου καθώς και το κόστος

κυκλικής συνοχής.

Πηγή: «Learning to Discover Cross-Domain Relations with Generative Adversarial Networks», Kim et

al., 2017 [76]

Αν και το άρθρο παρουσιάστηκε σε µεταγενέστερο χρόνο από αυτό του µοντέλου Cycle-
GAN για µη-συζευγµένη µετατροπη, εντούτοις οι συγγραφείς του DiscoGAN δεν ανα-
φέρουν σε κανένα σηµείο το πρώτο. Αντιθέτως, παραθέτουν το δικό τους σκεπτικό πίσω
από τη χρήση δύο GANs (όπως δηλαδή και στο CycleGAN) και την από-κοινού εκπαίδευσή
τους. Το παρόν µοντέλο, στα πλαίσια της παρούσας εργασίας αναπτύχθηκε σύµφωνα µε
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το CycleGAN όπως παρουσιάστηκε στο προηγούµενο κεφάλαιο και µε µικρές αλλαγές
από το DiscoGAN, που έχουν να κάνουν κυρίως µε τις παραµέτρους των συνελικτικών
στρώσεων και όχι µε την ουσία των δικτύων - εξάλλου οι δύο αρχιτεκτονικές είναι πολύ
κοντά αν όχι η ίδια. Θεωρούµε εποµένως αποδεκτό να προσπεράσουµε την ανάλυση των
συγγραφέων του [76] και να επικεντρωθούµε απευθείας στην υλοποίησή µας και στον
τρόπο εκπαίδευσης του µοντέλου που αναπτύχθηκε.

Υλοποίηση του DiscoGAN - CycleGAN

Όπως αναφέρθηκε στο προηγούµενο κεφάλαιο, το CycleGAN αποτείται από δύο GANs
καθένα από τα οποία καλείται κάθε φορά να παράγει µία ρεαλιστική εικόνα από το πεδίο
εικόνων της εξόδου του λαµβάνοντας ως συνθήκη µία εικόνα από το πεδίο εικόνων
της εισόδου του. Έτσι και σύµφωνα µε το σχήµα 83, το µοντέλο που αναπτύξαµε κατ΄
αρχάς θα εκπαιδευτεί από σύνολο δεδοµένων αποτελούµενο από δύο διακριτά πεδία
εικόνων, το A και το B, τα οποία αν και έχουν θεωρητικά κάποια συγγένεια δεν είναι
συλλεγµένα ως ζεύγη εικόνων από κάθε πεδίο. Όπως αναφέρθηκε το σύνολο αυτό
θα είναι το handbags2shoes αποτελούµενο από ένα σύνολο εικόνων υποδηµάτων και
ένα τσαντών χεριού. Έτσι, σχεδιάστηκαν και εκπαιδεύτηκαν δύο (2) Generators, ο GAB

που δεχόµενος παπούτσια παράγει εικόνες τσαντών που ταιριάζουν στιλιστικά και ο
GBA για την αντίστροφη εργασία. Ταυτόχρονα, σχεδιάστηκαν και εκπαιδεύτηκαν δύο (2)
Discriminators, οDB πουπροσπαθεί να διακρίνει τις πραγµατικές από τις τεχνητές εικόνες
τσαντών και ο DA παπουτσιών. Οι δύο Generators εκπαιδεύονται από κοινού και, αντίθετα
από το CycleGAN και σύµφωνα µε το DiscoGAN, εκπαιδεύσαµε από κοινού και τους
Discriminators (κοινός βελτιστοποιητής για τα δύο δίκτυα). Ακολούθως παραθέτουµε τις
αρχιτεκτονικές των δικτύων και τις παραµέτρους εκπαίδευσης αυτών.

Αρχιτεκτονική των Generators
Όπως έχουµε τονίσει, οι δύο Generators είναι πανοµοιότυπα δίκτυα, τα οποία ακολουθούν
τη δοµή που παρουσιάστηκε στην αντίστοιχη παράγραφο του µοντέλου CycleGAN. Για
υπενθύµιση, αναφέρουµε πως αποτελούνται από τρία µέρη: τον encoder µε συνελικτι-
κές στρώσεις µείωσης διαστάσεων και αύξησης του βάθους, του ενδιάµεσου δικτύου
(στη βιβλιογραφία αυτό λέγεται και δίκτυο transformer) αποτελούµενου από στρώσεις
µε residual connections οι οποίες όµως δεν µεταβάλλουν τις διαστάσεις των χαρτών
ενεργοποίησης και τον decoder ο οποίος περιέχει ανάστροφες συνελικτικές στρώσεις
µε συµµετρικά (mirrored) χαρακτηριστικά αυτών του encoder. Παρακάτω παραθέτουµε
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σχηµατικά τη δοµή του κάθε Generator, ενώ ακολούθως την περιγράφουµε µε τρόπο
αντίστοιχο µε τα µοντέλα που προηγήθηκαν.
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Σχήµα 84: Αρχιτεκτονική των Generators του µοντέλου DiscoGAN που υλοποιήσαµε.

Όπως φαίνεται στο σχήµα, χρησιµοποιήθηκαν εννέα (9) οµάδες στρώσεων residual, σε
καθεµία από τις οποίες περιέχονται δύο συνελικτικές στρώσεις ακολουθούµενες από
την αντίστοιχη στρώση κανονικοποίησης, ενώ µετά τη πρώτη στρώση κανονικοποίησης
οι χάρτες περνούν από ανορθωµένη γραµµική µονάδα. Οι συγγραφείς του CycleGAN ανα-
φέρουν πως αυτές οι στρώσεις είναι που καταφέρνουν να αιχµαλωτίσουν το περιεχόµενο
και στιλ του εκάστοτε πεδίου εξόδου και έτσι να µετασχηµατίσουν επιτυχώς την εικόνα
εισόδου από το ένα πεδίο στο άλλο. Παρακάτω, δίνονται παραστατικά τα στοιχεία της
αρχιτεκτονικής του κάθε Generator.

DiscoGAN › Generator

UF3→64 −→ [

CONV3Cin→2*Cin −→ IN −→ ReLU

] × 2 −→ (256×16×16) −→ [

CONV3Cin→Cin −→ IN −→ ReLU −→ CONV3Cin→Cin −→ IN

] × 9 −→ [

TCONV3Cin→2*Cin −→ IN −→ ReLU

] × 2 −→ PJ64→3 −→ TANH

όπου στο πρώτο σετ των αγκυλών περιλαµβάνονται οι οµάδες στρώσεων συστολής
(contracting blocks) του encoder, στο δεύτερο του transformer (residual blocks) και στο
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τρίτο του decoder. Σηµειώνεται εδώ ότι τα residual blocks επενεργούν στους χάρτες
ενεργοποίησης χωρίς να αλλάζουν τις διαστάσεις τους έτσι ώστε να µπορεί να γίνει η
πρόσθεση στην έξοδο του κάθε block της αντίστοιχης εισόδου του.

Αρχιτεκτονική των Discriminators
Όπως για κάθε δίκτυο Discriminator έτσι και εδώ χρησιµοποιήθηκε ο PatchGAN Discri-
minator. Συγκεκριµένα, χρησιµοποιήθηκαν τέσσερις (4) οµάδες στρώσεων συστολής και
άρα το κάθε δίκτυοDiscriminator είναι πανοµοιότυπο µε αυτό που χρησιµοποιήθηκε στους
Discriminators του PixelDTGAN. Ωστόσο τα κανάλια βάσης εδώ είναι 64 σύµφωνα µε το
σχετικό άρθρο (αντί για 128 που χρησιµοποιήσαµε στο PixelDTGAN ή για 8 στο PoseGAN).
Ακολουθεί η αρχιτεκτονική των δικτύων και σύντοµα σχόλια.

DiscoGAN › Discriminator

CONV33/6−→64 −→ [

CONV3Cin→2*Cin −→ IN −→ ReLU −→

] × 4 −→ PJ1024→1

Η χρήση τεσσάρων (4) οµάδων στρώσεων συστολής οδηγεί και εδώ στην παραγωγή
πίνακα πιθανοτήτων 4×4 στην έξοδο. Κάθε στοιχείο του πίνακα εξόδου ουσιαστικά βλέπει
ένα µέρος (patch) 16×16 της αντίστοιχης µεριάς της εισόδου, ενώ µε IN συµβολίζουµε την
κανονικοποίηση δείγµατος. Οι στρώσεις CONV είναι βήµατος 2.

Παράµετροι εκπαίδευσης και αποτελέσµατα
Για την εκπαίδευση του µοντέλου χρησιµοποιήθηκαν δύο βελτιστοποιητές: ένας για
την από κοινού βελτιστοποίηση των παραµέτρων των δύο Generators και ένας για την
από κοινού βελτιστοποίηση των παραµέτρων των δύο Discriminators. Η επιβολή κοινής
εκπαίδευσης και στους Discriminators (εκτός από του Generators), σύµφωνα µε τους
συγγραφείς του DiscoGAN, ενθαρρύνει το µοντέλο να µάθει έναν αντιστρέψιµο 1-1 µε-
τασχηµατισµό εικόνων µεταξύ των δύο πεδίων. Και στους δύο βελτιστοποιητές χρησι-
µοποιήθηκε ως αλγόριθµος βελτιστοποίησης ο Adam [31]. Το αρχικό βήµα εκµάθησης
ορίσθηκε σε όλους τους βελτιστοποιητές ίσο µε 0.0002 και οι παράµετροι απόσβεσης του
αλγορίθµου, �1 και �2, ορίσθηκαν ίσες µε 0.9 και 0.999 αντίστοιχα (σύµφωνα µε το [31]).
Ως σύνάρτηση αντιπαραθετικού κόστους και στους δύο Discriminators χρησιµοποιήθηκε
η συνάρτηση κόστους Ελαχίστων Τετραγώνων (βλ. 3.1) ενώ εφαρµόσαµε Κανονικοποίηση
Φάσµατος στην τελευταία συνελικτική στρώση και των δύο PatchGAN Discriminators
(δηλ. της στρώση προβολής των καναλιών στο ένα κανάλι εξόδου). Χρησιµοποιήσαµε
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το 10% των εικόνων του αρχικού συνόλου εκπαίδευσης ως σύνολο ελέγχου (test set)
και το υπόλοιπο 90% ως σύνολο εκπαίδευσης. Τέλος, στο µοντέλο αυτό δοκιµάστηκε
ο ακόλουθος προγραµµατιστής του βήµατος εκπαίδευσης: όταν η συνάρτηση κόστους
επιπεδώσει ή αρχίζει να ανεβαίνει τότε ο προγραµµατιστής κατεβάζει το βήµα στο ένα
τοις χιλίοις (1‰) της πρότερής του τιµής και περιµένει για 200 βήµατα µέχρι να ξανακάνει
τον έλεγχο (ο έλεγχος διαρκεί 10 τουλάχιστον βήµατα).

Εκπαιδεύσαµε την υλοποίησή µας του µοντέλου DiscoGANµε τις παραπάνωπαραµέτρους
για 189 περάσµατα του συνόλου δεδοµένων (epochs) σε εικόνες από το σύνολο δε-
δοµένων handbags2shoes που περιέχει εικόνες από τσάντες και παπούτσια ανάλυσης
64×64. Πριν την είσοδό τους στο µοντέλο, οι εικόνες µετατρέπονται σε τρισδιάστατους
πίνακες και οι τιµές τους κανονικοποιούνται στο διάστηµα [−1.0,1.0]. Αποτελέσµατα
από την εφαρµογή της υλοποίησής µας του DiscoGAN στο σύνολο δεδοµένων hand-
bags2shoes δίνονται στη δεύτερη ενότητα του κεφαλαίου που ακολουθεί, ενότητα 6.3. Ο
ενδιαφερόµενος αναγνώστης καλείται να ανατρέξει στην ενότητα αυτή, ενώ ακολούθως
παραθέτουµε για σύγκριση τα αποτελέσµατα (δηλ. µερικές παραγωγές) του DiscoGAN
όπως παρουσιάστηκαν στο [76]:

5.2.4 Παραγωγή ρεαλιστικών εικόνων µόδας (StyleGAN)

Το τελευταίο µοντέλο που αναπτύχθηκε και εκπαιδεύτηκε στην παρούσα εργασία δεν θα
µπορούσε να είναι άλλο από το StyleGAN. Με το µοντέλο αυτό, το οποίο ανήκει στα GANs
που παράγουν εικόνα από θόρυβο, καλύπτουµε όλο τοφάσµα των κατηγοριών εφαρµογών
των GANs στα πλαίσια της Παραγωγικής Μοντελοποίησης εικόνων. Το µοντέλο εκπαιδε-
ύτηκε στοσύνολοδεδοµένωνFashion-ImageSynthesis Benchmark (FISB) τουDeepFashion
το οποίο, όπως αναλύθηκε, αποτελείται από εικόνες ανάλυσης 128×128 µε ανθρώπους-
µοντέλα να ποζάρουν για φωτογραφίσεις ρούχων.

Έχουµε αναλύσει λεπτοµερειακά την πρώτη έκδοση του µοντέλου αυτού (βλ. υποενότητα
4.1.3), την οποία υλοποιήσαµε και εκπαιδεύσαµε, γι αυτό δεν θα επεκταθούµε ιδιαίτερα
σε αυτήν την υποενότητα. Έτσι, σε ότι ακολουθεί απλώς θα δώσουµε παραστατικά
τα στοιχεία της αρχιτεκτονικής τόσο του Style-based Generator όσο και του PatchGAN
Discriminator, επισηµαίνοντας όλες τις διαφορές και απλοποιήσεις της υλοποίησής µας
σε σύγκριση µε το αρχικό.

Style-based Generator
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Σχήµα 85: Παραγωγές του µοντέλου DiscoGAN που εκπαιδεύτηκε στο handbags2shoes, όπως

παρουσιάστηκαν στο αντίστοιχο άρθρο.

Πηγή: Ανακατασκευή από «Learning to Discover Cross-Domain Relations with Generative Adversarial

Networks», Kim et al., 2017 [76]

Όπως αναφέρθηκε στην υποενότητα 4.1.3 κατά την ανάλυση του StyleGAN [91], αυτό είναι
µια παραλλαγή του DCGAN µε σειρά καινοτοµιών. Ο Generator του µοντέλου καλείται
να παράγει ρεαλιστικές και µε ποικιλοµορφία εικόνες στην έξοδό του, λαµβάνοντας ως
είσοδο ένα διάνυσµα τυχαίου θορύβου. Για να το πετύχει αυτό γρήγορα και σταθερά,
ξεκινάει να παράγει χαµηλής ανάλυσης εικόνες και σταδιακά αυξάνει το µέγεθός του
(διπλασιάζοντάς το), µε την προσθήκη ενός ακόµα νέου συνελικτικού block και στα
δύο δίκτυα. Το πρώτο µέρος του Generator του StyleGAN, ή Style-based Generator, ε-
ίναι το ∆ίκτυο Αντιστοίχισης Θορύβου, ενώ ακολούθως είναι το ∆ίκτυο Σύνθεσης που
περιλαµβάνει συνελικτικές στρώσεις και στρώσεις Προσαρµοστικής Κανονικοποίησης
∆είγµατος, σύµφωνα µε το παρακάτω σχήµα.

∆ιαφοροποιήσαµε την υλοποίησή µας του Style-basedGenerator, προκειµένου να απλοποι-
ήσουµε τη σχεδίασή του, σε δύο βασικά σηµεία:

1. Τέσσερις (4) Πλήρως-Συνδεδεµένες Στρώσεις: στο δίκτυο αντιστοίχισης θορύβου
(ή δίκτυο παραγωγής των διανυσµάτων στυλ, ~w) αντί για οκτώ (8) πλήρως συνδε-
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Σχήµα 86: Αρχιτεκτονικη του Generator του µοντέλου StyleGAN.

δεµένες στρώσεις χρησιµοποιήσαµε τέσσερις (4). Με αυτήν την αλλαγή εξοικονο-
µήσαµε περίπου 1.1M παραµέτρους και κάναµε πιο γρήγορη την εκπαίδευση του
Generator, σε βάρος του πλέον χειρότερου ξεµπερδέµατος του λανθάνοντα χώρου.

2. Μη-χρήση Equalized Learning-Rate: το equalized learning-Rate στην ουσία είναι ένα
είδος κανονικοποίησης των βαρών (όχι εξόδων) των συνελικτικών στρώσεων, η
οποία δουλεύει µε τρόπο παρόµοιο µε αυτόν τηςΦασµατικής Κανονικοποίησης αλλά
µε διαφορετικό τύπο. Σύµφωνα µε τους συγγραφείς, αυτή είναι χρήσιµη σε κάποιες
περιπτώσεις όπου το βήµα εκπαίδευσης είναι ταυτόχρονα πολύ µικρό και πολύ
µεγάλο, ωστόσο επειδή θέλαµε να φτιάξουµε από τη αρχή το µοντέλο και όχι να
το αντιγράψουµε, αποφασίσαµε να βγάλουµε αυτές τις στρώσεις.

3. Πιο οµαλές µεταβάσεις: η παράµετρος µίξης α (βλ. PGGAN) στη δική µας υλοποίηση
και όταν διπλασιάζονται τα δίκτυα µεταβαίνει οµαλά από τη τιµή 0 (όπου τότε
δεν προσµετρούνται οι έξοδοι των νέων blocks) σε 1. Εµείς χρησιµοποιήσαµε µιας
σιγµοειδής µορφή συνάρτηση µετάβασης, ώστε αυτή να γίνει πιο οµαλά. Αντίθετα,
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οι συγγραφείς χρησιµοποιούν γραµµική και επίσης µε µικρότερα διαστήµατα (πιο
γρήγορη) απόσβεσης.

Ακολούθως δίνουµε παραστατικά την αρχιτεκτονική της δικής µας υλοποίησης του
Generator.

StyleGAN › Generator > ∆ίκτυο Αντιστοίχισης Θορύβου

~z −→ [

FC512→512 −→ ReLU

] × 4 −→ ~w

StyleGAN › Generator > ∆ίκτυο Σύνθεσης

CONST512×4×4 −→ AdaIN −→ CONV3512→1024 −→ AdaIN −→ [

UP2× −→ CONV3Cin→Cout −→ InjectNoise −→ AdaIN −→

CONV3Cin→Cout −→ InjectNoise −→ AdaIN

] × 5 −→ PJ1024→3

όπου στις στρώσεις CONV3Cin→Cout δεν σηµειώνεται ξεκάθαρα ο αριθµός καναλιών εξόδου
γιατί ακολουθεί έναν µη-κοινό τύπο, InjectNoise είναι η στρώση προσθήκης στοχαστικού
θορύβου και AdaIN η στρώση Προσαρµοστικής Κανονικοποίησης ∆είγµατος, ενώ στην
έξοδο δεν χρησιµοποιείται συνάρτηση tanh.

StyleGAN Discriminator
Σε αντίθεση µε τους Discriminators των µοντέλων που προηγήθηκαν, το StyleGAN χρησι-
µοποιεί ένα δίκτυο παρόµοιας αρχιτεκτονικής µε τον PatchGAN Discriminator όχι όµως
πανοµοιότυπης. Η κύρια διαφοροποίησή του έγκειται στο γεγονός ότι οι συγγραφείς του
κατέληξαν πως είναι καλύτερο ο Discriminator να βγάζει µία τιµή εξόδου αντί για πίνακα
τιµών (όπως δηλαδή στα αρχικά GANs). Έτσι, και στη δική µας υλοποίηση υιοθετούµε το
παραπάνω συµπέρασµα και ο Discriminator που υλοποιήσαµε έχει ως εξής: είναι ίδιος µε
τον PatchGAN Discriminator, δίκτυο που ξέρουµε και εµπιστευόµαστε, αλλά προσθέτουµε
µία πλήρως συνδεδεµένη στρώση ακολουθούµενη από σιγµοειδή συνάρτηση ενεργοποίη-
σης στην έξοδο και µειώνουµ τα κανάλια βάση σε 16. Επίσης, δοκιµάσαµε τη µη-χρήση
κανονικοποίησης στον Discriminator στο τελευταίο πείραµά µας για να µπορέσουµε να
καταλάβουµε τη διαφορά. Ακολουθεί η αρχιτεκτονική του Discriminator µε συµβολισµούς
αντίστοιχους όπως προηγούµενα.

σελίδα 183 από 246



ΚΕΦΑΛΑΙΟ 5. ΕΦΑΡΜΟΓΗ GANS ΣΕ ΠΑΡΑ-
ΓΩΓΗ ΕΙΚΟΝΩΝ ΜΟ∆ΑΣ - ΜΕΘΟ∆ΟΛΟΓΙΑ

5.2. ΜΟΝΤΕΛΑ ΠΟΥ ΕΚΠΑΙ∆ΕΥΤΗΚΑΝ

StyleGAN › Discriminator

CONV33−→16 −→ [

CONV3Cin→2*Cin −→ LReLU0.2 −→ CONV32*Cin→2*Cin −→ LReLU0.2 −→ AVGPOOL2

] × 5 −→ BatchStd −→ FC4608→1

όπου µε AVGPOOL2 συµβολίζουµε στρώση pooling µέσου όρου και βήµατος 2, BatchStd
στρώση Τυπικής Απόκλισης Οµάδας, ενώ η χρήση της πλήρως-συνδεδεµένης στρώσης
στην έξοδο οδηγεί στην παραγωγή µίας πιθανότητας στην έξοδο ανά εικόνα. Οι στρώσεις
CONV εδώ είναι βήµατος 1 αφού για τη µείωση της διάστασης υπάρχει η στρώση poo-
ling.

Παράµετροι εκπαίδευσης και αποτελέσµατα
Για την εκπαίδευση του µοντέλου χρησιµοποιήθηκαν δύο βελτιστοποιητές: ένας για τη
βελτιστοποίηση των παραµέτρων του Generator και ένας για τη βελτιστοποίηση των
παραµέτρων του Discriminator. Και στους δύο βελτιστοποιητές χρησιµοποιήθηκε ως
αλγόριθµος βελτιστοποίησης ο Adam [31]. Το αρχικό βήµα εκµάθησης ορίσθηκε σε όλους
τους βελτιστοποιητές ίσο µε 0.0002 και οι παράµετροι απόσβεσης του αλγορίθµου, �1

και �2, ορίσθηκαν ίσες µε 0.9 και 0.999 αντίστοιχα (σύµφωνα µε το [31]). Ως συνάρτηση
αντιπαραθετικού κόστους και στους δύο Discriminators χρησιµοποιήθηκε η συνάρτηση
κόστους Wasseerstein µε Ποινή Παραγώγων για επιβολή της συνθήκης 1-Lipschitz (βλ.
3.1) (µε βάρος της ποινής παραγώγων στη συνάρτηση κόστους ίσο µε 10). Χρησιµοποιήσα-
µε το 10% των εικόνων του αρχικού συνόλου εκπαίδευσης ως σύνολο ελέγχου (test set)
και το υπόλοιπο 90% ως σύνολο εκπαίδευσης. Τέλος, δοκιµάστηκε και στο µοντέλο αυτό
ο προγραµµατιστής του βήµατος εκπαίδευσης του CycleGAN: όταν η συνάρτηση κόστους
επιπεδώσει ή αρχίζει να ανεβαίνει τότε ο προγραµµατιστής κατεβάζει το βήµα στο ένα
τοις χιλίοις (1‰) της πρότερής του τιµής και περιµένει για 200 βήµατα µέχρι να ξανακάνει
τον έλεγχο (ο έλεγχος διαρκεί 10 τουλάχιστον βήµατα).

Εκπαιδεύσαµε την υλοποίησή µας του µοντέλου StyleGAN µε τις παραπάνω παραµέτρους
για 149 περάσµατα του συνόλου δεδοµένων (epochs) σε εικόνες από το σύνολο δεδο-
µένων Fashion-ImageSynthesis Benchmark (FISB) του (DeepFashion) που περιέχει εικόνες
από ανθρώπους-µοντέλα που ποζάρουν σε στούντιο φωτογράφισης ρούχων. Οι εικόνες
είναι ανάλυσης 128×128. Πριν την είσοδό τους στο µοντέλο, οι εικόνες µετατρέπονται
σε τρισδιάστατους πίνακες και οι τιµές τους κανονικοποιούνται στο διάστηµα [−1.0,1.0].
Αποτελέσµατα από την εφαρµογή της υλοποίησής µας του StyleGAN στο σύνολο δεδο-
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µένων handbags2shoes δίνονται στη δεύτερη ενότητα του κεφαλαίου που ακολουθεί,
ενότητα 6.4. Ο ενδιαφερόµενος αναγνώστης καλείται να ανατρέξει στην ενότητα αυτή,
ενώ πριν ολοκληρώσουµε την ενότητα αναφέρουµε πως η εκπαίδευση του µοντέλου δεν
έχει ακόµα ολοκληρωθεί (δηλ. µένει να γίνουν και πρόσθετοι πειραµατισµοί).
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Κεφάλαιο 6

Παραγωγές Εικόνων Μόδας και
Αξιολόγηση

Στο παρόν, αρκετά µικρότερο, κεφάλαιο θα προχωρήσουµε στην παράθεση των καµπυλών
εκπαίδευσης και αποτελεσµάτων των µοντέλων που εκπαιδεύτηκαν. Για κάθε µοντέλο
που εκπαιδεύτηκε στα πλαίσια της παρούσας εργασίας, λοιπόν, µετά από µια σύντοµη
περίληψη βασικών στοιχείων της δοµής και των παραµέτρων εκπαίδευσής του, θα
παραθέσουµε καµπύλες εξέλιξης των συναρτήσεων κόστους, ενδεικτικές παραγωγές και
φυσικά µετρικές αξιολόγησης. Ακολούθως και για όπου αυτό είναι δυνατό, θα συγκρίνου-
µε τις παραγωγές και µετρικές µας µε τις αντίστοιχες του σχετικού άρθρου.

Πριν προχωρήσουµε, θέλουµε να τονίσουµε στο σηµείο αυτό κάτι που αφορά τις µετρικές.
Η µετρική Structural Similarity Index (SSIM) (ή η παραλλαγή τηςM-CSSIM - βλ. υποενότητα
3.4), συγκεκριµένα έχει νόηµα µόνο στις περιπτώσεις ύπαρξης ζευγών εικόνων για
σύγκριση. Στο µοντέλο StyleGAN, για παράδειγµα, το οποίο παράγει εικόνες από θόρυβο
χωρίς σαφή έξοδο, η αξιολόγηση µε τη µετρική SSIM των παραγόµενων εικόνων δεν
αποτελεί και τόσο αξιόπιστη µέτρηση της ποιότητάς του. Παρ΄ όλα αυτά υπολογίζεται
σε κάθε µοντέλο και παρατίθεται µε τα αντίστοιχα σχόλια σε κάθε περίπτωση. Κάτι
άλλο που επίσης πρέπει να σηµειωθεί, είναι ότι τα configurations των µοντέλων που
δίνονται παρακάτω έχουν προκύψει µετά από πληθώρα δοκιµών, ενώ µεταβάλλουµε
ορισµένες παραµέτρους ακόµη και κατά τη διάρκεια της εκπαίδευσης. Ο ενδιαφερόµενος
αναγνώστης καλείται να συµβουλευτεί τα αντίστοιχα Jupyter notebooks που υπάρχουν
στο αποθετήριο κώδικα της εργασίας (github.com/achariso/gans-thesis). Μια
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ακόµη διευκρίνιση πριν προχωρήσουµε είναι ότι από το σύνολο µετρικώνPrecision-Recall-
F1 Score επιλέξαµε σε ορισµένες να δίνουµε την εξέλιξη κατά την εκπαίδευση µόνο για τη
συνδυασµένη µετρική F11 Score για λόγους καλύτερης ανάγνωσης (µιας και που οι τρεις
µετρικές ως επί το πλείστο των φορών έχουν πολύ κοντινές τιµές). Επιπρόσθετα, σε όσα
κόστη δεν αναφέρεται βάρος αυτό νοείται ίσο µε µονάδα.

6.1 Αλλαγή Πόζας (PGPG - PoseGAN)

Στην πρώτη ενότητα αυτού του κεφαλαίου θα αναφερθούµε στα αποτελέσµατα από την
εκπαίδευση του µοντέλου αλλαγή πόζας, PoseGAN, στο σύνολο δεδοµένων In-shop Clo-
thes Retrieval Benchmark (ICRB) του DeepFashion, καθώς και στην αξιολόγηση αυτών. Θα
ξεκινήσουµε παραθέτοντας σε µορφή πίνακα µία σύνοψη του µοντέλου που αναπτύχθηκε,
κάτι που κάνουµε για όλα τα µοντέλα που εκπαιδεύτηκαν και αναλύονται στο παρόν
κεφάλαιο.

Πίνακας 6: Σύνοψη του µοντέλου PoseGAN

Όνοµα Μοντέλου PoseGAN GT1

Κωδικός Configuration 128_MSE_256_6_4_5_none_1e4_true_false_false

Εφαρµογή Αλλαγή πόζας σε ανθρώπους-µοντέλα

Κατηγορία Εφαρµογής Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα

Κατηγορία Παραγωγής Υπο-συνθήκη (εικόνα)

Σχετικό Μοντέλο PGPG

Σχετικό ΄Αρθρο «Pose Guided Person Image Generation» [81]

Αριθµός GANs ένα (1)

Αριθµός Generators ένας (1) - αποτελούµενος από δύο υποδίκτυα, G1 και G2

Αριθµός Discriminators ένας (1)

Τύπος Generator(s)

G1: U-Net µε skip connections (4 blocks ανά κατεύθυν-
ση + πλήρως συνδεδεµένη στρώση στη στένωση)
G2: U-Net µε skip connections (6 blocks ανά κατεύθυνση
+ DropOut στον encoder)

Τύπος Discriminator(s)
PatchGAN Discriminator (5 blocks, 32×32 receptive field,
Κανονικοποίηση Φάσµατος)
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Κατόπιν, συγκεντρώνουµε σε έναν άλλον πίνακα τις παραµέτρους εκπαίδευσης του µο-
ντέλου PoseGAN, πρακτική που επίσης ακολουθούµε για όλα τα µοντέλα του παρόντος
κεφαλαίου. Εδώ, είναι ο πίνακας 7 που δίνεται παρακάτω. Εκεί, όπου αναφέρεται L1Loss
εννοείται µετά την εφαρµογή της µάσκας πόζας, MB, όπως αναφέρθηκε στην ανάλυση του
προηγούµενου κεφαλαίου.

Πριν προχωρήσουµε στη παράθεση των καµπύλων εκπαίδευσης, θα δώσουµε στο σηµείο
αυτό µια ενδεικτική τριπλέτα κάποιας οµάδας µε την οποία τροφοδοτεί ο φορτωτής
δεδοµένων (dataloader) το µοντέλο (ενν. τον Generator και Discriminator) σε κάθε ε-
πανάληψη (ή βήµα) του βρόγχου εκπαίδευσης (δίνουµε και µια, τυχαία, από το σύνολο
δοκιµής). Ο Generator λαµβάνει την πρώτη εικόνα (συνθήκη) και την πόζα της δεύτερης
εικόνας και καλείται να παράξει µια εικόνα που µοιάζει στη δεύτερη. Ο Discriminator
λαµβάνει την πρώτη εικόνα συνενωµένη είτε µε τη δεύτερη ή µε την έξοδο του Generator
και εκπαιδεύεται να διακρίνει τις πραγµατικές από τις τεχνητές.

(α) Τριπλέτα από τον φορτωτή του συνόλου εκπαίδευσης στο index #1234.

(β) Τριπλέτα από τον φορτωτή του συνόλου δοκιµής στο index #1234.

Σχήµα 87: Ενδεικτικές εικόνες που δίνονται στο µοντέλο από τον φορτωτή δεδοµένων.

1GT = «GANs Thesis»: συµβολισµός που χρησιµοποιούµε για να διακρίνουµε τα ονόµατα των µοντέλων
από τα αντίστοιχα ονόµατα των σχετικών µοντέλων και άρθρων.
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Πίνακας 7: Παράµετροι εκπαίδευσης του µοντέλου PoseGAN

Όνοµα Μοντέλου PoseGAN GT

Κωδικός Configuration 128_MSE_256_4_6_5_none_1e4_true_false_false

Συναρτ. Κόστους
Generator

G1: L1 Loss (ανακατασκευής)
G2: L1 Loss (ανακατασκευής, βάρος: λrecon = 1 → 5 → 10) +
Ελαχίστων Τετραγώνων (MSE) (αντιπαραθετική)

Συναρτ. Κόστους
Discriminator(s)

Ελαχίστων Τετραγώνων (MSE)

Αριθµός βελτ/τών
για Generator(s)

ένας (1) (από κοινού εκπαίδευση των υποδικτύων G1 και
G2 του Generator)

Αριθµός βελτ/τών
για Discriminator(s)

ένας (1)

Τύπος βελτ/τών
για Generator(s)

Adam, µε παραµέτρους (lr=0.0001, β1=0.9, β2=0.999)

Τύπος βελτ/τών
για Discriminator(s)

Adam, µε παραµέτρους (lr=0.0001, β1=0.9, β2=0.999)

Σύνολο δεδοµένων
εκπαίδευσης

ICRB (DeepFashion)

Μέγεθος συ-
νόλου δεδοµένων

46.4K εικόνες µε πόζα
92.5K ζεύγη εικόνων αλλαγής πόζας

Ανάλυση εικόνων 128×128px

Μέγεθος οµάδας 48 εικόνες/batch

Αριθµός epochs 93 epochs (162.533 επαναλήψεις)

Χρόνος Εκπαίδευσης περίπου έξι (6) µέρες σε 16GB GPUs

# Παραµέτρων
Generator(s)

393.9M εκπαιδεύσιµες παράµετροι (G1: 276M, G2: 117.4M)

# Παραµέτρων
Discriminator(s)

1.6M εκπαιδεύσιµες παράµετροι

# Παραµέτρων 395.1M εκπαιδεύσιµες παράµετροι συνολικά

Καµπύλες Εκπαίδευσης

Ακολούθως, παραθέτουµε τις καµπύλες εξέλιξης των τιµών των συναρτήσεων κόστους
ή καµπύλες εκπαίδευσης όπως αλλιώς ονοµάζονται. Όπως φαίνεται και στον πίνακα
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παραµέτρων εκπαίδευσης παραπάνω, ο Generator εκπαιδεύεται προσπαθώντας να ελα-
χιστοποίηση µία συνάρτηση κόστους αποτελούµενη από τους όρους σφαλµάτων ανακα-
τασκευής του G1 (για βελτιστοποίηση των παραµέτρων του) και τους όρους σφαλµάτων
ανακατασκευής (µε βάρος 10) και σφαλµάτων αντιπαράθεσης του G2. Για τα σφάλµατα
ανακατασκευής χρησιµοποιήθηκεηαπόστασηManhattan στον χώροτωνεικονοστοιχείων
εξόδου, ενώ για τα αντιπαραθετικά η συνάρτηση κόστους Ελαχίστων Τετραγώνων. ∆εν
µπορούµε, εποµένως, από πριν να υπολογίσουµε το εύρος τιµών που θα λαµβάνουν οι
συναρτήσεις κόστους των δικτύων, παρά µόνο ότι αυτό θα είναι µεγαλύτερο του µηδενός.
Ωστόσο, αξίζει να αναφέρουµε ότι από γνήσιο πειραµατισµό και περιέργεια «πειράζουµε»
το βάρος συµπερίληψης του κόστους ανακατασκευής στο υποδίκτυο G2 του Generator ως
εξής:

1. αρχικά λrecon=1: αρχικά ο G2 δίνει την ίδια βαρύτητα στο σφάλµα ανακατασκευής σε
σχέση µε το αντιπαραθετικό (που επιστρέφει ο Discriminator)

2. λrecon=1→5 στο epoch 37: στο 37ο epoch αλλάζουµε χειροκίνητα το βάρος από 1 σε
5, πιέζοντας έτσι το δίκτυο G2 του Generator να δώσει περισσότερη έµφαση στην
εικόνα που του δείχνουµε µέσω της L1. Βλέποντας ότι αυτό βελτιώνει οπτικά τις
παραγόµενες εικόνες δοκιµάζουµε εκ νέου αλλαγή του βάρους.

3. λrecon=1→5 στο epoch 66: στο 66ο epoch αλλάζουµε και πάλι το βάρος πηγαίνοντάς
το στο 10. Εν τέλει (φυσικά µετά από αρκετούς πειραµατισµούς) διαπιστώσαµε ότι
αν και χειροτερεύουν οι συναρτήσεις κόστους εντούτοις τα οπτικά αποτελέσµατα
και οι µετρικές αξιολόγησης γίνονται καλύτερες, δικαιώνοντας την επιλογή µας.

Ως συνάρτηση κόστους του Generator στο σχήµα 88 παρακάτω νοείται το άθροισµα των
συναρτήσεων κόστους των δύο υποδικτύων αυτού.

Στο σηµείο αυτό θέλουµε να σηµειώσουµε ότι, όπως θα γίνει κατανοητό στη συνέχεια, τα
δίκτυα αντιµάχονται το ένα το άλλο καθώς βελτιώνονται και άρα οι τιµές των συναρτήσε-
ων κόστους δεν µας λένε πολλά σε σχέση µε τις παραγωγικές δυνατότητες του µοντέλου.
Στο σχήµα παραπάνω απεικονίζονται αυτές οι τιµές και όπως φαίνεται, εάν δει κανείς
και τα διαγράµµατα εξέλιξης των µετρικών, δεν σχετίζονται µε τις τιµές των µετρικών
αυτών. Θα µπορούσε για παράδειγµα ο Discriminator και ο Generator να κάνουν τυχαίους
περιπάτους γύρω από ελαφρά συγκλίνουσες µε το χρόνο τιµές, οι παραγόµενες εικόνες
ωστόσο (άρα και οι µετρικές) να γίνονται αισθητά καλύτερες µε τον χρόνο. Αυτό ισχύει
για όλα τα µοντέλα GAN που εκπαιδεύτηκαν στα πλαίσια της παρούσας εργασίας γι΄ αυτό
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Σχήµα 88: Καµπύλες εκπαίδευσης του PoseGAN. Φαίνεται η εξέλιξη των συναρτήσεων κόστους

του Generator και Discriminator ως προς epochs της εκπαίδευσης και οι απότοµες µεταβολές

αυτών κατά την αλλαγή του λrecon.

και δεν το επαναλαµβάνουµε στις αντίστοιχες υποενότητες των άλλων µοντέλων.

Ενδεικτικές Παραγωγές

Στη συνέχεια θα δώσουµε µερικές ενδεικτικές παραγωγές του µοντέλου µας, PoseGAN
ως εξής (η σειρά των στηλών ακολουθεί αυτή του σχετικού άρθρου):

• στην πρώτη στήλη δίνεται η (πραγµατική) εικόνα εισόδου ή συνθήκης, όπου απεικο-
νίζεται ένας άνθρωπος σε µία συγκεκριµένη πόζα

• στη δεύτερη στήλη δίνεται η πόζα της εικόνας εξόδου (αυτή συνενωµένη µε την
εικόνα της πρώτης στήλης εισέρχεται στον Generator, ενώ επίσης χρησιµοποιείται
για τον υπολογισµό της µάσκας)

• στην τρίτη στήλη δίνεται η πραγµατική εικόνα εξόδου ή εικόνα-στόχος

• στην τέταρτη στήλη δίνεται η έξοδος του G1 (χονδροειδές αποτέλεσµα)

• στην πέµπτη στήλη δίνεται ο χάρτης διαφορών που παράγει ο G2

• στην έκτη και τελευταία στήλη δίνεται η τελική έξοδος του µοντέλου (βελτιωµένο
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αποτέλεσµα)

Οι παραγωγές δίνονται στο σχήµα 89 παρακάτω. Όπωςφαίνεται εκεί το µοντέλο µας µετά
από 93 epochs έχει καταφέρει να αιχµαλωτίσει σε µεγάλο βαθµό τη δοµή του συνόλου
δεδοµένων, µε αξιοσηµείωτες τις λεπτοµέρειες του προσώπουή τωνσκιών του σώµατος
που φαίνονται στις παραχθείσες εικόνες. Επίσης, στην προ-τελευταία στήλη, φαίνεται
η µικρή αλλά πολύ σηµαντική δουλειά του υποδικτύου G2 στην αποθορυβοποίηση και
αύξηση της λεπτοµέρειας της χονδροειδούς εικόνας στην έξοδο τουG1. Στην υποενότητα
που ακολουθεί δίνουµε τις τιµές των µετρικών αξιολόγησης των παραγόµενων εικόνων
και τις συγκρίνουµε το σχετικό άρθρο.

Εικόνα εισόδου
(συνθήκη)

Πόζα εικόνας 
εξόδου

Εικόνα εξόδου
(πραγματική)

Χονδροειδές
αποτέλεσμα (G1)

Βελτιωμένο
αποτέλεσμα (G2)

Χάρτης
∆ιαφορών

Σχήµα 89: Παραγωγές της υλοποίησής µας του µοντέλου PGPG, PoseGAN. Όλες οι εικόνες είναι

ανάλυσης 128×128, ενώ έχουν συλλεγεί τυχαία από το τελευταίο epoch της εκπαίδευσης.
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Αξιολόγηση των Παραγωγών

Όπως αναφέραµε στο τέλος του τρίτου κεφαλαίου για την αξιολόγηση των παραγόµενων
εικόνων απόGANs χρησιµοποιήσαµε τις ακόλουθες µετρικές: Inception Score (IS), Fréchet
Inception Distance (FID), Precision-Recall-F1 Score και Structural Similarity Index (SSIM).
Εκεί, αναφέραµε τα πλεονεκτήµατα και µειονεκτήµατα της κάθε µίας, υιοθετώντας στο
τέλος ότι οι µετρικές Precision-Recall-F1 Score είναι οι πιο αξιόπιστες για µέτρηση της
ποιότητας και ποικιλοµορφίας των παραγωγών από GANs, κάτι ευρέως αποδεκτό στη
σχετική βιβλιογραφία.

Ακολούθως, παραθέτουµε διαγράµµατα εξέλιξης των µετρικών αυτών κατά τη διάρκεια
εκπαίδευσης της υλοποίησής µας του µοντέλου PGPG, PoseGAN. Πριν την ανάγνωση
των διαγραµµάτων, ο αναγνώστης θα πρέπει να είναι ενήµερος ότι για την καταγραφή
των µετρικών χρησιµοποιήθηκαν µόλις 1000 τυχαίες εικόνες από το σύνολο δεδοµένων
δοκιµής και ισάριθµες παραγωγές του Generator. Αντίθετα, οι δηµιουργοί των µετρικών
(τουλάχιστον του FID και F1 Score) προτείνουν να χρησιµοποιηθούν τουλάχιστον 10000
εικόνες για την αξιολόγηση. Ο λόγος είναι ότι θα ήταν χρονικά αδύνατο να σταµατάµε
την εκπαίδευση και να τρέχουµε τις µετρικές µε 10000 εικόνες, διαδικασία που διαρκεί
περίπου µία ώρα αναλόγως και τον Generator. Συµπερασµατικά, ακολούθως δίνουµε τις
καµπύλες εξέλιξης των µετρικών οι οποίες όµως πάρθηκαν µε λιγότερα δείγµατα, ενώ
κατόπιν παραθέτουµε σε µορφή πίνακα τις τελικές µετρικές αξιολόγησης του µοντέλου
(οι οποίες υπολογίσθηκαν από 10000 εικόνες).
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Σχήµα 90: Καµπύλη εξέλιξης της µετρικής Inception Score (IS) κατά τη διάρκεια εκπαίδευσης του

µοντέλου PoseGAN.

Σχήµα 91: Καµπύλη εξέλιξης της µετρικής Fréchet Inception Distance (FID) κατά τη διάρκεια

εκπαίδευσης του µοντέλου PoseGAN.
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recall

precision

Σχήµα 92: Καµπύλη εξέλιξης της µετρικής F1 Score κατά τη διάρκεια εκπαίδευσης του µοντέλου

PoseGAN.

Σχήµα 93: Καµπύλη εξέλιξης της µετρικής Structural Similarity Index (SSIM) κατά τη διάρκεια

εκπαίδευσης του µοντέλου PoseGAN.
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Όπως φαίνεται στα παραπάνω σχήµατα, όλες οι µετρικές φαίνεται να βελτιώνονται
απότοµα στην αρχή, ενώ από ένα σηµείο και ύστερα (περίπου στο epoch=40) φαίνονται
να συγκλίνουν προς µία τιµή. Αναλυτικότερα, για τη κάθε µετρική παραθέτουµε τα εξής
σχόλια:

• Inception Score: από το πρώτο διάγραµµα φαίνεται πως το IS αρχικά αυξάνεται
απότοµα, ενώ από το 40ό epoch, που εικόνες (οπτικά) αρχίζουν να γίνονται όλο και
πιο ρεαλιστικές, φαίνεται να µειώνεται και να παρουσιάζει συµπεριφορά τυχαίου
περίπατου γύρω από την τιµή 2.80. Η τιµή αυτή είναι σχετικά «καλή» συγκριτικά
µε το αρχικό paper όπου δίνουν 3.01(το µεγαλύτερο το καλύτερο). Ωστόσο, συ-
γκρίνοντας το διάγραµµα του IS µε αυτά των υπόλοιπων µετρικών και ιδιαίτερα µε
αυτό της FID και F1 που θεωρούνται πιο αξιόπιστες και σταθερές, επιβεβαιώνουµε
τα ευρήµατα σε διάφορες δουλειές στη βιβλιογραφία σχετικά µε την αστάθεια
της µετρικής του Inception Score, ακόµη περισσότερο όταν το Inception µοντέλο
έχει εκπαιδευθεί σε διαφορετικά δεδοµένα. Σε κάθε περίπτωση, φαίνεται και εδώ
µια θετική εξέλιξη κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και
αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που αναπτύχθηκε για τη
συγκεκριµένη εφαρµογή.

• Fréchet Inception Distance (FID): από το σχήµα 91 παραπάνω φαίνεται ότι η µετρική
FID συγκλίνει µονότονα προς µια τιµή κοντά στο 20, κάτι που αφενός αποτελεί
σηµάδι ευσταθούς εκπαίδευσης και αφετέρου δείχνει την αποτελεσµατικότητα του
µοντέλου που αναπτύχθηκε για τη συγκεκριµένη εφαρµογή. Τιµές FID κάτω από 30
είναι γενικά σηµάδι καλής σχεδίασης και επιτυχούς εκπαίδευσης, καθώς τα state-of-
the-art µοντέλα εκθέτουν µετρικές FID στο εύρος 10-15 (Ιούλιος 2021).

• F1 Score: γενικότερα η µετρική F1 Score στα πλαίσια της αξιολόγησης GANs, έχει
δειχθεί ότι είναι πιο σταθερή και αξιόπιστη από τις υπόλοιπες. Φαίνεται και εδώ,
από το σχήµα 92 παραπάνω, ότι η µετρική συγκλίνει µονότονα προς µια τιµή
κοντά στο 0.91, κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και
αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που αναπτύχθηκε για
τη συγκεκριµένη εφαρµογή. Εντυπωσιακό στοιχείο αποτελεί ότι από το epoch 50
και µετά, το F1 Score, δεν φαίνεται να βελτιώνεται ουσιαστικά, κάτι που όµως
δεν ανταποκρίνεται απόλυτα στην ανθρώπινη κρίση του εκπονητή κοιτάζοντας τις
εικόνες και κάτι που µπορεί να οφείλεται και στο µικρό του δείγµατος των εικόνων
που χρησιµοποιούνται για τον υπολογισµό της µετρικής.
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• Structural Similarity Index (SSIM): φαίνεται και για αυτή τη µετρική αξιολόγησης,
από το σχήµα 93 παραπάνω, ότι η µετρική συγκλίνει µονότονα προς µια τιµή κοντά
στο 0.82, κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και αφετέρου
δείχνει την αποτελεσµατικότητα (και υπεροχή σε σύγκριση µε το αρχικό) του µο-
ντέλου που αναπτύχθηκε για τη συγκεκριµένη εφαρµογή.

Τελική αξιολόγηση και σύγκριση µε το άρθρο

Για την τελική αξιολόγηση του µοντέλου χρησιµοποιήθηκαν οι παραπάνω µετρικές τόσο
σε 10000 εικόνες από από το σύνολο δεδοµένων δοκιµής, όσο και σε 10000 από το σύνολο
δεδοµένων εκπαίδευσης. Τα αποτελέσµατα εµφανίζονται στον πίνακα που ακολουθεί
καθώς και συγκρίσεις αυτών µε τα αντίστοιχα του αρχικού paper (οι παύλες υποδηλώνουν
πως οι συγγραφείς του άρθρου δεν είχαν παραθέσει τις αντίστοιχες µετρικές).

Πίνακας 8: Συγκρίσεις µετρικών του PoseGAN µε του PGPG από το σχετικό άρθρο. Όπως
φαίνεται σε όλες τις µετρικές το µοντέλο µας παρουσιάζει υπεροχή µε εξαίρεση την
οριακά χειρότερη µετρική Inception Score στο test set.

PGPG από [81] PoseGANGT

FID - 16.19 (train) - 26.50 (test)

IS 3.09 3.83 (train) - 2.96 (test)

SSIM 0.762 0.803 (train) - 0.769 (test)

Precision - 0.886(train) - 0.835 (test)

Recall - 0.880(train) - 0.864 (test)

F1 - 0.882(train) - 0.849 (test)

6.2 Εξαγωγή Ρούχου (PixelDTGAN)

Περνάµε στη συνέχεια στην επόµενη ενότητα αυτού του κεφαλαίου, όπου θα αναφερ-
θούµε στα αποτελέσµατα από την εκπαίδευση του µοντέλου PixelDTGAN στο σύνολο
δεδοµένων LookBook επαυξηµένο µε ζεύγη εικόνων από το In-shop Clothes Retrieval
Benchmark (ICRB) τουDeepFashion, µε σκοπό την αυτοµατοποιηµένη εξαγωγή του ρούχου
που φοράει ο εκάστοτε εικονιζόµενος άνθρωπος. Θα ξεκινήσουµε παραθέτοντας σε
µορφή πίνακα µία σύνοψη του µοντέλου που αναπτύχθηκε, όπως και στο προηγούµενο
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έγινε και θα γίνει και στα επόµενα µοντέλα.

Πίνακας 9: Σύνοψη του µοντέλου PixelDTGAN

Όνοµα Μοντέλου PixelDTGAN GT

Κωδικός Configuration pxldtgan_default

Εφαρµογή Εξαγωγή ρούχου του ανθρώπου στην εικόνα εισόδου

Κατηγορία Εφαρµογής Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα

Κατηγορία Παραγωγής Υπο-συνθήκη (εικόνα)

Σχετικό Μοντέλο PixelDTGAN

Σχετικό ΄Αρθρο «Pixel-Level Domain Transfer» [66]

Αριθµός GANs ένα (1)

Αριθµός Generators ένας (1)

Αριθµός Discriminators δύο (2) - real/fake (DR) και associated/unassociated (DA)

Τύπος Generator(s)
U-Net χωρίς skip connections (5 blocks ανά κατεύθυνση, µε
διάνυσµα 100 στοιχείων στο σηµείο στένωσης)

Τύπος Discriminator(s)
2 × PatchGAN Discriminator (4 blocks, 16×16 receptive field,
Κανονικοποίηση Φάσµατος)

# Παραµέτρων
Generator(s)

37.7M εκπαιδεύσιµες παράµετροι

# Παραµέτρων
Discriminator(s)

DR: 6.2M εκπαιδεύσιµες παράµετροι
DA: 6.2M εκπαιδεύσιµες παράµετροι

# Παραµέτρων 50.1M εκπαιδεύσιµες παράµετροι συνολικά

Κατόπιν, συγκεντρώνουµε σε έναν άλλον πίνακα τις παραµέτρους εκπαίδευσης του µο-
ντέλου PixelDTGAN, πρακτική που ακολουθήσαµε στο προηγούµενο και θα ακολουθήσου-
µε και στα επόµενα µοντέλα του παρόντος κεφαλαίου. Για το PixelDTGAN, είναι ο πίνακας
10 που δίνεται παρακάτω. Τονίζεται εκ νέου ότι στη δική µας υλοποίηση χρησιµοποιούµε
και κόστος ανακατασκευής εκτός από το αντιπαραθετικό, καθώς παρατηρήσαµε ότι αυτό
δουλεύει καλά στο προηγούµενο µοντέλο, επίσης συζευγµένης µετατροπής εικόνας-σε-
εικόνα.
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Πίνακας 10: Παράµετροι εκπαίδευσης του µοντέλου PixelDTGAN

Όνοµα Μοντέλου PixelDTGAN GT

Κωδικός Configuration pxldtgan_default

Συναρτ. Κόστους
Generator

L1 Loss (ανακατασκευής, βάρος: λrecon = 4 εκπαιδεύσιµο) +
Ελαχίστων Τετραγώνων (MSE) (αντιπαραθετική)

Συναρτ. Κόστους
Discriminator(s)

Ελαχίστων Τετραγώνων (MSE)

Αριθµός βελτ/τών
για Generator(s)

ένας (1)

Αριθµός βελτ/τών
για Discriminator(s)

δύο (2) (ξεχωριστή εκπαίδευση των DR και DA)

Τύπος βελτ/τών
για Generator(s)

Adam, µε παραµέτρους (lr=0.0001, β1=0.9, β2=0.999)

Τύπος βελτ/τών
για Discriminator(s)

Adam, µε παραµέτρους (lr=0.0001, β1=0.9, β2=0.999)

Σύνολο δεδοµένων
εκπαίδευσης

LookBook + ICRB (DeepFashion)

Μέγεθος συ-
νόλου δεδοµένων

81.2K εικόνες (ανθρώπων + ρούχων)
71.7K ζεύγη εικόνων εξαγωγής ρούχου

Ανάλυση εικόνων 64×64px

Μέγεθος οµάδας 256 εικόνες/batch

Αριθµός epochs 348 epochs (88.200 επαναλήψεις)

Χρόνος Εκπαίδευσης περίπου δώδεκα (12) ηµέρες σε 12GB & 16GB GPUs

Πριν προχωρήσουµε στη παράθεση των καµπύλων εκπαίδευσης, θα δώσουµε στο σηµείο
αυτό µια ενδεικτική δυάδα εικόνων από κάποια οµάδα (batch) µε την οποία τροφοδοτεί
ο φορτωτής δεδοµένων (dataloader) το µοντέλο (ενν. τον Generator και τους Discrimina-
tors) σε κάθε επανάληψη (ή βήµα) του βρόγχου εκπαίδευσης. Ο Generator λαµβάνει την
πρώτη εικόνα (συνθήκη) ενός ανθρώπου που φοράει ένα ρούχο και καλείται να παράξει
µια εικόνα που έχει µόνο το ρούχο σε ουδέτερο παρασκήνιο, που να µοιάζει δηλαδή στη
δεύτερη εικόνα. Ο associated/unassociated Discriminator λαµβάνει την πρώτη εικόνα
συνενωµένη είτε µε τη δεύτερη ή µε την έξοδο του Generator και εκπαιδεύεται να
διακρίνει εάν οι εικόνες είναι πραγµατικές και συσχετισµένες µεταξύ τους. Αντίστοιχα,
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ο real/fake Discriminator λαµβάνει είτε µόνη της την πραγµατική ή µόνη της την τεχνητή
και καλείται να τις διακρίνει.

(α) ∆υάδα από τον φορτωτή του συνόλου εκπα-
ίδευσης στο index #1234.

(β) ∆υάδα από τον φορτωτή του συνόλου εκπα-
ίδευσης στο index #21211.

Σχήµα 94: Ενδεικτικές εικόνες που δίνονται στο µοντέλο PixelDTGAN από τον φορτωτή δεδο-

µένων. Οι εικόνες είναι ανάλυσης 64×64.

Καµπύλες Εκπαίδευσης

Ακολούθως, παραθέτουµε τις καµπύλες εξέλιξης των τιµών των συναρτήσεων κόστους
ή καµπύλες εκπαίδευσης όπως αλλιώς ονοµάζονται. Όπως φαίνεται και στον πίνα-
κα παραµέτρων εκπαίδευσης παραπάνω, ο Generator εκπαιδεύεται προσπαθώντας να
ελαχιστοποίηση µίας συνάρτηση κόστους αποτελούµενη από τους όρους σφαλµάτων
ανακατασκευής (µε αρχικό βάρος 4 - εκπαιδεύσιµο) και σφαλµάτων αντιπαράθεσης. Για
τα σφάλµατα ανακατασκευής χρησιµοποιήθηκε η απόσταση Manhattan στον χώρο των
εικονοστοιχείων εξόδου, ενώ για τα αντιπαραθετικά η συνάρτηση κόστους Ελαχίστων
Τετραγώνων. ∆εν µπορούµε, εποµένως, από πριν να υπολογίσουµε το εύρος τιµών που θα
λαµβάνουν οι συναρτήσεις κόστους των δικτύων, παρά µόνο ότι αυτό θα είναι µεγαλύτερο
του µηδενός.

Παρακάτω, παραθέτουµε τα διαγράµµατα εξέλιξης των συναρτήσεων κόστους των δι-
κτύων. Συγκεκριµένα, δίνουµε ένα διάγραµµα των συναρτήσεων κόστους των Discrimina-
tors (συγκριτικό) καθώς και αυτής του Generator συγκριτικά µε του κάθε Discriminator
(gen vs. disc_a & gen vs. disc_r). Επίσης, αναφέρουµε και εδώ τη χειροκίνητη αλλαγή του
βάρους ανακατασκευής που έγινε κατά το epoch 186: καθώς το αφήσαµε εκπαιδεύσιµη
παράµετρο χωρίς περιορισµούς, αυτό είχε µονότονα µειούµενη τάση, µε αποτέλεσµα να
γίνει αρνητικό. ∆ιαπιστώθηκε το σφάλµα µας και το επαναφέραµε στο 0 και επιβάλλαµε
ReLU πριν την εφαρµογή του, για το υπόλοιπο της εκπαίδευσης.
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Σχήµα 95: Καµπύλες εκπαίδευσης του PixelDTGAN: Generator vs. real/fake Discriminator.

Σχήµα 96: Καµπύλες εκπαίδευσης του PixelDTGAN: Generator vs. associated/unassociated Discri-

minator.

Είναι εµφανές στα παραπάνω σχήµατα το σηµείο της χειροκίνητης αλλαγής του λrecon στο
epoch 186.
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Σχήµα 97: Καµπύλες εκπαίδευσης του PixelDTGAN: real/fake Discriminator vs. associa-

ted/unassociated Discriminator.

Ενδεικτικές Παραγωγές

Στη συνέχεια θα δώσουµε µερικές ενδεικτικές παραγωγές του µοντέλου µας εξαγωγής
ρούχου, PixelDTGAN ως εξής (η σειρά των στηλών ακολουθεί αυτή του σχετικού άρ-
θρου):

• στην πρώτη στήλη δίνεται η (πραγµατική) εικόνα εισόδου ή συνθήκης, όπου απεικο-
νίζεται ένας άνθρωπος φορώντας το προς-εξαγωγή ρούχο

• στη δεύτερη στήλη δίνεται η πραγµατική εικόνα εξόδου ή εικόνα-στόχος

• στην τρίτη και τελευταία στήλη δίνεται η τελική έξοδος του µοντέλου

Οι παραγωγές δίνονται στο σχήµα 98 παρακάτω. Όπωςφαίνεται εκεί το µοντέλο µας µετά
από 348 epochs έχει καταφέρει να αιχµαλωτίσει σε µεγάλο βαθµό τη δοµή του συνόλου
δεδοµένων των ρούχων, µε τις παραχθείσες εικόνες να δίνουν σωστά αποτελέσµατα
ως προς το χρώµα και το ύφασµα τουλάχιστον του ρούχου-στόχος. Αποτελεί πεποίθηση
του εκπονητή της παρούσας εργασίας ότι η περαιτέρω αύξηση της χωρητικότητας του
Generator θα µπορούσε να βελτιώσει τις παραγωγές και να αυξήσει τη λεπτοµέρειά του
(όπως π.χ. σχέδια ρούχων, τσαλακώµατα κλπ.). Στην υποενότητα που ακολουθεί δίνουµε
τις τιµές των µετρικών αξιολόγησης των παραγόµενων εικόνων και τις συγκρίνουµε το
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σχετικό άρθρο.

Εικόνα εισόδου
(συνθήκη)

Εικόνα εξόδου
(πραγματική) Έξοδος Generator Εικόνα εισόδου

(συνθήκη)
Εικόνα εξόδου
(πραγματική) Έξοδος Generator Εικόνα εισόδου

(συνθήκη)
Εικόνα εξόδου
(πραγματική) Έξοδος Generator

Σχήµα 98: Παραγωγές της υλοποίησής µας του µοντέλου PixelDTGAN. Όλες οι εικόνες είναι

ανάλυσης 64×64, ενώ έχουν συλλεγεί τυχαία από το τελευταίο epoch της εκπαίδευσης.

Αξιολόγηση των Παραγωγών

Ακολούθως, παραθέτουµε διαγράµµατα εξέλιξης των µετρικών αξιολόγησης (όπως και
πριν: IS, FID, F1 & SSIM) κατά τη διάρκεια εκπαίδευσης της υλοποίησής µας του µοντέλου
PixelDTGAN. Πριν την ανάγνωση των διαγραµµάτων, ο αναγνώστης θα πρέπει να είναι
ενήµερος ότι για την καταγραφή των µετρικών χρησιµοποιήθηκαν και εδώ µόλις 1000
τυχαίες εικόνες από το σύνολο δεδοµένων δοκιµής και ισάριθµες παραγωγές του Genera-
tor. Για πιο αξιόπιστες µετρικές, ο αναγνώστης παραπέµπεται στην επόµενη υποενότητα,
όπου παραθέτουµε σε µορφή πίνακα τις τελικές µετρικές αξιολόγησης του µοντέλου οι
οποίες υπολογίσθηκαν από 10000 εικόνες.

Όπως φαίνεται στα διαγράµµατα αυτά, όλες οι µετρικές φαίνεται να βελτιώνονται και
εδώ γρήγορα στην αρχή, ενώ από ένα σηµείο και ύστερα (περίπου στο epoch=230)
φαίνονται να συγκλίνουν προς µία τιµή. Πριν προχωρήσουµε σε περαιτέρω σχολιασµό
των διαγραµµάτων, αναφέρουµε εδώ ότι η απότοµη µεταβολή των µετρικών στο epoch
186 οφείλεται στο ότι εκεί χειροκίνητα αλλάξαµε την τιµή του βάρους συµπερίληψης
του όρου ανακατασκευής, λrecon, από περίπου -1 που είχε φτάσει, σε 0 και το αφήσαµε να
εκπαιδεύεται µε ReLU. Ο λόγος είναι ότι θέλαµε να βοηθήσουµε κατ΄ αυτόν τον τρόπο τον
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6.2. ΕΞΑΓΩΓΗ ΡΟΥΧΟΥ (PIXELDTGAN)

Σχήµα 99: Καµπύλη εξέλιξης της µετρικής Inception Score (IS) κατά τη διάρκεια εκπαίδευσης του

µοντέλου PixelDTGAN.

Σχήµα 100: Καµπύλη εξέλιξης της µετρικής Fréchet Inception Distance (FID) κατά τη διάρκεια

εκπαίδευσης του µοντέλου PixelDTGAN.
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recall

precision

Σχήµα 101: Καµπύλη εξέλιξης της µετρικής F1 Score κατά τη διάρκεια εκπαίδευσης του µοντέλου

PixelDTGAN.

Σχήµα 102: Καµπύλη εξέλιξης της µετρικής Structural Similarity Index (SSIM) κατά τη διάρκεια

εκπαίδευσης του µοντέλου PixelDTGAN.
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Generator «δείχνοντάς» του όλο και περισσότερο τις εικόνες στόχους. Αναλυτικότερα, για
τη κάθε µετρική παραθέτουµε τα εξής σχόλια:

• Inception Score: από το πρώτο διάγραµµα φαίνεται ότι η µετρική IS παρουσιάζει
συµπεριφορά τυχαίου περίπατου γύρω από τη τιµή 4.0. Η τιµή αυτή είναι αρκετά
«καλή» σε σχέση µε αντίστοιχα µοντέλα στη βιβλιογραφία (δεδοµένου ότι το Image-
NET έχει λίγες τάξεις µε εικόνες ανθρώπων και άρα το Nclasses που είχαµε αναφέρει
ως µέγιστη τιµή σίγουρα είναι πολύ µικρότερο του 1000). Ωστόσο, συγκρίνοντας
το παραπάνω διάγραµµα µε αυτά των υπόλοιπων µετρικών και ιδιαίτερα µε αυτό
της FID και F1 που θεωρούνται πιο αξιόπιστες και σταθερές, επιβεβαιώνουµε
τα ευρήµατα από διάφορες δουλειές στη βιβλιογραφία σχετικά µε την αστάθεια
της µετρικής του Inception Score, ακόµη περισσότερο όταν το Inception µοντέλο
έχει εκπαιδευθεί σε διαφορετικά δεδοµένα. Σε κάθε περίπτωση, φαίνεται και εδώ
µια θετική εξέλιξη κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και
αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που αναπτύχθηκε για τη
συγκεκριµένη εφαρµογή.

• Fréchet Inception Distance (FID): από το σχήµα 100 παραπάνω φαίνεται ότι η µε-
τρική συγκλίνει µονότονα προς µια τιµή κοντά στο 49, κάτι που αφενός αποτελεί
σηµάδι ευσταθούς εκπαίδευσης και αφετέρου δείχνει την αποτελεσµατικότητα του
µοντέλου που αναπτύχθηκε για τη συγκεκριµένη εφαρµογή.

• F1 Score: γενικότερα η µετρική F1 Score στα πλαίσια της αξιολόγησης GANs, έχει
δειχθεί ότι είναι πιο σταθερή και αξιόπιστη από τις υπόλοιπες. Φαίνεται και εδώ,
από το σχήµα 101 παραπάνω, ότι η µετρική συγκλίνει µονότονα προς µια τιµή
κοντά στο 0.82, κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και
αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που αναπτύχθηκε για τη
συγκεκριµένη εφαρµογή.

• Structural Similarity Index (SSIM): φαίνεται και για αυτή τη µετρική αξιολόγησης,
από το σχήµα 102 παραπάνω, ότι η µετρική συγκλίνει προς µια τιµή κοντά στο 0.38,
κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και αφετέρου δείχνει
την αποτελεσµατικότητα (και υπεροχή σε σύγκριση µε το αρχικό) του µοντέλου που
αναπτύχθηκε για τη συγκεκριµένη εφαρµογή.
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(DISCOGAN - CYCLEGAN)

Τελική αξιολόγηση και σύγκριση µε το άρθρο

Για την τελική αξιολόγηση του µοντέλου χρησιµοποιήθηκαν οι παραπάνω µετρικές τόσο
σε 10000 εικόνες από από το σύνολο δεδοµένων δοκιµής, όσο και σε 10000 από το σύνολο
δεδοµένων εκπαίδευσης. Τα αποτελέσµατα εµφανίζονται στον πίνακα που ακολουθεί
καθώς και συγκρίσεις αυτών µε τα αντίστοιχα του αρχικού paper (οι παύλες υποδηλώνουν
πως οι συγγραφείς του άρθρου δεν είχαν παραθέσει τις αντίστοιχες µετρικές).

Πίνακας 11: Συγκρίσεις µετρικών του PixelDTGANGT µε του PixelDTGAN από το σχετικό
άρθρο. Όπως φαίνεται σε όλες τις µετρικές το µοντέλο µας παρουσιάζει υπεροχή αν και
οι συγγραφείς επέλεξαν να µην αξιολογήσουν εξονυχιστικά το µοντέλο τους.

PixelDTGAN από [66] PixelDTGANGT

FID - 36.04 (test)

IS - 4.04 (test)

SSIM 0.21 0.381 (test)

Precision - 0.781 (test)

Recall - 0.814 (test)

F1 - 0.798 (test)

6.3 Ταίριασµα Στιλ (DiscoGAN - CycleGAN)

Το τρίτο µοντέλο που υλοποιήθηκε και εκπαιδεύτηκε στα πλαίσια της παρούσας εργασίας
είναι µια παραλλαγή του CycleGAN το DiscoGAN. Για να τα ξεχωρίζουµε, ονοµάζουµε
µε CycleGAN τη δική µας υλοποίηση έως το τέλος της παρούσας υποενότητας. Όπως
αναφέρθηκε αυτό αποτελείται από δύο GANs, δηλαδή δύο Generators και δύο Discrimi-
nators. Το µοντέλο εκπαιδεύτηκε για Μη-Συζευγµένη Μετατροπή εικόνας-σε-εικόνα στο
σύνολο handbags2shoes και άρα εκπαιδεύτηκε ώστε ο ένας Generator όταν δέχεται στην
είσοδό του µία εικόνα τσάντας χεριού να δίνει στην έξοδό του µία ρεαλιστική εικόνα ενός
παπουτσιού όµοιου στιλιστικά/εµφανισιακά και το αντίστροφο µε τον άλλον Generator.
Αντίστοιχα υπάρχουν δύο Discriminators, ένας για διάκριση πραγµατικών/τεχνητών ει-
κόνων για κάθε ένα από τα δύο πεδία εικόνων του handbags2shoes. Στόχος εποµένως µε
την εκπαίδευση αυτού του µοντέλου είναι το ταίριασµα στιλ µεταξύ εικόνων παπουτσιών
και εικόνων τσαντών, ενώ για την επίτευξη αυτού του ψευδο-αντιστρέψιµου µετασχη-
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µατισµού εκπαιδεύουµε από κοινού τα δίκτυα των Generators και από κοινού αυτά
των Discriminators. Θα ξεκινήσουµε και αυτήν την υποενότητα παραθέτοντας σε µορφή
πίνακα µία σύνοψη του µοντέλου που αναπτύχθηκε, όπως έγινε και στα προηγούµενα
µοντέλα.

Πίνακας 12: Σύνοψη του µοντέλου CycleGAN

Όνοµα Μοντέλου CycleGAN GT

Κωδικός Configuration discogan

Εφαρµογή
Ταίριασµα στιλ µεταξύ παπουτσιών και τσαντών (µετατρο-
πή από το ένα πεδίο στο άλλο)

Κατηγορία Εφαρµογής Μη-Συζευγµένη Μετατροπή Εικόνας-σε-Εικόνα

Κατηγορία Παραγωγής Υπο-συνθήκη (εικόνα)

Σχετικό Μοντέλο DiscoGAN

Σχετικό ΄Αρθρο
«Learning to Discover Cross-Domain Relations with Generati-
ve Adversarial Networks» [76]

Αριθµός GANs δύο (2)

Αριθµός Generators
δύο (2) - GAB (παπούτσια −→ τσάντες) και GBA (τσάντες −→
παπούτσια)

Αριθµός Discriminators δύο (2) - DB (τσάντες) και DA (παπούτσια)

Τύπος Generator(s)
2 × δίκτυο encoder-transformer-decoder (2 blocks στον
encoder & decoder, και 9 blocks στον transformer)

Τύπος Discriminator(s)
2 × PatchGAN Discriminator (4 blocks, 16×16 receptive field,
Κανονικοποίηση Φάσµατος)

# Παραµέτρων
Generator(s)

GAB: 11.4M εκπαιδεύσιµες παράµετροι
GBA: 11.4M εκπαιδεύσιµες παράµετροι

# Παραµέτρων
Discriminator(s)

DB: 1.6M εκπαιδεύσιµες παράµετροι
DA: 1.6M εκπαιδεύσιµες παράµετροι

# Παραµέτρων 25.9M εκπαιδεύσιµες παράµετροι συνολικά

Κατόπιν, συγκεντρώνουµε σε έναν άλλον πίνακα τις παραµέτρους εκπαίδευσης του µο-
ντέλου CycleGAN, πρακτική που ακολουθήσαµε στα προηγούµενα και θα ακολουθήσουµε
και στο επόµενο µοντέλο του παρόντος κεφαλαίου. Για το CycleGAN, είναι ο πίνακας
13 που δίνεται παρακάτω. Επαναλαµβάνουµε στο σηµείο αυτό, πως το κόστος για την
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6.3. ΤΑΙΡΙΑΣΜΑ ΣΤΙΛ
(DISCOGAN - CYCLEGAN)

από κοινού εκπαίδευση των Generators αποτελείται από τα κόστη κυκλικής συνοχής
και ταυτοτικά (που χρησιµοποιούν συναρτήσεις σφάλµατος ανακατασκευής, εδώ L1) και
από τα αντιπαραθετικά κόστη τα οποία εδώ υπολογίζονται µε τη συνάρτηση κόστους
Ελαχίστων Τετραγώνων.

Πίνακας 13: Παράµετροι εκπαίδευσης του µοντέλου CycleGAN

Όνοµα Μοντέλου CycleGAN GT

Κωδικός Configuration discogan

Συναρτ. Κόστους
Generator

2 × Κόστος Κυκλικής Συνοχής (L1 Loss, µε βάρος λcycle =

10) + 2 × Ταυτοτικό Κόστος (L1 Loss, µε βάρος λidentity = 5) +
2 × Αντιπαραθετικό Κόστος Ελαχίστων Τετραγώνων (MSE)

Συναρτ. Κόστους
Discriminator(s)

2 × Ελαχίστων Τετραγώνων (MSE)

Αριθµός βελτ/τών
για Generator(s)

ένας (1)

Αριθµός βελτ/τών
για Discriminator(s)

ένας (1) (από κοινού εκπαίδευση των DA και DB)

Τύπος βελτ/τών
για Generator(s)

Adam, µε παραµέτρους (lr=0.0002, β1=0.9, β2=0.999)
LR Scheduler: OnPlateau(factor: 0.99, cooldown: 200) ανά
βήµα (όχι epoch)

Τύπος βελτ/τών
για Discriminator(s)

Adam, µε παραµέτρους (lr=0.0002, β1=0.9, β2=0.999)
LR Scheduler: OnPlateau(factor: 0.99, cooldown: 200) ανά
βήµα (όχι epoch)

Σύνολο δεδοµένων
εκπαίδευσης

handbags2shoes

Μέγεθος συ-
νόλου δεδοµένων

138.8K εικόνες τσαντών + 50K εικόνες παπουτσιών
71.7K ζεύγη εικόνων εξαγωγής ρούχου

Ανάλυση εικόνων 64×64px

Μέγεθος οµάδας 32 εικόνες/batch

Αριθµός epochs 189 epochs (142.200 επαναλήψεις)

Χρόνος Εκπαίδευσης περίπου τρείς (3) ηµέρες σε 24GB GPU

Πριν προχωρήσουµε στη παράθεση των καµπύλων εκπαίδευσης, θα δώσουµε στο σηµείο
αυτό µια ενδεικτική δυάδα εικόνων από κάποια οµάδα (batch) µε την οποία τροφοδοτεί
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6.3. ΤΑΙΡΙΑΣΜΑ ΣΤΙΛ
(DISCOGAN - CYCLEGAN)

ο φορτωτής δεδοµένων (dataloader) το µοντέλο (ενν. τους Generators και τους Discri-
minators) σε κάθε επανάληψη (ή βήµα) του βρόγχου εκπαίδευσης. Ο GAB λαµβάνει την
εικόνα του (αληθινού ή τεχνητού από τον άλλο) παπουτσιού (συνθήκη) και καλείται να
παράξει µια ρεαλιστική εικόνα τσάντας που να ταιριάζει µε το παπούτσι εισόδου, ενώ
ο GBA το αντίστροφο. Ο DB λαµβάνει την εικόνα της (πραγµατικής ή τεχνητής) τσάντας
ενώ ο DA εκπαιδεύονται να διακρίνουν εάν οι εικόνες είναι πραγµατικές ή τεχνητές.
Σηµειώνουµε επίσης πως παρόλο που έχουµε υπο-συνθήκη παραγωγή οι Discriminators
τροφοδοτούνται µόνο µε µία εικόνα, ώστε να διατηρήσουν την ιδιότητά τους ως domain
Discriminators.

(α) ∆υάδα από τον φορτωτή του συνόλου εκπα-
ίδευσης στο index #1.

(β) ∆υάδα από τον φορτωτή του συνόλου εκπα-
ίδευσης στο index #2.

Σχήµα 103: Ενδεικτικές εικόνες που δίνονται στο µοντέλοCycleGANαπό τονφορτωτή δεδοµένων.

Οι εικόνες αριστερά προέρχονται από το handbags_64.hdf5, οι δεξιά από το shoes_64.hdf5, ενώ

όλες είναι ανάλυσης 64×64.

Καµπύλες Εκπαίδευσης

Ακολούθως, παραθέτουµε και εδώ για λόγους πληρότητας τις καµπύλες εξέλιξης των
συναρτήσεων κόστους των βελτιστοποιητών ή καµπύλες εκπαίδευσης. Παρακάτω, πα-
ραθέτουµε τα διαγράµµατα εξέλιξης των συναρτήσεων κόστους των δικτύων. Συγκεκρι-
µένα, δίνουµε, στο ίδιο διάγραµµα, τη συνάρτηση κόστους των Discriminators συγκριτικά
µε αυτήν των Generators.
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6.3. ΤΑΙΡΙΑΣΜΑ ΣΤΙΛ
(DISCOGAN - CYCLEGAN)

Σχήµα 104: Καµπύλες εκπαίδευσης του CycleGAN: Generator vs. real/fake Discriminator.

Είναι εµφανές από το σχήµα 104 ότι κάποια χειροκίνητη αλλαγή, πιθανότατα του βήµατος
εκµάθησης, συνέβη γύρω στο 73ο epoch, για την οποία δυστυχώς δεν έχει κρατηθεί καµία
πληροφορία.

Ενδεικτικές Παραγωγές

Στη συνέχεια θα δώσουµε µερικές ενδεικτικές παραγωγές του µοντέλου µας εξαγω-
γής ρούχου, CycleGAN ως εξής (η σειρά των στηλών ακολουθεί αυτή του σχετικού
άρθρου):

• στην πρώτη γραµµή δίνονται οι είσοδοι στον εκάστοτε Generator: πρώτα δίνουµε
παραγωγές του GBA (τσάντες −→ παπούτσια) και ακολούθως του GAB (παπούτσια −→
τσάντες)

• στη δεύτερη γραµµή δίνονται οι έξοδοι του µοντέλου

• κάθε στήλη είναι και µία ξεχωριστή παραγωγή

Οι παραγωγές δίνονται στα σχήµατα 105 και 106 παρακάτω. Όπως φαίνεται εκεί το
µοντέλο µας µετά από 189 epochs έχει καταφέρει να αιχµαλωτίσει σε µεγάλο βαθµό
τη δοµή αµφοτέρων των συνόλων δεδοµένων των ρούχων και έτσι µπορεί επιτυχώς να
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µεταφέρει µια εικόνα από το ένα πεδίο στο άλλο. Αποτελεί πεποίθηση του εκπονητή
της παρούσας εργασίας ότι η περαιτέρω αύξηση της χωρητικότητας των Generators
και κυρίως η συνέχιση της εκπαίδευσης θα µπορούσε να βελτιώσει τις παραγωγές και
να αυξήσει τη λεπτοµέρειά τους (όπως π.χ. υφή, σχέδια κλπ.). Στην υποενότητα που
ακολουθεί δίνουµε τις τιµές τωνµετρικώναξιολόγησης τωνπαραγόµενων εικόνων.
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οδ
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Σχήµα 105: Παραγωγές της υλοποίησής µας του µοντέλου CycleGAN από τον Generator GAB

(παπούτσια −→ τσάντες). Όλες οι εικόνες είναι ανάλυσης 64×64, ενώ έχουν συλλεγεί τυχαία από

το τελευταίο epoch της εκπαίδευσης.

Αξιολόγηση των Παραγωγών

Ακολούθως, παραθέτουµε διαγράµµατα εξέλιξης των µετρικών αξιολόγησης (όπως και
πριν: IS, FID, F1 & SSIM) κατά τη διάρκεια εκπαίδευσης της υλοποίησής µας του µοντέλου
CycleGAN. Πριν την ανάγνωση των διαγραµµάτων, ο αναγνώστης θα πρέπει να είναι ενήµε-
ρος ότι για την καταγραφή των µετρικών χρησιµοποιήθηκαν και εδώ µόλις 1000 τυχαίες
εικόνες από το σύνολο δεδοµένων δοκιµής και ισάριθµες παραγωγές του Generator. Για
πιο αξιόπιστες µετρικές, ο αναγνώστης παραπέµπεται στην επόµενη υποενότητα, όπου
παραθέτουµε σε µορφή πίνακα τις τελικές µετρικές αξιολόγησης του µοντέλου οι οποίες
υπολογίσθηκαν από 10000 εικόνες.
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6.3. ΤΑΙΡΙΑΣΜΑ ΣΤΙΛ
(DISCOGAN - CYCLEGAN)
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Σχήµα 106: Παραγωγές της υλοποίησής µας του µοντέλου CycleGAN από τον Generator GBA

(τσάντες −→ παπούτσια). Όλες οι εικόνες είναι ανάλυσης 64×64, ενώ έχουν συλλεγεί τυχαία από

το τελευταίο epoch της εκπαίδευσης.

Όπωςφαίνεται στα διαγράµµατα αυτά, όλες οι µετρικές πλην του Inception Scoreφαίνεται
να βελτιώνονται µε τον χρόνο. Και εδώ η βελτίωση γίνεται γρήγορα στην αρχή, ενώ από
ένα σηµείο και ύστερα (περίπου στο epoch=150 και µετά) φαίνονται να συγκλίνουν προς
µία τιµή. Αναλυτικότερα, για τη κάθε µετρική παραθέτουµε τα εξής σχόλια:

• Inception Score: από το πρώτο διάγραµµα φαίνεται ότι η µετρική IS παρουσιάζει
συµπεριφορά τυχαίου περίπατου γύρω από τη τιµή 4.0. Η τιµή αυτή είναι αρκετά
«καλή» σε σχέση µε αντίστοιχα µοντέλα στη βιβλιογραφία (δεδοµένου ότι το Image-
NET έχει λίγες τάξεις µε εικόνες ανθρώπων και άρα το Nclasses που είχαµε αναφέρει
ως µέγιστη τιµή σίγουρα είναι πολύ µικρότερο του 1000). Ωστόσο, συγκρίνοντας
το παραπάνω διάγραµµα µε αυτά των υπόλοιπων µετρικών και ιδιαίτερα µε αυτό
της FID και F1 που θεωρούνται πιο αξιόπιστες και σταθερές, επιβεβαιώνουµε
τα ευρήµατα από διάφορες δουλειές στη βιβλιογραφία σχετικά µε την αστάθεια
της µετρικής του Inception Score, ακόµη περισσότερο όταν το Inception µοντέλο
έχει εκπαιδευθεί σε διαφορετικά δεδοµένα. Σε κάθε περίπτωση, φαίνεται και εδώ
µια θετική εξέλιξη κάτι που αφενός αποτελεί σηµάδι ευσταθούς εκπαίδευσης και
αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που αναπτύχθηκε για τη
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6.3. ΤΑΙΡΙΑΣΜΑ ΣΤΙΛ
(DISCOGAN - CYCLEGAN)

Σχήµα 107: Καµπύλη εξέλιξης της µετρικής Inception Score (IS) κατά τη διάρκεια εκπαίδευσης του

µοντέλου CycleGAN.

Σχήµα 108: Καµπύλη εξέλιξης της µετρικής Fréchet Inception Distance (FID) κατά τη διάρκεια

εκπαίδευσης του µοντέλου CycleGAN.
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recall

precision

Σχήµα 109: Καµπύλη εξέλιξης της µετρικής F1 Score κατά τη διάρκεια εκπαίδευσης του µοντέλου

CycleGAN.

Σχήµα 110: Καµπύλη εξέλιξης της µετρικής Structural Similarity Index (SSIM) κατά τη διάρκεια

εκπαίδευσης του µοντέλου CycleGAN.
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συγκεκριµένη εφαρµογή.

• Fréchet Inception Distance (FID): από το σχήµα 108 παραπάνω φαίνεται ότι η µε-
τρική έχει µονότονη πτωτική τάση, κάτι που αφενός αποτελεί σηµάδι ευσταθούς
εκπαίδευσης και αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που
αναπτύχθηκε για τη συγκεκριµένη εφαρµογή. Είναι πεποίθηση του εκπονητή ότι η
συνέχιση της εκπαίδευσης του µοντέλου θα οδηγούσε σε ακόµη καλύτερες τιµές
της µετρικής αυτής. Εδώ φαίνεται να σταµατάει περίπου στο 70.

• F1 Score: γενικότερα η µετρική F1 Score στα πλαίσια της αξιολόγησης GANs, έχει
δειχθεί ότι είναι πιο σταθερή και αξιόπιστη από τις υπόλοιπες. Φαίνεται και εδώ,
από το σχήµα 109 παραπάνω, ότι η µετρική έχει µονότονα αυξητική τάση η οποία
σταµατάει στα πλαίσια της εκπαίδευσής µας (λόγω πόρων) σε µία τιµή κοντά στο
0.78. Η τάσηαυτή αδιαµφισβήτητα αποτελεί αφενός σηµάδι ευσταθούς εκπαίδευσης
και αφετέρου ένδειξη της αποτελεσµατικότητας του µοντέλου που αναπτύχθηκε
για τη συγκεκριµένη εφαρµογή.

• Structural Similarity Index (SSIM): φαίνεται και για αυτή τη µετρική αξιολόγησης, από
το σχήµα 110 παραπάνω, ότι η µετρική έχει συµπεριφορά τυχαίου περιπάτου γύρω
από µια τιµή κοντά στο 0.36, νούµερο γενικά όχι και τόσο καλό. Ωστόσο, τονίζουµε
και πάλι εδώ πως δεν ενδείκνυται η σύγκριση µοντέλων που δεν έχουν ξεκάθαρο
στόχο στην έξοδό τους µε τη µετρική SSIM και άρα παρατίθεται εδώ καθαρά για
λόγους πληρότητας.

Τελική αξιολόγηση του µοντέλου

Για την τελική αξιολόγηση του µοντέλου χρησιµοποιήθηκαν οι παραπάνω µετρικές τόσο
σε 10000 εικόνες από από το σύνολο δεδοµένων δοκιµής, όσο και σε 10000 από το σύνολο
δεδοµένων εκπαίδευσης. Τα αποτελέσµατα εµφανίζονται στον πίνακα που ακολουθεί
χωρίς ωστόσο να γίνεται εδώ κάποια σύγκριση µε το σχετικό άρθρο, µιας και που οι
συγγραφείς αυτού δεν παρέθεσαν καµία µετρική αξιολόγησης (παρόλο που τα αποτε-
λέσµατά τους οπτικά φαίνονται καλύτερα σίγουρα λόγω και της πολύ περισσότερης
εκπαίδευσης).
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6.4. ΠΑΡΑΓΩΓΗ ΡΕΑΛΙΣΤΙΚΩΝ
ΕΙΚΟΝΩΝ ΜΟ∆ΑΣ (STYLEGAN)

Πίνακας 14: Τελικές µετρικές αξιολόγησης του CycleGANGT (δικής µας υλοποίησης).

CycleGANGT

FID 65.78 (train) - 66.06 (test)

IS 4.48 (train) - 4.42 (test)

SSIM 0.355 (train) - 0.353 (test)

Precision 0.607 (train) - 0.607 (test)

Recall 0.920 (train) - 0.918 (test)

F1 0.731 (train) - 0.730 (test)

6.4 Παραγωγή ρεαλιστικών εικόνων µόδας (StyleGAN)

Στην τέταρτη και τελευταία ενότητα αυτού του κεφαλαίου παραθέτουµε αποτελέσµατα
και µετρικές από την εν εξελίξει εκπαίδευση της υλοποίησής µας του µοντέλου StyleGAN.
Όπως έχουµε αναφέρει πρόκειται για ένα αρκετά πολύπλοκο µοντέλο µε καινοτόµα
αρχιτεκτονική και state-of-the-art αποτελέσµατα. Έχουν γίνει κάποιες απλοποιήσεις στην
υλοποίησή µας όπως περιγράψαµε στην αντίστοιχη υποενότητα του προηγούµενου κε-
φαλαίου. Θα ξεκινήσουµε εδώ παραθέτοντας σε µορφή πίνακα µία σύνοψη του µοντέλου
που αναπτύχθηκε, όπως κάνουµε για όλα τα προηγούµενα µοντέλα που και αναλύθηκαν
στο παρόν κεφάλαιο.

Κατόπιν, συγκεντρώνουµε σε έναν άλλον πίνακα τις παραµέτρους εκπαίδευσης του µο-
ντέλου StyleGAN, πρακτική που επίσης ακολουθήσαµε για όλα τα µοντέλα του παρόντος
κεφαλαίου. Εδώ, είναι ο πίνακας 16 που δίνεται παρακάτω.

Πριν προχωρήσουµε στην παράθεση των καµπύλων εκπαίδευσης, καµπύλων εξέλιξης
των µετρικών και των τελικών αξιολογήσεων, τονίζουµε για µία ακόµα φορά στο σηµείο
αυτό ότι το µοντέλα µας είναι ακόµα σε πειραµατικό στάδιο, µε την έννοια ότι ακόµα
δοκιµάζονται configurations παρατηρούνται λάθη κλπ. Ωστόσο, παραθέτουµε έως αυτό το
χρονικό σηµείο την τρέχουσα configuration στην οποία έχουµε εντοπίσει ότι κάτι πάει
λάθος µε τον Discriminator, αλλά δυστυχώς είναι πάγια θέληση του εκπονητή να ορκιστεί
και άρα να παραδώσει την παρούσα αναφορά.
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Πίνακας 15: Σύνοψη του µοντέλου StyleGAN

Όνοµα Μοντέλου StyleGAN GT

Κωδικός Configuration default_z512

Εφαρµογή
Παραγωγή ρεαλιστικών εικόνων ανθρώπων σε φωτογρα-
φίσεις µόδας

Κατηγορία Εφαρµογής Παραγωγή Εικόνας από Θόρυβο

Κατηγορία Παραγωγής χωρίς συνθήκη

Σχετικό Μοντέλο StyleGAN

Σχετικό ΄Αρθρο
«A Style-Based Generator Architecture for Generative
Adversarial Networks» [91]

Αριθµός GANs ένα (1)

Αριθµός Generators
ένας (1) - αποτελούµενος από το δίκτυο αντιστοίχισης και
το δίκτυο σύνθεσης

Αριθµός Discriminators ένας (1)

Τύπος Generator(s)
Style-based µε σταδιακή αύξηση progressive growing (5
blocks + έγχυση θορύβου + επιβολή στιλ στις στρώσεις
AdaIN)

Τύπος Discriminator(s)
StyleGAN Discriminator µε σταδιακή αύξηση (5 blocks,
128×128 receptive field)
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Πίνακας 16: Παράµετροι εκπαίδευσης του µοντέλου StyleGAN

Όνοµα Μοντέλου StyleGAN GT

Κωδικός Configuration default_z512

Συναρτ. Κόστους
Generator

Wasserstein (WGAN) (αντιπαραθετική)

Συναρτ. Κόστους
Discriminator(s)

Wasserstein (WGAN) + Ποινή Παραγώγων µε βάρος λGP=10

Αριθµός βελτ/τών
για Generator(s)

ένας (1)

Αριθµός βελτ/τών
για Discriminator(s)

ένας (1)

Τύπος βελτ/τών
για Generator(s)

Adam, µε παραµέτρους (lr=0.0002, β1=0.9, β2=0.999)
LR Scheduler: OnPlateau(factor: 0.99, cooldown: 100) ανά
βήµα (όχι epoch)

Τύπος βελτ/τών
για Discriminator(s)

Adam, µε παραµέτρους (lr=0.0001, β1=0.9, β2=0.999)
LR Scheduler: OnPlateau(factor: 0.99, cooldown: 100) ανά
βήµα (όχι epoch)

Σύνολο δεδοµένων
εκπαίδευσης

FISB (DeepFashion)

Μέγεθος συ-
νόλου δεδοµένων

79K εικόνες (χρησιµοποιήθηκαν 53.2K εικόνες µε χρώµα
παρασκηνίου πιο λευκό από F0F0F0 (hex))

Ανάλυση εικόνων 128×128px

Μέγεθος οµάδας 28 εικόνες/batch (στην ανάλυση 128×128)

Αριθµός epochs 149 epochs (186.750 επαναλήψεις)

Χρόνος Εκπαίδευσης περίπου επτά (7) µέρες σε 24GB GPUs

# Παραµέτρων
Generator(s)

58.5M εκπαιδεύσιµες παράµετροι (G1: 276M, G2: 117.4M)

# Παραµέτρων
Discriminator(s)

11.3M εκπαιδεύσιµες παράµετροι

# Παραµέτρων 69.8M εκπαιδεύσιµες παράµετροι συνολικά
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Καµπύλες Εκπαίδευσης

Ακολούθως, παραθέτουµε και εδώ για λόγους πληρότητας τις καµπύλες εξέλιξης των
συναρτήσεων κόστους των βελτιστοποιητών ή καµπύλες εκπαίδευσης. Παρακάτω, πα-
ραθέτουµε τα διαγράµµατα εξέλιξης των συναρτήσεων κόστους των δικτύων. Συγκεκρι-
µένα, δίνουµε, στο ίδιο διάγραµµα, τη συνάρτηση κόστους των Discriminators συγκριτικά
µε αυτήν των Generators.

Σχήµα 111: Καµπύλες εκπαίδευσης του StyleGAN: Generator vs. real/fake Discriminator.

Ενδεικτικές Παραγωγές

Στη συνέχεια θα δώσουµε µερικές ενδεικτικές παραγωγές του µοντέλου µας εξαγωγής
ρούχου, StyleGAN ως εξής:

• στην πρώτη γραµµή δίνονται τρεις (3) τυχαίες πραγµατικές εικόνες από το σύνολο
δεδοµένων

• στη δεύτερη γραµµή δίνονται τρεις (3) τυχαίες παραγωγές του Generator ασυσχέτι-
στες µε τις πραγµατικές εικόνες (βάζουµε τις πραγµατικές για αναφορά)
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• κάθε στήλη είναι και µία ξεχωριστή παραγωγή

Οι παραγωγές δίνονται στα σχήµατα 112 παρακάτω. Όπως φαίνεται εκεί το µοντέλο
µας µετά από 149 epochs έχει καταφέρει να αιχµαλωτίσει σε µεγάλο βαθµό τη δοµή
συνόλου δεδοµένων και έτσι µπορεί επιτυχώς να παράγει µία εικόνα µε ρεαλιστικά
χαρακτηριστικά προσώπου και σώµατος, ενώ αρχίζει και καταλαβαίνει τις πόζες (αφού
όλες σχεδόν οι εικόνες είναι φωτογραφίσεις προϊόντων µόδας). Αποτελεί πεποίθηση
του εκπονητή της παρούσας εργασίας ότι η συνέχιση της εκπαίδευσης θα µπορούσε να
βελτιώσει τις παραγωγές και να αυξήσει τη λεπτοµέρειά τους. Στην υποενότητα που
ακολουθεί δίνουµε τις τιµές τωνµετρικώναξιολόγησης τωνπαραγόµενων εικόνων.

π
ρα

γμ
ατ

ικ
ές

τε
χν

ητ
ές

Σχήµα 112: Παραγωγές της υλοποίησής µας του µοντέλου StyleGAN από τον Style-based Generator.

Όλες οι εικόνες είναι ανάλυσης 128×128, ενώ έχουν συλλεγεί τυχαία από το τελευταίο epoch της

εκπαίδευσης.

Αξιολόγηση των Παραγωγών

Ακολούθως, παραθέτουµε διαγράµµατα εξέλιξης των µετρικών αξιολόγησης (όπως και
πριν: IS, FID, F1 & SSIM) κατά τη διάρκεια εκπαίδευσης της υλοποίησής µας του µοντέλου
StyleGAN. Πριν την ανάγνωση των διαγραµµάτων, ο αναγνώστης θα πρέπει να είναι ενήµε-
ρος ότι για την καταγραφή των µετρικών χρησιµοποιήθηκαν και εδώ µόλις 1000 τυχαίες
εικόνες από το σύνολο δεδοµένων δοκιµής και ισάριθµες παραγωγές του Generator. Για
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Σχήµα 113: Καµπύλη εξέλιξης της µετρικής Inception Score (IS) κατά τη διάρκεια εκπαίδευσης του

µοντέλου StyleGAN.

πιο αξιόπιστες µετρικές, ο αναγνώστης παραπέµπεται στην επόµενη υποενότητα, όπου
παραθέτουµε σε µορφή πίνακα τις τελικές µετρικές αξιολόγησης του µοντέλου οι οποίες
υπολογίσθηκαν από 10000 εικόνες.

Όπωςφαίνεται στα διαγράµµατα αυτά, όλες οι µετρικές πλην του Inception Scoreφαίνεται
να βελτιώνονται µε τον χρόνο. Στην αρχήφαίνονται τα σηµεία αύξησης της διάστασης των
δικτύων από τις έντονες µεταβολές των µετρικών αξιολόγησης, ενώ από ένα σηµείο
και ύστερα (περίπου στο epoch=90 και µετά) φαίνονται να συγκλίνουν προς µία τιµή.
Αναλυτικότερα, για τη κάθε µετρική παραθέτουµε τα εξής σχόλια:

• Inception Score: από το πρώτο διάγραµµα φαίνεται ότι η µετρική IS παρουσιάζει
συµπεριφορά τυχαίου περίπατου γύρω από τη τιµή 2.9. Η τιµή αυτή είναι δεν
είναι «καλή» σε σχέση µε αντίστοιχα µοντέλα στη βιβλιογραφία αλλά αποδεκτή
δεδοµένου ότι το ImageNET έχει λίγες τάξεις µε εικόνες ανθρώπων και άρα το
Nclasses που είχαµε αναφέρειως µέγιστη τιµή σίγουρα είναι πολύ µικρότερο του 1000.
Ωστόσο, συγκρίνοντας το παραπάνω διάγραµµα µε αυτά των υπόλοιπων µετρικών
και ιδιαίτερα µε αυτό της FID και F1 που θεωρούνται πιο αξιόπιστες και σταθερές,
επιβεβαιώνουµε τα ευρήµατα από διάφορες δουλειές στη βιβλιογραφία σχετικά
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Σχήµα 114: Καµπύλη εξέλιξης της µετρικής Fréchet Inception Distance (FID) κατά τη διάρκεια

εκπαίδευσης του µοντέλου StyleGAN.

recall

precision

Σχήµα 115: Καµπύλη εξέλιξης της µετρικής F1 Score κατά τη διάρκεια εκπαίδευσης του µοντέλου

StyleGAN.
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Σχήµα 116: Καµπύλη εξέλιξης της µετρικής Structural Similarity Index (SSIM) κατά τη διάρκεια

εκπαίδευσης του µοντέλου StyleGAN.

µε την αστάθεια της µετρικής του Inception Score, ακόµη περισσότερο όταν το
Inception µοντέλο έχει εκπαιδευθεί σε διαφορετικά δεδοµένα. Σε κάθε περίπτωση,
φαίνεται και εδώ µια θετική εξέλιξη κάτι που αφενός αποτελεί σηµάδι ευσταθούς
εκπαίδευσης και αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που
αναπτύχθηκε για τη συγκεκριµένη εφαρµογή.

• Fréchet Inception Distance (FID): από το σχήµα 114 παραπάνω φαίνεται ότι η µε-
τρική έχει µονότονη πτωτική τάση, κάτι που αφενός αποτελεί σηµάδι ευσταθούς
εκπαίδευσης και αφετέρου δείχνει την αποτελεσµατικότητα του µοντέλου που ανα-
πτύχθηκε για τη συγκεκριµένη εφαρµογή. Από το 90ό epochφαίνεται να επιπεδώνει,
κάτι που δεν ανταποκρίνεται ωστόσο στα οπτικά αποτελέσµατα και την ανθρώπινη
κρίση. Είναι πεποίθηση του εκπονητή ότι η συνέχιση της εκπαίδευσης του µοντέλου
θα οδηγούσε σε ακόµη καλύτερες τιµές της µετρικής αυτής. Εδώ φαίνεται να
σταµατάει περίπου στο 40.

• F1 Score: γενικότερα η µετρική F1 Score στα πλαίσια της αξιολόγησης GANs, έχει
δειχθεί ότι είναι πιο σταθερή και αξιόπιστη από τις υπόλοιπες. Φαίνεται και εδώ,
από το σχήµα 115 παραπάνω, ότι η µετρική έχει µονότονα αυξητική τάση η οποία
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σταµατάει στα πλαίσια της εκπαίδευσής µας (λόγω πόρων) σε µία τιµή κοντά στο
0.3. Η τάση αυτή αδιαµφισβήτητα αποτελεί αφενός σηµάδι ευσταθούς εκπαίδευσης
και αφετέρου ένδειξη της αποτελεσµατικότητας του µοντέλου που αναπτύχθηκε
για τη συγκεκριµένη εφαρµογή.

• Structural Similarity Index (SSIM): φαίνεται και για αυτή τη µετρική αξιολόγησης, από
το σχήµα 116 παραπάνω, ότι η µετρική έχει συµπεριφορά τυχαίου περιπάτου γύρω
από µια τιµή κοντά στο 0.56, νούµερο γενικά αρκετά καλό. Ωστόσο, τονίζουµε και
πάλι εδώ πως δεν ενδείκνυται η σύγκριση µοντέλων που δεν έχουν ξεκάθαρο στόχο
στην έξοδό τους µε τη µετρική SSIM και άρα παρατίθεται εδώ καθαρά για λόγους
πληρότητας.

Τελική αξιολόγηση του µοντέλου

Για την τελική αξιολόγηση του µοντέλου χρησιµοποιήθηκαν οι παραπάνω µετρικές τόσο
σε 10000 εικόνες από από το σύνολο δεδοµένων δοκιµής, όσο και σε 10000 από το σύνολο
δεδοµένων εκπαίδευσης. Τα αποτελέσµατα εµφανίζονται στον πίνακα που ακολουθεί
χωρίς ωστόσο να γίνεται εδώ κάποια σύγκριση µε το σχετικό άρθρο, µιας και που οι
συγγραφείς αυτού παρέθεσαν µόνο το FID (ίσο µε 8.53) αλλά για διαφορετικό σύνολο
δεδοµένων.

Πίνακας 17: Τελικές µετρικές αξιολόγησης του StyleGANGT (δικής µας υλοποίησης).

StyleGANGT

FID 34.21 (train) - 33.01 (test)

IS 2.979 (train) - 2.987 (test)

SSIM 0.562 (train) - 0.561 (test)

Precision 0.783 (train) - 0.779 (test)

Recall 0.864 (train) - 0.824 (test)

F1 0.831 (train) - 0.801 (test)
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Κεφάλαιο 7

Σύνοψη και Μελλοντικές Επεκτάσεις

Κάπου εδώολοκληρώνεται η παρούσα εργασία, έχοντας εκπαιδεύσει τέσσερα (4) µοντέλα
GAN που καλύπτουν το πλήρες εύρος των κατηγοριών εφαρµογών GANs στα πλαίσια
της Παραγωγικής Μοντελοποίησης εικόνας. Αυτά αποτελούν και την πρώτη έκδοση του
«πολυ-εργαλείου» µας. Ακολουθεί µια συνοπτική περίληψη της παρούσας διπλωµατικής
εργασίας καθώς και πιθανές µελλοντικές προεκτάσεις αυτής.

Σύνοψη της Εργασίας

Έτσι, σε ό,τι προηγήθηκε, αρχικά προχωρήσαµε σε µία ανάλυση σχετικών µεθόδων και
τεχνικών του γενικότερου ερευνητικού κλάδου της Παραγωγικής Μοντελοποίησης (κε-
φάλαιο 2). Κατόπιν, επικεντρωθήκαµε στα Generative Adversarial Networks, αναφερόµενοι
τόσο σε παραµέτρους εκπαίδευσης αυτών και αξιολόγησης της απόδοσής τους (κεφάλαιο
3), όσο και για σχετικές υλοποιήσεις που έχουν παρουσιαστεί στη βιβλιογραφία αλλά και
στην πράξη (κεφάλαιο 4). Προχωρώντας στη δική µας υλοποίηση και µεθοδολογία, στο
κεφάλαιο 5, παρουσιάσαµε στοιχεία τόσο για τα σύνολα δεδοµένων που χρησιµοποιήθη-
καν και τις µεθόδους προ-επεξεργασίας αυτών, όσο και για τα µοντέλα GAN τα οποία
σχεδιάστηκαν, υλοποιήθηκαν και εκπαιδεύτηκαν σε αυτά τα σύνολα δεδοµένων. Αφήσαµε
την παράθεση όλων τωναποτελεσµάτωνκαι καµπύλων εκπαίδευσης και εξέλιξης τωνµε-
τρικών σε ένα ξεχωριστό κεφάλαιο, το κεφάλαιο 6, ώστε ο ενδιαφερόµενος αναγνώστης
να µπορεί άµεσα να ανατρέξει στα αποτελέσµατα της δουλειάς µας.

Ως αποτέλεσµα και συνεισφορά της παρούσας εργασίας, τέσσερα (4) µοντέλα GAN καθώς
και οι µέθοδοι επεξεργασίας σχετικών συνόλων δεδοµένων εικόνων µόδας, δίνονται
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ελεύθερα και ανοιχτά στο αποθετήριο κώδικα της εργασίας. Τα µοντέλα αυτά από κοι-
νού συνθέτουν το ευφυές πολυ-εργαλείο παραγωγής και εξεργασίας εικόνων µόδας το
οποίο χρησιµοποιεί GANs (κατά κύριο λόγο) για επιλογή πόζας και στιλ σε εφαρµογές
σχεδιασµού µόδας. Θεωρούµε σκόπιµο στο σηµείο αυτό να αναφέρουµε για µία ακόµη
φορά πως αν και τα µοντέλα που εκπαιδεύτηκαν βασίζονται σε αντίστοιχα µοντέλα
της βιβλιογραφίας, προσπαθήσαµε να µην χρησιµοποιήσουµε έτοιµες υλοποιήσεις (όπου
υπήρχαν) αλλά να σχεδιάσουµε και να υλοποιήσουµε µοντέλα GAN από την αρχή - το
οποίο σε ορισµένες περιπτώσεις οδήγησε σε ουσιαστικά διαφορετικές υλοποιήσεις και
παραγόµενα αποτελέσµατα.

Μελλοντικές Επεκτάσεις

Ως τελευταίες σηµειώσεις, αφήνονται πιθανές µελλοντικές προεκτάσεις τόσο γιατί
είναι στις επιδιώξεις του εκπονητή να τις υλοποιήσει όσο και για κάθε ενδιαφερόµενο
αναγνώστη.

Οι µελλοντικές προεκτάσεις, λοιπόν, των µοντέλων που αναπτύχθηκαν και εκπαιδεύτη-
καν στα πλαίσια της παρούσας εργασίας, είναι µεταξύ άλλων οι ακόλουθες:

• Εκπαίδευση ταξινοµητών εικόνας (π.χ. Inception) σε σύνολα δεδοµένων εικόνων
µόδας (όπως το σύνολο δεδοµένων IMaterialist του Kaggle), για πιο αντιπροσωπευ-
τικές και αξιόπιστες µετρικές αξιολόγησης. Εναλλακτικά, εκπαίδευση του Inception
v3 σε dataset εικόνων µόδας που χρησιµοποιήθηκαν (π.χ. το Category and Attribute
Prediction Benchmark τουDeepFashion και επαναξιολόγηση των όλων των µετρικών
όλων των µοντέλων.

• Υλοποίηση και εκτέλεση µιας πρόσθετης µετρικής αξιολόγησης των παραγόµενων:
Perceptual Loss [52].

• ∆οκιµές Style mixing στο StyleGAN: εύρεση ποιες στρώσεις επηρεάζουν ποια ρο-
ύχα/σηµεία του σώµατος. Μείξη ρούχων και προσπάθεια αλλαγής πόζας µέσω του
StyleGAN.

• Εκπαίδευση του StyleGAN µε συνάρτηση κόστους Ελαχίστων Τετραγώνων (MSE) και
Κανονικοποίηση Φάσµατος.

• Περισσότερη εκπαίδευση (ενν. για περισσότερα epochs) σε όλα τα µοντέλα µε
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πιθανή εξαίρεση το PoseGAN.

• ∆οκιµή του StyleGAN v2 στο ίδιο σύνολο δεδοµένων µε το StyleGAN, αλλά και σε
άλλα παρεµφερή σύνολα δεδοµένων.

• ∆οκιµή του MUNIT στο ίδιο σύνολο δεδοµένων µε το CycleGAN και σύγκριση των
αποτελεσµάτων/µετρικών αξιολόγησης.
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Παράρτηµα Α

Ακρωνύµια και συντοµογραφίες

Ελληνικά Ακρωνύµια

ΑΚ Αυτόµατοι Κωδικοποιητές

ΒΠΜ Βαθιά Παραγωγικά Μοντέλα

ΕΝΝ Επαναλαµβανόµενα Νευρωνικά ∆ίκτυα

ΚΑΚ Κανονισµένοι Αυτόµατοι Κωδικοποιητές

ΜΑΚ Μεταβλητοί Αυτόµατοι Κωδικοποιητές

ΠΜ Παραγωγική Μοντελοποίηση

ΠΣ Πλήρως Συνδεδεµένη

ΣΝ∆ Συνελικτικά Νευρωνικά ∆ίκτυα

ΤΜ Τυχαίες Μεταβλητές

ΤΝ∆ Τεχνητά Νευρωνικά ∆ίκτυα

Αγγλικά Ακρωνύµια και Συντοµογραφίες

AE Autoencoder

AI Artificial Intelligence

BCE Binary Cross-Entropy

CCRB Consumer-to-Shop Clothes Retrieval Benchmark (DeepFashion)

CGAN Conditional Generative Adversarial Network
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CNN Convolutional Neural Network

DAE Denoising Autoencoder

DCGAN Deep Convolutional Generative Adversarial Network

DLSS Deep Learning Super-Sampling (NVIDIA)

DNN Deep Neural Network

EMD Earth Mover’s Distance

FC Fully Connected

FFHQ Flickr-Faces-HQ Dataset

FID Fréchet Inception Distance

FISB Fashion-Images Synthesis Benchmark (DeepFashion)

FVSBN Fully-Visible Sigmoid Belief Network

GAN Generative Adversarial Network

GDA Gaussian Discriminant Analysis

GP Gradient Penalty

ICRB In-Shop Clothes Retrieval Benchmark (DeepFashion)

ILSVRC ImageNet Large-Scale Visual Recognition Challenge

IS Inception Score

KL Kullback-Leibler Divergence

LAPGAN Laplacian Pyramid of Generative Adversarial Networks

LReLU Leaky Rectified Linear Unit

LSGAN Least-Squares Generative Adversarial Network

LoC Lines of Code

MADE Masked Autoregressive Density Estimator

MSSIM Mean Structural Similarity Index

MNIST Modified National Institute of Standards and Technology

MSE Mean Square Error

NADE Neural Autoregressive Distribution Estimator

PGGAN Progressively Growing Generative Adversarial Network

PPL Perceptual Path Length

RAE Regularized Autoencoder
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ReLU Rectified Linear Unit

RGB Red-Green-Blue (image color channels)

RNN Recurrent Neural Network

SDAE Stacked Denoising Autoencoder

SGD Stochastic Gradient Descent

SN-GAN Spectral-Normalized Generative Adversarial Network

SSIM Structural Similarity Index

SVD Singular Value Decomposition

VAE Variational Autoencoder

VGG Visual Geometry Group (Oxford University)

VQ-VAE Vector-Quantized Variational Autoencoder

WGAN Wasserstein Generative Adversarial Network
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